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Resumen

El Go es un juego de mesa milenario creado en Asia que, a pesar de tener reglas relativamente sencillas,
presenta una enorme complejidad combinatoria en cuanto a las posibles jugadas. Esto deriva en grandes
diferencias de habilidad entre distintos jugadores. Es una practica comin que, cuando la diferencia
de habilidad entre dos jugadores es muy grande, se ofrezca una ventaja para producir un juego méas
entretenido. En la tradicién del Go existe un sistema de ranking con el que se intenta clasificar a las
personas en niveles con la idea de que la diferencia de niveles represente la ventaja que una persona
deberia otorgarle a la otra.

Sin embargo, determinar la ventaja necesaria para alcanzar un buen equilibrio en el juego es un problema
de dificil solucién ya que depende de la estimacion de la habilidad de cada uno de los jugadores. El
problema de estimar la probabilidad de ganar comenzé a resolverse a mediados del siglo pasado con el
objetivo de evaluar la habilidad de los jugadores profesionales de ajedrez. Desde entonces la mayoria
de los modelos utilizan la probabilidad del resultado observado, r, para actualizar las estimaciones de
habilidad s, P(7|s;, s;). En el caso del Go, ademds es importante estimar el efecto que produce la
ventaja en la probabilidad de ganar.

Actualmente, la Asociacién Argentina de Go (AAGo) retine a las personas aficionadas del juego de Go en
nuestro pais y utiliza el sistema de ranking de la Asociacion Estadounidense de Go. En la préctica, este
algoritmo ha mostrado tener serias dificultades segtin manifiestan los propios miembros de la AAGo. La
dificultad particular que tiene la AAGo es el tamano de su comunidad que ademads estd compuesta por
una gran diversidad de habilidades. En esta tesis nos propusimos desarrollar un sistema para la AAGo
que mejore sustancialmente las estimaciones de habilidad con las que cuentan en la actualidad haciendo
un uso eficiente de los datos.

Para ello, decidimos adaptar el modelo estado del arte en la industria del video juego, TrueSkill Through
Time (TTT), de modo tal que incorpore los efectos de las ventajas, modelo que llamamos TTT-hreg. En
vez de propagar la informacién en un dnico sentido, del pasado al futuro, TTT propaga la informacién a
través de todo el sistema ofreciendo asi mejores estimaciones de habilidad con menor cantidad de datos.
Luego de su publicacién original, se implementé un algoritmo similar denominado Whole History Rating
(WHR), de referencia en la actualidad en la estimacién de habilidad de los jugadores profesionales de Go.
Ambos algoritmos que utilizan toda la historia (TTT y WHR) mostraron tener un desempeno altamente
superior al algoritmo utilizado actualmente por la AAGo. En particular, el modelo WHR, mostré tener
predicciones a priori mejores que TTT. Por otro lado, este tltimo tiene la ventaja de permitir agregar
nuevos factores respetando las reglas de la probabilidad dentro del marco bayesiano, simplificando su uso
y adaptacién a nuevos contextos.

En la actualidad, no es posible comparar las estimaciones de habilidad obtenidas por las diferentes Aso-
ciaciones de Go del mundo, no sélo porque utilizan sistemas diferentes, sino porque en general son bases
de datos disconexas. Sin embargo, unos pocos vinculos entre bases de datos le permitirian a nuestra
solucién propagar la informacion eficientemente, garantizando la comparabilidad entre las diversas aso-
ciaciones internacionales. En este trabajo dejamos sentadas las bases para extender el uso de nuestra
solucién como medida de referencia internacional utilizando la base de datos completa de KGS con 100
millones de partidas de todas las asociaciones de Go del mundo.
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Capitulo 1

Introduccion

El Go es un juego estratégico de mesa para dos jugadores creado en China hace aproximadamente 3
o 4 milenios. En pocas palabras, el juego consiste en colocar piezas (blancas y negras, un color para
cada jugador) sobre una grilla cuadriculada (generalmente de 19 x 19 posiciones), con el objetivo de
conseguir ocupar la mayor superficie posible del tablero con piezas del propio color. Para lograrlo, cada
jugador intenta rodear otras piezas con las de su color: al hacer esto, todas las piezas del contrincante son
eliminadas del tablero. Al final de la partida, gana el jugador con mayor territorio y fichas capturadas.

El Go, a pesar de tener reglas relativamente sencillas, presenta una enorme complejidad debido a la
inmensa cantidad de configuraciones posibles que permite el tablero. Explorar eficientemente el espacio
de estrategias posibles es una tarea sumamente dificil. Esto se evidencia en la dificultad que ha tenido
la inteligencia artificial para derrotar a los jugadores profesionales de Go. Si en 1996 un algoritmo de
inteligencia artificial le gané a unos de los mejores jugados de ajedrez [CHJHO02], para Go hubo que
esperar otros 20 afios para alcanzar el mismo objetivo [SHM™'16]. La clave del éxito de los jugadores
profesionales de Go es la herencia cultural con la que cuenta la humanidad producida de generacién en
generacién durante milenios.

;Pero a que nos referimos cuando hablamos de habilidad? Cada uno de nuestros antepasados imité, mo-
dific6 y transmitié parte de su conocimiento a la siguiente generacién, llegando a nosotros sedimentado
en forma de herramientas, creencias y rutinas. La especial integracién de los procesos biolégicos, cog-
nitivos y sociales que permite a los humanos desarrollar culturas complejas se debié a una coevolucion
genético-cultural desencadenada por el surgimiento previo de la crianza cooperativa [HB20, KMH™*20]. El
surgimiento de la comprensiéon mutua produjo cambios radicales para nuestra especie. El conocimiento
que antes debia ser redescubierto mediante costosa experiencia individual, luego de la transicién comenzo
a ser transmitido a la siguiente generacién a través de aprendizaje social. Emergié asi un nuevo sistema
de informacién, auténomo del sistema de informacién biolégico, lo que nos permitié ocupar todos los
nichos ecolégicos de la tierra como ningtin otro vertebrado terrestre habia logrado antes [BRH11].

La cultura es un fenémeno poblacional que emerge como consecuencia del intercambio de informacién
entre individuos. Basada en los principios de la teoria de la evolucién, se ha desarrollado un marco
de evolucion cultural que intenta explicar cémo cambia la cultura en el tiempo. La descendencia,
mutacién y seleccién de la informacion cultural se produce cuando una persona adopta el comportamiento
de otras, sea porque es el comportamiento de la mayoria (frequency-based strategy), sea porque la otra
persona es particularmente exitosas o prestigiosas (payoff-based strategy), o sea por otros tipos de sesgos
de seleccién [BREP04, MMH16, RFHT11]. Todos los procesos de aprendizaje social modifican en algin
grado la variante cultural adoptada. Y algunas de esas variantes culturales se propagan mas rapido o son
mas estables que otras, predominando en el tiempo.

Debido a la enorme complejidad combinatoria y cultural del Go, existe una enorme cantidad de niveles
de habilidad. Es una préactica comun que si la diferencia de habilidad entre los jugadores es muy grande,
el jugador mas hébil ofrezca una ventaja al menos habil para equilibrar las fuerzas relativas de ambos
y producir un juego mas interesante para ambos. La ventaja se otorga haciendo que el jugador menos



hébil comience primero, colocando maés fichas en el tablero. Esta ventaja se la conoce como handicap.
La cantidad de fichas dependera de la diferencia de habilidad entre ambos jugadores, y las posiciones
de las mismas en el tablero son fijas: no son elegidas por el jugador. Cuando se cree que la cantidad de
fichas permite al jugador menos habil superar al jugador mas habil, se suele ofrecer entonces uno pocos
puntos de ventaja al jugador més habil para alcanzar el “equilibrio perfecto”. Estos puntos se los conoce
como Komi, y se suele usar un valor no entero (generalmente 6,5).

Saber cuantas piedras debe recibir cada jugador, y cudntos puntos de kom: son necesarios para alcanzar
el equilibrio perfecto, es un problema de dificil solucién. En la cultura del Go se desarrollé un sistema de
ranking tradicional, que se divide en dos grupos: rankings kyu o estudiantes y rankings dan o maestros.
La idea es que la diferencia de niveles represente la cantidad de piedras de ventaja que un jugador
deberia darle al otro. El nivel mas bésico es el 30avo kyu. A medida que un jugador mejora, su nivel
de kyu disminuye hasta llegar a primer kyu. Pasado este nivel, el jugador llega a los niveles de maestro,
conocidos como rankings dan. Estos van del primer dan al séptimo (de manera similar a los sistemas de
artes marciales).

Si bien hay 37 niveles tradicionales, se espera que la diferencia de habilidad entre dos jugadores no supere
los 9 niveles, que son la cantidad de fichas maximas de ventaja que tradicionalmente se le puede ofrecer a
un jugador de menor habilidad. Esto muestra la profunda diferencia de habilidad que se puede producir
al interior del Go. Conocer la habilidad real de las personas, que refleje con buena confianza cual es
la probabilidad de ganar entre dos personas es un problema que comenzd a resolverse a mediados del
siglo pasado para evaluar la habilidad de los jugadores profesionales de ajedrez [Elo08]. Este modelo ha
servido como base para los estimadores de habilidad que se utilizan ampliamente en la actualidad en la
industria del video juego y la academia [G1i99, HMGOG6].

Considerar sélo la frecuencia de resultados positivos como indicador de la habilidad de los individuos
puede conducir a aproximaciones erréneas, fundamentalmente porque su valor depende también de la
dificultad de los desafios. Por esta razon, todos los estimadores de habilidad ampliamente usados se
basan en comparaciones entre pares. Desde los primeros modelos generativos, propuestos hace casi un
siglo por [Thu27] y [Zerl3], se supone que la probabilidad de un resultado observado r depende del
rendimiento p del agente i y de su oponente j, expresada como P( 7 |p;, p; ). El campo siguié progresando
con los trabajos de [BT52] y [Mos5la, Mos51b, Mosb1c], que condujeron al gran avance que tuvo lugar
cuando [Elo08] desarrollé una metodologia para la Federacién de Ajedrez de los Estados Unidos (USCF),
adoptada hasta el dia de hoy por la Federacién Internacional de Ajedrez (FIDE).

A diferencia de la FIDE, que establece a Elo como el método estandarizado para medir la habilidad
a lo largo de todo el mundo, la IGF (International Go Federation) no establece un sistema de medida
estandarizado. Cada asociacion nacional decide de manera auténoma qué modelo utilizar. La mayoria
de ellas utilizan distintas variantes de Elo. Sin embargo, debido a que el handicap y komi son factores
importantes, los estimadores de Go requieren incorporarlos al modelo.

La Asociacién Argentina de Go (AAGo)® retne a las personas aficionadas del juego en nuestro pafs. A
diferencia de las asociaciones de otros deportes, la AAGo cuenta con una cantidad reducida de jugadores,
con distinto nivel de compromiso, experiencia y habilidad. La AAGo utiliza el estimadores desarrollado
por la Asociacién Estadounidense de Go (AGA). En particular, es esperable que en un entorno donde
hay pocos jugadores, sean frecuentes las partidas dispares, por lo que el handicap estard muy presente.
Ademds, en el caso de que la habilidad esté relacionada a un juego, mientras mas informacion tengamos
de un jugador (en este caso, mayor nimero de partidas), entonces mayor certeza tendremos acerca de su
habilidad. Asi, en un contexto en el que tenemos acceso a un nimero pequeno de partidas, alcanzar un
grado alto de certeza se dificulta.

Dicho esto, quedan planteados los principales problemas encarados en esta tesis: estimar la habilidad
para un juego en un entorno con pocos jugadores y partidas, teniendo en cuenta el efecto de factores
externos (como el handicap y el komi). En este trabajo estudiaremos el modelo usado en Argentina y
Estados Unidos; otro méas complejo, utilizado en reconocidos sitios web; y uno ampliamente reconocido
en la academia, con modificaciones propuestas por nosotros para adaptarlo al Go.

Thttps://go.org.ar/



1.1. Objetivos

Esta tesis de grado tiene como objetivo principal evaluar distintos modelos matematico-
computacionales para estimar la habilidad de jugadores de Go.

Utilizaremos los principales métodos de la bibliografia, teniendo como base el que usa actualmente la
Asociacién Argentina (AAGo). Buscaremos comprenderlos y evaluarlos para hacer un buen uso y una
comparacién justa de los modelos, proporcionando en esta tesis una buena documentacién para proximos
usuarios. Tendremos especial consideracién para extender los métodos de forma que contemplen las reglas
propias del Go, particularmente el handicap y el komi de cada partida.

Usaremos la base de datos de partidas de la AAGo, para adaptarnos a su contexto de uso e intentar
proveerles una herramienta 1til en la practica.



Capitulo 2

Modelos Probabilisticos

La teoria de la probabilidad funciona como sistema logico, consistente, con el cual medir la incertidumbre
mediante nimeros reales [Cox46|. Las reglas de la probabilidad han sido derivadas formalmente a partir
de varios sistemas axiomaticos conceptualmente distintos e independientes entre si, lo cual es uno de los
puntos fuertes a su favor [Hall7]. En este capitulo introduciremos los principales conceptos de la teorfa,
utilizados como base conceptual y marco tedrico para el resto de la tesis.

2.1. Modelos causales y razonamiento probabilistico

La probabilidad, desde un punto de vista bayesiano, puede ser utilizada para modelar situaciones en las
cuales contamos con algin grado de incertidumbre. De esta manera, funciona como marco de trabajo para
razonar sobre situaciones de sistemas abiertos estudiados en las ciencias empiricas, donde indefectible-
mente desconocemos el valor de todas las variables. Para trabajar, nos basamos tanto en evidencia formal
(modelos causales) como empirica (datos). Veremos los principales conceptos y reglas de la probabilidad
mediante un ejemplo clasico: Monty Hall.

2.1.1. Principio de indiferencia

Supongamos que tenemos tres cajas, y sabemos que dos estan vacias y una tiene un regalo.

Figura 2.1: En alguna caja estd el regalo. Tenemos incertidumbre y un espacio de hipétesis.

Al no poder ver a través de las cajas, tenemos incertidumbre sobre dénde estard el regalo. Para modelar
la situacion, asignaremos una distribucién de creencias. Una opcién posible es la mostrada en la Figura
2.2.

1/10  8/10  1/10

Figura 2.2: Una distribucién de creencias posible.

Pero podemos ponernos de acuerdo en que esta distribuciéon no esta justificada en tanto no tenemos
ninguna evidencia que nos conduzca a tener una preferencia por la caja del medio. En este caso, lo més
honesto realmente es utilizar una distribucién equiprobable, como muestra la Figura 2.3



1/3 1/3 1/3

Figura 2.3: Distribucién de creencias honesta cuando no tenemos informacién previa.

Esto se conoce como el principio de indiferencia. Si llegamos a un acuerdo respecto a que no tenemos
informacién, entonces estaremos de acuerdo en esta distribucién de creencias. Es un principio de validez
intercultural y aparece repetidas veces en la historia de la humanidad. En la historia de la teoria de la
probabilidad, fue Joseph Bernoulli quien propuso este principio.

Principio de indiferencia
Dividir las creencias en partes iguales

2.1.2. Regla de la suma

El principio de indiferencia puede generalizarse a modelos causales multidimensionales. Para ejemplificar,
supongamos que nos permiten elegir una caja c y que después alguien nos senala con certeza que el regalo
no estd en la caja senalada, s. Es decir, tenemos tres variables y hay dos dependencias causales, la pista
no senala ni la posicién del regalo ni la caja elegida, que podemos representar con el modelo causal de
la figura 2.4. Para simplificar el problema, consideraremos que la caja elegida es ¢ = 1.

r c=1

i

Figura 2.4: La pista depende de la posicién del regalo y la de la caja elegida previamente. Los circulos
representan las variables y la flecha representa la relacién causa — efecto.

Cada modelo causal tiene su propio conjunto finito de universos paralelos. Siguiendo con el principio
de indiferencia, dividimos la creencia en partes iguales en cada una de las bifurcaciones de los caminos
paralelos del modelo causal. En la figura 2.5 mostramos cémo se dividen las creencias. La pista genera
dos universos sélo cuando el regalo estd en la misma caja que elegimos, 7 = ¢ = 1. Esto nos permite
definir creencias honestas respecto de los universos paralelos.

El conjunto de creencias asignadas a los caminos paralelos del modelo causal representa nuestra creencia
conjunta honesta de que el regalo se encuentre en la caja i y la pista sefiale la caja j (todas las posibles
combinaciones de hipétesis). Cada una de las celdas de la Tabla 2.1 representa una terminal de los caminos
del modelo causal representados en la Figura 2.5. Tenemos entonces un principio para alcanzar acuerdos
sobre las creencias conjuntas cuando la tnica informacioén previa es el modelo causal multidimensional.

Habiendo definido la creencia conjunta sobre hipdtesis mutuamente excluyentes (universos paralelos), con
la regla de la suma podemos calcular la creencia correspondiente a cada una de las variables individuales.
Para calcular la creencia sobre una variable, calculamos la suma de todos los caminos paralelos en los
que esa variable esta presente.

En términos generales, la regla de la suma permite que cualquier distribucién marginal pueda ser obtenida
integrando la distribucién conjunta:



1 1 1
3 3 3
11 11 1 1
32 32 3 3

Figura 2.5: Los caminos paralelos que se generan a partir de los modelos causales alternativos. El principio
de méxima incertidumbre (o de indiferencia) divide la creencia en partes iguales en cada una de las
bifurcaciones de los caminos paralelos del modelo causal.

P(r=1i,s=j)

T1 T2 T3
S1 0 0 0
s2 | 1/6 | 0 | 1/3
s3] 1/6 | 1/3 | 0

Tabla 2.1: Creencia conjunta para el modelo causal. El valor de las celdas representa la creencia honesta
sobre cada uno de los universos paralelos.

1 T2 T3
s1| 0 0 0 0

s2 | 1/6 | 0 | 1/3 [ 1/2
ss | 1/6 | 1/3 | 0 | 1/2

313113 1]

Tabla 2.2: Creencia marginal obtenida como la suma de las creencia conjuntas honesta de cada uno de
los caminos paralelos de los modelos causales.

P(z) = ZP(x, Y) 6  plx)= /p(x,y) dy (regla de la suma)

donde P(-) y p(+) representan distribuciones de probabilidad discretas y continuas, respectivamente.

2.1.3. Regla del producto

(Pero como preservar los acuerdos intersubjetivos cuando recibimos nueva informacién? El principio de
coherencia establece que la nueva creencia honesta, después de haber visto un nuevo dato, es la creencia
previa que sigue siendo compatible con ese dato. Supongamos que alguien nos indica con certeza que el
regalo no estd en la caja del medio. ;Cudl es la nueva creencia marginal honesta sobre el regalo después
de haber visto esta pista?

? ? ?
n ¢ .

Para actualizar las creencias posiblemente nos veamos tentados a aplicar el principio de indiferencia
nuevamente, asignando 0,5 a las dos cajas restantes. Aunque esa propuesta coincida con la solucién




correcta en algunas situaciones, esa decisién conduce a errores en términos generales. El principio de
indiferencia sélo se aplica una tnica vez, al inicio. Después sélo actualizaremos esa creencia en funcién
de la nueva informaciéon que vayamos incorporando.

Para actualizar las creencias simplemente nos quedamos con la creencia previa que es compatible con el
dato. Para ello nos quedamos con los caminos paralelos del modelo causal que siguen siendo compatibles
con el observable, P(r;, s3).

P(r=1i,s=2)
1 T2 T3
s2 | 1/6 0 1/3 1/2

Tabla 2.3: La creencia conjunta y marginal que sobrevive luego de ver los datos.

En la Tabla 2.3 nos quedamos con la creencia conjunta y marginal que sigue siendo compatible con el
dato. Esto es exactamente lo mismo que quedarnos con los caminos del modelo causal que son posibles
dado el modelo causal y el observable. En la Figura 2.6 mostramos los caminos que son compatibles en
negro y los incompatibles en gris.

1
|

@/@
1
3

1
3

ol
W=

Figura 2.6: Los caminos paralelos compatibles (negro) e incompatibles (gris) con el dato s = 2.

Es decir, para actualizar nuestra creencia nos quedamos con la creencia a priori que es compatible con
los datos. Lo que nos permitira cumplir el objetivo que nos habiamos propuesto, actualizar la creencia
sobre el regalo luego de haber visto la pista. La creencia que sobrevive, P(r;, s2), es ahora nuestra
nueva creencia total. Para expresarla nuevamente como tal, la normalizamos para que vuelva a sumar 1.
Luego de este procedimiento, se mantiene la propiedad de ser la distribucién de creencias que maximiza
la incertidumbre, dada la evidencia formal (modelo causal) y empirica (datos). En otras palabras, se
conserva el acuerdo intersubjetivo, si el modelo causal y los datos fueran ciertos.

P(rils2) = Pf.%)) (2.1)
1/3 0 2/3

H: =B

Figura 2.7: Nueva creencia honesta dada el dato y el modelo

Generalizada, la regla del producto senala que cualquier distribucién conjunta puede ser expresada como
el producto de distribuciones condicionales unidimensionales.

p(x,y) = p(z|y)p(y) (regla del producto)



De estas reglas, se deduce el Teorema de Bayes:

p(ylz) = IW (Teorema de Bayes)

Aplicada de manera sistemética, la teoria de la probabilidad no es més que la herramienta para filtrar la
creencia previa que sigue siendo compatible con la evidencia empirica y formal. Teniendo esto en mente,
se llega a la interpretacion del Teorema de Bayes:

creencia a

P P(DI|0, M)P(6| M) P(D|n€11]t\;(; P(9|M)
POID. M) = ’ _ ’ 9.9
1D M) =+ 5 (Dlg, 1) P(6|7)dd P(D|M) (2.2)
T

donde 6 es el espacio de hipétesis, D es el conjunto de datos observados y M es el modelo causal asumido.
Aunque muchas veces no se explicita, siempre debemos recordar que estamos asumiendo un modelo.

Noétese que llamamos evidencia al denominador: P(D|M). Como veremos més adelante, ésta refiere a
la probabilidad a priori de obtener los datos observados que se puede calcular integrando el producto de
la verosimilitud P(D|0, M) y creencias a priori P(6|M) sobre el espacio de hip6tesis (6).

2.2. Evaluacién de modelos

Al trabajar con distintos modelos, vamos a querer compararlos para saber cudl se aproxima mejor a
la realidad. En este capitulo describiremos la metodologia bayesiana basada en probabilidad, usando
la evidencia de los modelos. Esta forma introduce un factor que penaliza modelos mas complejos de lo
necesario, mediante un término conocido como Factor de Occam, que surge naturalmente de las reglas de
la probabilidad. Esto evita sobre ajustes, sin necesidad de acudir a penalizadores ad-hoc. Este marco de
trabajo fue introducido por Jeffreys [Jef39], con continuaciones de Gull [Gul88], Kass y Raftery [KR95],
y MacKay [Mac91] [Mac99].

Inicialmente, vamos a considerar dos niveles de inferencia:

= En el primer nivel, suponemos que el modelo con el que trabajamos es el verdadero, y ajustamos
nuestro modelo a los datos

= En el segundo nivel, tenemos la comparacién de modelos, en la cual usamos la evidencia del primer
nivel

En el primer nivel, suele haber un espacio de hipétesis sobre el cual queremos aprender utilizando los
datos:

P(D|o, M)P(O|M)  P(D|0, M)P(0|M)
TP(DJ6, M)P(O|M)d9 — P(D|M)

P(6|D, M) = (2.3)

Notamos que en 2.3, la evidencia es la probabilidad de los datos, dado que el modelo M es el
verdadero: P(D|M).

El segundo nivel de inferencia utiliza la evidencia del primer nivel para calcular la probabilidad del
modelo, dados los datos:

__ P(D|M;)P(M;)
POGID) = = b D P (24)

En el caso de que no tengamos informacién previa que nos haga preferir un modelo por sobre el resto,
P(M) serd equiprobable, por lo que elegir el modelo con mayor probabilidad equivale a quedarse con el
modelo de mayor evidencia. De aqui podemos derivar el concepto de Factor Bayesiano [KR95]:
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_ P(D|M;) (2.5)
= loge (P<D|Mj>>

= loge(P(D|M;)) — loge(P(D|M;))

que resume en un nimero (en escala logaritmica) la evidencia provista por los datos a favor de un modelo
o teoria por sobre otra.

Por la regla del producto, podemos descomponer la evidencia en la probabilidad de cada dato, dado
el modelo y los datos anteriores (ecuacién (2.6)). En nuestro contexto, esto se traduce en calcular la
probabilidad a priori de cada partida, dado que el método conoce el resultado de las partidas anteriores.
Es destacable el uso de la productoria, ya que una sola partida con probabilidad 0 provoca que la evidencia
sea 0.

P(DIM) =[] P(di| M, dy, ... d;i 1) (2.6)

Como la evidencia es un nimero pequeno y poco interpretable, en multiples ocasiones usaremos el prome-
dio geométrico de las evidencias individuales de las partidas. En el contexto de un proceso multiplicativo,
como es el caso de la evidencia, el promedio geométrico es el correcto a usar (a diferencia del promedio
aritmético cldsico, que es usado generalmente).

Otra forma de entender a la evidencia es verla como verosimilitud marginal (ecuacién (2.7)). Es decir,
la evidencia es la verosimilitud de los datos, pero integrando todas las hipétesis con las que trabajamos,
ponderadas por la probabilidad a priori de estas hipdtesis. Este es un aspecto fundamental de la evidencia
como métrica bayesiana: en vez de quedarse con una sola hipétesis (como suele hacerse al maximizar
verosimilitud), hace uso de todas en simulténeo.

P(D|M) = / P(D,0|M)do = / P(D|0, M)P(6]|M)do (2.7)

Esto debe verse acompanado de un principio de honestidad intelectual. Uno podria mejorar la evidencia
dejando de lado las hipétesis que peor explican los datos, pero seria un mal uso de la teoria de la pro-
babilidad. Ademas, esto puede fomentar el sobre-ajuste, problema comun en los métodos que solamente
maximizan verosimilitud.

En cambio, al integrar todas las hipdtesis, agregar variables que no son necesarias para explicar los
datos se ve penalizado sin necesidad de agregar costos ad-hoc. A este penalizador se lo denomina Factor
de Occam, y surge naturalmente de la aplicacion de las reglas de la probabilidad, tanto en casos de
regresién como clasificacién [Mac91]. Para ejemplificar, veamos un caso clésico de regresién: supongamos
que necesitamos ajustar una funcién sinusoidal mediante modelos polinomiales de diferente grado.

A medida que aumentamos el grado del polinomio, nuestro modelo adquiere mayor flexibilidad y por
lo tanto es capaz de acercarse méas y mas a los datos. Podemos ver los resultados con polinomios de
distintos grados en la Figura 2.8. Si bien en la figura solo se muestran los valores maximos a posteriori,
estos modelos fueron ajustados mediante inferencia bayesiana, haciendo uso de todas las hipdtesis a
priori.

El criterio de evaluacién que se suele usar en estadistica frecuentista es minimizar las distancias, que
es equivalente a maximizar verosimilitud. Aumentando la complejidad de los modelos, siempre podemos
reducir mas y mas las distancias a los datos. Sin embargo, cuando evaluamos las predicciones a priori
(evidencia) conjunta de los distintos modelos polinomiales, vemos que el mejor modelo tiene una com-
plejidad intermedia. En este caso, como se puede ver en la Figura 2.9, el modelo polinomial de grado
3 resulta ser claramente superior al resto. Este modelo tiene la particularidad de tener la flexibilidad
minima necesaria segin la funcién objetivo que genera los datos que estamos analizando.
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—— Polinomio de grado 3
——- Objetivo
1.04

0.5 A

0.0 A

—0.51

-1.01

-1.5

-0.4 -0.2 0.0 0.2 0.4

Figura 2.8: La funcién objetivo (linea punteada) es una sinusoidal. Los modelos alternativos analizados
son polinomios de grado 0 a 9, ajustados mediante inferencia bayesiana (en el grafico no se muestra
la incertidumbre, solo el méximo a posteriori). Los puntos son tomados aleatoriamente de la funcién
objetivo, sumandoles un ruido normal con desvio estandar de 0,1.
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(a) Verosimilitud (b) Evidencia

Figura 2.9: Prediccién a priori de los modelos polinomiales alternativos

Esto tiene que ver con una balance natural que se produce por el hecho de que las predicciones son
distribuciones de probabilidad y por lo tanto siempre tienen que integrar 1. A medida que se suman mas
dimensiones, los modelos se ven obligados a distribuir esa misma integral en un espacio cada vez mas
grande. Por ejemplo, supongamos que conocemos el valor en el eje X. En la Figura 2.10 mostramos dos
distribuciones de probabilidad sobre el eje Y (predicciones). Los modelos més rigidos van a proponer
distribuciones de probabilidad con menos incertidumbre que los modelos mas flexibles, que admiten
muchas ma&s posibilidades. Si el dato aparece en la regiéon donde apuntan los modelos més simples,
entonces les va a ir mejor que a los més complejos, y viceversa. El modelo de grado 3 tiene la caracteristica
de ser el modelo mas simple capaz de ajustar correctamente la posicién de esa distribucién a medida que
cambiamos el valor en el eje x. Los modelos con grado mayor a 4 también pueden ajustar la posicion
a medida que cambiamos el eje X, pero la incertidumbre suele ser més grande que la de grado 3, por
lo que pierden frente a ellos. Los modelos con grado menor a 3 tienen menos incertidumbre, pero no
pueden adaptar la posicién a medida que cambiamos el eje X. Asi, la aplicacion estricta de las reglas
de la probabilidad garantiza que la evaluacién de modelo favorezca a aquellos con la flexibilidad minima
necesaria.



—— Modelo simple
- - - Modelo complejo

P(D|M) = Evidencia
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complejos simples complejos

Figura 2.10: Ejemplo de predicciéon con un modelo més simple y uno méas complejo. Los modelos més
rigidos van a proponer distribuciones de probabilidad con menos incertidumbre que los modelos mas
flexibles que admiten muchas mas posibilidades. Si el dato aparece en la regién donde apuntan los
modelos més simples, entonces les va a ir mejor que a los mas complejos, y viceversa.



Capitulo 3

Modelos de habilidad

3.1. Modelo general de eventos

La gran mayoria de modelos de estimaciéon de habilidad conceptualizan cuatro variables: habilidad,
desemperio, diferencia y resultado. Mientras la habilidad, el desempeno y la diferencia son variables
latentes, el resultado es observado. Este modelo puede verse expresado en el modelo causal de la Figura
3.1.

Como no tenemos razones para considerar que un jugador va a rendir por encima o por debajo de su
habilidad real, el desempeno es modelado como una variable gaussiana centrada en la habilidad. El
parametro S regula la incertidumbre esperada, aunque en la préctica sirve como escala del modelo. El
resultado de un partido queda determinado por la diferencia entre los desempenos: el jugador con mayor
desempeno gana.

Habilidad: Si Sj
Desempefio: @ @ p~N(s, B2

Diferencia: d=p; — bj

Resultado: r|r=(d>0)

Figura 3.1: Modelo causal de eventos donde el resultado observable se considera como consecuencia
directa de los desempenos, variables aleatorias centradas en la verdadera habilidad.

A diferencia de Elo, que modela las habilidades como un ntimero real puntual, los modelos estudiados
en esta tesis agregan la incertidumbre alrededor de la estimacion, de forma que las habilidades quedan
dadas por variables gaussianas.

3.1.1. Inferencia exacta

Utilizando las reglas de la probabilidad y las propiedades de las distribuciones gaussianas se puede
calcular [LM21] la evidencia exacta (probabilidad a priori del resultado) y la creencia a posteriori de la
habilidad al ganar una partida quedan, dadas por las ecuaciones (3.1) y (3.2) respectivamente.

Diferencia Incertidumbre
Evidencia esperada total

= ——
-1 — . 2 2 2
P) =1-0(0|n; —py0 268> + 07 + ) (3.1)
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p(si|r) oc 1= @(0]si -y, 267 +07) N(si| i, o7) (3.2)

Posterior Verosimilitud P(r|s;) Prior p(si)

El posterior normalizado se obtiene dividiendo el lado derecho con la evidencia, P(r). Es interesante
notar las similitudes y diferencias entre la verosimilitud y la evidencia. La evidencia es la acumulada
de una distribuciéon gaussiana que estd centrada en la diferencia de las estimaciones medias, con una
varianza que incluye todas las incertidumbres. La verosimilitud cuantifica la misma densidad acumulada
que la evidencia, pero centrada ahora en la diferencia entre la hipdtesis que estamos evaluando s; y la
estimacién media del oponente p;, con una varianza que incluye todas las incertidumbres salvo la de la
propia hipétesis s;.

El posterior no es mas que la densidad del prior no filtrada por la verosimilitud. La sorpresa, defi-

[ O . AR N
= ‘ .
= ’ Prior
- % —— Verosimilitud
o . - Posterior
© g . \\
g [ | ~\_\
— - W
2 Il 3
(O g Y
D (O] \
S \
B \
L U) \\
, Evidencia N
P> 2 2 ," \\\
A Il 1 1 1 1 ~--
0 baja habilidad Hi alta habilidad

Hipétesis s;

Figura 3.2: Actualizacién de creencias para el caso ganador. El posterior proporcional se obtiene como
el producto de la distribucién a priori (distribucién gaussiana) y la verosimilitud (distribucién gaussiana
acumulada). La evidencia es la integral del posterior proporcional. Las distribuciones no estdn necesa-
riamente en la misma escala: la distribucion a priori integra 1, mientras que la verosimilitud va de 0 a 1.

nida como el complemento de la verosimilitud, funciona como un filtro para el prior. En la regién
de hipétesis de muy alta habilidad, donde el resultado ganador no nos hubiera generado casi ningu-
na sorpresa (limg, oo P(r|s;) = 1), el posterior recibe casi toda la densidad del prior. En cambio,
en la region de hipétesis de muy baja habilidad, donde el resultado habria generado mucha sorpresa
(lims, oo P(r|s;) = 0), el posterior no recibe casi nada de la densidad del prior.

Es importante remarcar que la posterior, aunque se parezca, no es una distribucién gaussiana, lo que nos
impedird usar la ecuacién (3.2) de forma exacta cuando propaguemos esa informacién a otros eventos.
Todos los modelos que analizamos aqui aproximan el posterior exacto mediante una distribuciéon gaus-
siana. Las técnicas de aproximacion son distintas. Ademds existen diferentes formas de modelar la serie
de eventos.

3.2. Modelos de miiltiples eventos

Otro punto a considerar es el cambio de la habilidad a través del tiempo. Los modelos estudiados
consideran un proceso de Wiener. Esto se traduce una dindmica sin memoria (o markoviana, ecuacién 3.3)
con variables gaussianas (ecuacién 3.4). 42 es un hiperpardmetro que regula cudnta incertidumbre se
agrega por cada unidad de tiempo.

P(5t+k+m St 5t+k) = P(5t+k+m|5t+k) (3-3)



Seanlse ~ N(se, k-~?) (3.4)

Este modelo supone tiempo discreto. En este trabajo, discretizamos el tiempo en dias. Notar que puede
haber mas de una partida de un mismo jugador por dia t. En este caso, se utiliza la misma variable
aleatoria s;. Esto implica que las partidas que se juegan un mismo dia no tienen un orden entre si, se
considera que entran en una misma tanda o batch.

3.2.1. Modelos de historial completo

Algo importante de destacar es que algunos modelos, como el de AGA/AAGo, difunden la informacién
en un solo sentido: del pasado hacia el futuro. Cada vez que obtenemos los resultados de un torneo,
se actualizan las estimaciones de la habilidad de los jugadores participantes, utilizado esta informacion
para un evento futuro. Los posteriors de un torneo son los priors del siguiente (actualizados por el
modelo temporal, que agrega incertidumbre). Sin embargo, esto es una simplificacién de la teoria de
la probabilidad. Un uso correcto de las reglas de la suma y el producto implican también difundir la
informacién en el sentido contrario: del futuro al pasado. Esto produce varios problemas:

= las estimaciones de los primeros torneos de un jugador resultan malas, sin importar la cantidad de
torneos que juegue luego.

= se pierde la posibilidad de comparar las habilidades de dos momentos histéricos distintos.
= las estimaciones, al contar con menor informacién, aumentan su incertidumbre

Estos problemas son encarados por los modelos de historial completo. Por ejemplo, supongamos que
tenemos dos partidas y dos jugadores que se ganan mutuamente inmediatamente uno después del otro.
Al ganar una partida cada jugador, no hay evidencia de que alguno de los dos jugadores sea mejor que
el otro. En la Figura 3.3 mostramos en rojo las estimaciones de los modelos que propagan la informacién
del pasado al futuro, y en verde las que propagan las informacién en todas las direcciones.

Partida 1 (pa > pB) Partida 2 (pa < pB)

Jugador A: { X ;7 Es
Jugador B: 7Z 5 ‘f ;:
0 0

Figura 3.3: Habilidades estimadas con dos partidas. En la primer partida, gana el jugador A. En la
segunda, gana el jugador B. En rojo se muestran las estimaciones de un modelo que solamente propaga
informacién del pasado al futuro, y en verde se muestran las estimaciones finales de un modelo de
historial completo. La primer columna muestra las estimaciones del primer partido, mientras que la
segunda muestra las estimaciones del segundo partido.

Los modelos que propagan la informaciéon del pasado al futuro muestran varias limitaciones. El primero
es que las estimaciones de la primer partida no utilizan la informacién del futuro, por lo que se considera
que el jugador A debe ser mejor que el jugador B sin importar que luego pierda contra éste. El segundo
es que no utiliza la informacién de forma correcta: uno esperaria que luego de la segunda partida, las
estimaciones de los dos jugadores sean las mismas. Sin embargo, eso no se cumple. Por tltimo, al no usar
de forma éptima la informacién disponible, las estimaciones contienen mayor incertidumbre.

Estudiamos dos estimadores que utilizan de formas distintas la informacién de toda la historia de partidas:
Whole History Rating (3.2.3) y TrueSkill Through Time (3.2.4).



3.2.2. Modelo AGA/AAGo

El modelo utilizado por la AAGo estd basado en el sistema utilizado por la American Go Associa-
tion (AGA) [Wall0]. Estudiaremos el segundo para luego presentar las adaptaciones realizadas por la
asociacion argentina.

Las distribuciones de creencias sobre las habilidad de las personas también son descritas mediante dis-
tribuciones normales, centradas en p y con desviacién estandar o. En vez de actualizar las estimaciones
luego de cada partida, la American Go Association espera hasta el final de cada torneo para actualizar los
valores con la informacién nueva. El método de aproximacion de los posteriors exactos usado por la AGA
utiliza el valor que maximiza el posterior como media de las nuevas estimaciones y agrega incertidumbre
mediante otro estimador conocido como matriz de informacién de Fisher.

Como hemos visto, la verosimilitud de cada partido estd dada por las habilidades de los jugadores. Pero
en el modelo de AGA depende ademads del efecto de la ventaja (handicap y komi) de la partida j, d;.

Tblanco — Tnegro — dj) (35)

P(gana jugador blanco|spiancos Snegro) = <I>( .
px

En el sistema AGA, el valor de d; depende de forma lineal positiva de la cantidad de handicap (ya que
favorece al jugador negro), y de forma lineal negativa de la cantidad de komi (favoreciendo al jugador
blanco). El modelo AGA establece una tabla de constantes para las diferentes combinaciones de handicap
y komi para determinar el valor de d;. Algo a destacar es que con handicap = 0y komi = 0 el valor de
d; es positivo: se supone que el jugador negro tiene ventaja por jugar primero. Por otra parte, el op;
representaria el desvio de la distribucién normal de diferencia de desempenos.

Diferencia de habilidad (escala AGA/AAGo) | Probabilidad de ganar
0,1 0,5374
0,2 0,5744
0,5 0,6806
0,75 0,7593
1 0,8261
2 0,9698

Tabla 3.1: Ejemplos numéricos de la verosimilitud, cuando no hay handicap ni komi, y sin tener en cuenta
el factor d; para que la funcién sea simétrica.

En la seccién anterior hemos mostrado cémo se calcula la incertidumbre de la diferencia de desempenos,
y hemos visto que depende de la incertidumbre de las estimaciones previas. Sin embargo, debido que
la AGA decide maximizar el posterior conjunto (reemplaza todas las estimaciones por las hipdtesis), la
incertidumbre o0, no contiene las incertidumbres de las estimaciones previas. Por lo tanto, la incerti-
dumbre de la diferencia de desempefios depende entonces del valor de base (dado por el pardmetro § en
el modelo causal) y varfa solo en funcién de la cantidad de handicap y komi.

{incertidumbredebase + incertidumbre_por_komi(k) si h €{0,1} (3.6)
Opw = .

incertidumbre_de_base + incertidumbre_por_handicap -y komi(h,k) sino

Cuando la partida no tiene handicap, h € {0,1}, la incertidumbre de la diferencia de desempefios solo
aumenta en funcién del komi. Cuando la partida tiene handicap, la incertidumbre tanto aumenta en
funcién del handicap como del komi (ver articulo original [Wall0]).

En el articulo citado, el posterior conjunto de un torneo resulta proporcional a la funcién L(s1, ..., $p),
que es definida como el producto de todas las distribuciones a priori, P(s;), y las verosimilitudes de
todas las partidas (3.5). Los valores medios de las nuevas distribuciones de creencias seran los valores
que maximizen el posterior. A esta aproximacién se la conoce como Maximo A Posteriori (MAP).

jugdores partidas

arg max L(sy,...,8,) = arg max P(s;) - H P(r|Sganador; » Sperdedor; ) (3.7)
; ,
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Los priors son las tltimas estimaciones con incertidumbre agregada debido al paso del tiempo (el proceso
de Wiener explicado en la seccién 3.1, con v = 0,0005). Para resolver la maximizacién primero se
aplica el logaritmo, que preserva el maximo pero convierte la productoria en su equivalente sumatoria de
logaritmos. La conveniencia de estas transformaciones reside en el bajo valor que daria una productoria
de (potencialmente) miles de términos menores a 1. Tan bajos valores son muy vulnerables a errores
de redondeo, lo que es preferible evitar. Para resolverlo se utiliza el método del gradiente conjugado de
Fletcher-Reeves, teniendo el algoritmo simplex como alternativa de respaldo.

Por otro lado, para obtener las nuevas desviaciones estandar, se calcula el Hessiano del posterior. Si el
posterior cambia mucho en el entorno del maximo, es decir si es muy picuda, entonces hay bastante
certeza de que la hipdtesis estd cerca del méximo. Si el posterior cambia poco en el entorno del méximo,
entonces cualquiera de las hipOtesis cercanas son suficientemente buenas como la seleccionada. Este
concepto es implementado por la matriz de informacién de Fisher. La inversién de matrices (necesaria
para Fisher), los algoritmos de minimizacién y otros cdlculos se resuelven con métodos de GSL (GNU
Scientific Library).

Categorias declaradas, uso del software y cédigo

Debido a que los sistemas AGA y AAGo tienen algunas dificultades para estimar correctamente las esti-
maciones, cada vez que una persona se anota a un torneo se le pide que declare su habilidad autopercibida
(en términos de kyu/dan). En caso de ser el primer torneo del jugador, esta categoria es utilizada para
definir la distribucién de habilidad a priori. Pero en caso de que ya exista una estimacién previa en el
sistema, la declaracién de categoria permite a los jugadores corregir las estimaciones que hace el sistema.
La autopromocion solo se hace efectiva si el jugador demuestra con sus resultados durante el torneo que
este aumento de habilidad es real (segin un conjunto de reglas definidas por AGA).

El sistema de la AAGo hace dos modificaciones sobre este modelo. La primera es un ajuste de escala en el
komi, de una unidad, por la diferencia entre las reglas chinas y japonesas. La segunda agrega restricciones
para aceptar una auto-promocion. La asociacién argentina agrega condiciones mas estrictas para aceptar
la categoria declarada. En particular, requiere que el jugador gane al menos una partida contra un
oponente que sea a lo sumo una categoria peor que la categoria a la cual se quiere autopromocionar.

El cédigo fuente del software utilizado por la AAGo se encuentra disponible en GitHub! y es una
modificacién del que utiliza AGA. Tener disponible este cédigo nos permitié estudiarlo y profundizar
nuestra comprensién de su funcionamiento. Ademds, hizo posible probar modificaciones del mismo (de
las cuales hablamos en la seccién 5.2).

El sistema consta de un programa cuya entrada son los datos de un torneo:

= la lista de jugadores que participaron, con sus estimaciones a priori, la cantidad de dias desde el
dltimo torneo en el que participaron, y la categoria declarada

= la lista de partidos, con los jugadores correspondientes, la cantidad de piedras de handicap, el komi
y el resultado del partido

La salida del programa es la lista de jugadores, con la distribucién a posteriori de sus habilidades.

3.2.3. Whole History Rating

El modelo Whole History Rating (WHR) [Cou08] se presenta como una mejora a Elo. Es utilizado para
comparar la habilidad de jugadores profesionales de Go a nivel internacional?, ademds de ser el sistema
de rankeo de varios servidores de distintos juegos en linea3.

A diferencia del modelo general que hemos mostrado al principio, en el que la verosimilitud se describe
como la acumulada de una distribuciéon normal, en WHR siguiendo la tradicién del modelo Elo original,
describe la verosimilitud de los eventos utilizando una funcién logistica. Ambas funciones tienen la misma

Thttps://github.com/elsantode190/RAAGo
2 Accesible en https://www.goratings.org/en/
3Puede encontrarse una lista en https://www.remi-coulom.fr/WHR/



forma de tipo S, que comienza en 0 y sube hasta alcanzar el 1. Sin embargo la forma de parametrizar
las funciones difiere.

1

eloganador

(3.8)

—elo

P(T|Sganador7 Speredor) ==

perdedor)

(
1410~

Notar que esta es una verosimilitud, y por lo tanto no tiene en cuenta la incertidumbre de las estimaciones
de las habilidades. El modelo WHR, siguiendo la tradicion de Elo, utiliza su escala, muy conocida
especialmente en el ambiente de ajedrez. El valor 400 tiene que ver con la incertidumbre de base que en
el modelo general habia sido modelado con el parametro . En esta escala, la probabilidad del resultado
de una partida queda dada por una funcién logistica (ecuacién (3.8)). En la Tabla 3.4(b) mostramos
valores concretos en funcién de la diferencia de habilidad entre los jugadores eloganador — €lOperdedor-

1.0
0.9
0.8
507
gzz Diferencia de habilidad (Elo) | Probabilidad de ganar
%04 10 0,514
£05 20 0,528
02 50 0,571
01 100 0,64
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Figura 3.4: La verosimilitud o probabilidad de ganar una partida en funcién de la diferencia de habilidad
es modelada como una funcién logistica en vez de con una acumulada de una normal

Para calcular la evidencia, se debe integrar la probabilidad conjunta con respecto a las habilidades.

Los modelos de clasificacién basados en distribuciones normales, como WHR, no cuentan con una solucién
analitica exacta y tratable para la distribucion a posteriori. Existen distintas aproximaciones para encarar
este problema. WHR decide utilizar la aproximacién de Laplace, que consiste en buscar numéricamente el
Maéximo A Posteriori (MAP) y estimar la incertidumbre alrededor utilizando el Hessiano. Es un método
local al maximo, pero apropiado cuando la distribucién a posteriori real es similar a una normal (por
ejemplo, por teorema central del limite). Como método numérico para encontrar el Mdximo A Posteriori,
utiliza el método de Newton para buscar una raiz en el gradiente.

El modelo fue implementado originalmente en Ruby* para su uso en el servidor GoShrine, con una
posterior conversién a Python®. En esta tesis utilizaremos la versién hecha en Python.

El paquete provee un objeto al cual se le agregan partidas. Por cada partida, se indica el dia en que se
juega (como numero entero), el identificador de cada jugador, el ganador y el efecto del handicap (como
numero flotante, en escala de Elo). Este ultimo es agregado a la habilidad del jugador negro al calcular la
verosimilitud de una partida (ecuacién (3.8)). Ademds, tiene métodos para hacer iteraciones del método
de Newton durante un tiempo, o hasta que converja.

Dos consideraciones son destacables de esta interfaz: no permite asignar priors a los jugadores (de hecho,
no aparecen de forma explicita en todo el c6digo), y no modela la transformacién de nimero de piedras
de handicap en una partida a la habilidad en Elo que estas agrega. Lo primero resulta inconveniente
cuando se tiene informacién de los jugadores mas alld de las partidas, ademéas de imposibilitar ciertos
experimentos. Utilizando el sistema, se puede ver que la habilidad a priori calculada para un jugador

4Repositorio ptiblico: https://github.com/goshrine/whole_history_rating
5Repositorio piiblico: https://github.com/pfmonville/whole_history_rating



sin partidas es una normal con media 0,0 y desvio estandar 245,4. Lo segundo requiere un modelado
extra por parte del usuario. Decidimos modelar el efecto del handicap de forma lineal, teniendo dos
hiperparametros: uno para la pendiente y otro para la ordenada al origen.

3.2.4. TrueSkill Through Time

TrueSkill Through Time (TTT) es una mejora al modelo TrueSkill, desarrollado por Microsoft. Al igual
que WHR, usa el historial completo de partidas para estimar las habilidades de los jugadores en cada
momento, pero usa una técnica distinta.

El modelo TrueSkill Through Time (TTT) [DHMGO07] implementa un enfoque de smoothing que realiza la
inferencia usando una unica red bayesiana que incluye todos los eventos histéricos, lo que permite que la
informacién se propague por todo el sistema, garantizando estimaciones iniciales fiables y comparabilidad
entre estimaciones distantes. Esta red bayesiana se basa en la conexién de redes menores, una por cada
partida, utilizando el modelo causal explicado en la Figura 3.1, utilizando las reglas del proceso de Wiener
definido en las ecuaciones 3.4 y 3.3.

El éxito de la solucién TrueSkill [HMGO6] se basa en la aplicacién de un método eficiente para calcular
la gaussiana que mejor aproxima al posterior exacto, en términos de minimizacién de la divergencia
Kullback-Leibler entre la distribucién verdadera y la aproximada [Min01].

Plsilr,s;) = arg min KL(p(silr, s;) | AV (silp,0%)) (3.9)
o

El uso de una red bayesiana permite, bajo ciertas condiciones, realizar inferencia de manera exacta
mediante el método de pasaje de mensajes y el algoritmo de la suma-producto [KFLO01]. Este algoritmo
no hace mas que aplicar las reglas de la probabilidad de forma local sobre cada nodo de la red bayesiana,
mediante programacién dindmica, haciendo que sea muy eficiente (lineal en la cantidad de ejes del grafo).
Sin embargo, la presencia de ciclos, sumada a la aproximacién de los posteriors, hace que sea necesario
hacer varias iteraciones de pasaje de mensajes hasta que el sistema converja.

Otra ventaja de usar un modelo grafico de forma explicita en el proceso de inferencia es que nos permite
agregar nuevos factores a tener en cuenta de una manera simple y cumpliendo con las reglas de la proba-
bilidad. TrueSkill fue ideado para poder usarse en deportes con equipos, asumiendo que el rendimiento de
un equipo serd la suma de los rendimientos de sus jugadores: t = ), w; - p;, donde p; son los rendimientos
de los jugadores de los equipos y w; es un multiplicador que puede ser configurado para cada partida.
Esto puede ser aprovechado para agregar otros factores, como en nuestro caso el handicap y komi.

Contamos con una implementacién abierta creada en nuestro laboratorio para Julia, Python y R6. En este
trabajo usamos la version en Julia ya que es la més eficiente. Estos paquetes permiten agregar jugadores
con priors y valores de v y [ personalizados. Al agregar una partida, debe indicarse los identificadores
de los jugadores, el ganador y el dia de la partida. Permite representar equipos, ademas de aplicarle
multiplicadores a cada jugador.

Modelos de handicap y komsi

Sea h la cantidad de piedras de handicap de una partida. Decidimos dos posibles alternativas para integrar
el efecto del handicap y del komi en TTT, aprovechando la posibilidad de poner companeros de equipos.
La primer opcién es mediante modelos lineales. Definimos el rendimiento final del jugador negro como
tnegro = Pnegro + @ - h + b, donde a es la variable aleatoria que representa la pendiente y b es la variable
aleatoria que representa la ordenada al origen, en un modelo lineal del efecto del handicap. En términos
de TTT, a y b son jugadores que participan en equipo junto al jugador negro, configurados con v = 0 (el
efecto del handicap no varfa en el tiempo) y 8 = 0 (el efecto del handicap siempre es el mismo en cada
partida), y h es el multiplicador aplicado a a. El efecto del komi puede ser agregado de igual manera a
la habilidad del jugador blanco, utilizando solamente una pendiente ya que el efecto de la ordenada al
origen es tenido en cuenta en el handicap.

6Disponible en https://github.com/glandfried/trueSkillThroughTime



Otra opcién considerada es la de usar una variable aleatoria nueva para cada handicap y cada komi
posible. Es decir, tener diez jugadores handicap; para i entre 0 y 10, y uno por cada valor de komsi
existente en el conjunto de datos. Este modelo resulta mucho méas complejo que el anterior, lo cual deberia
ser penalizado en la evidencia, pero permite captar efectos no lineales. Sera seleccionado tinicamente si
el efecto no lineal es suficientemente importante para explicar el fenémeno.

En base a estas variantes, definimos cuatro modelos alternativos:
= TTT-h: modela handicap con una variable por cada cantidad de piedras posible
= TTT-h-k: igual a TTT-h, agregando una variable por cada valor posible de komsi
= TTT-hreg: modela handicap lineal
s TTT-hreg-kreg: igual a TTT-hreg, agregando koms lineal

3.3. Calculo de la evidencia

Al ser la métrica para comparar los modelos, resulta imprescindible evaluar la evidencia de los distin-
tos modelos de la forma correcta y justa. Los tres métodos cuentan con una férmula para calcular la
verosimilitud de una partida. A partir de esta, podemos integrar para llegar a la evidencia.

P(dz) = /OO P(di‘Sl,SQ)P(Sl)P(SQ)dSldSQ (310)

—0o0

Sin embargo, en el caso de WHR, al usar la funcién logistica, no cuentan con férmula cerrada para la

evidencia. Es por eso que aproximamos la integral con una sumatoria. Asumiendo que s; ~ N (i1, 0%) y
sy ~ N (pa,03), steps y kSigmas pardmetros de precision, cota = LM%J y gap, = ZhkSigmas-oy

steps
cota cota
a-gap b-gap
Pd)~ Y. > P(di|51:M1+a'gap1a52:N2+b'gap2)¢( o 1)¢( . 2) (3.11)

a=-—cota b=—cota

Otro factor a tener en cuenta son las partidas agregadas al sistema de inferencia antes de evaluar la
evidencia, ademas de la convergencia para los casos de WHR y TTT. Para esto, decidimos usar la misma
metodologia que usa la AAGo para cargar sus datos: dividimos las partidas en tandas, o batches. Las
tandas son agrupadas segun el torneo al que pertenecen las partidas, y se utiliza la fecha de finalizacion
del torneo como fecha de las partidas de esa tanda. Estas son procesados en orden segun su fecha de
finalizacién:

1. Calculamos la evidencia para cada partida individual del batch.
2. Agregamos las partidas al sistema de inferencia.
3. En el caso de TTT y WHR, hacemos converger el sistema.

De esta manera, la evidencia final es la productoria de las evidencias individuales de cada partida. Al
ser numeros pequenos, para evitar los problemas numéricos conocidos, realizamos e informamos la suma
de los logaritmos de las evidencias.



Capitulo 4

Metodologia

En este capitulo nos enfocamos en estudiar las propiedades de dos elementos centrales: los datos, y los
modelos. Primero hacemos un resumen de la base de datos de la AAGo, incluyendo los preprocesamientos
requeridos y las propiedades bésicas de los datos utilizados para estimar. Luego, ilustramos distintas
propiedades préacticas del funcionamiento de los tres modelos utilizados, que aportan a la comprension
de su uso y sus resultados.

4.1. Fuente de datos

Trabajamos con el conjunto de datos provisto por la AAGo, del cual nos quedamos con las partidas
validas. Cuenta con 3313 partidas entre el 27 de junio del 2016 y el 26 de abril del 2020, entre 188
jugadores. Las partidas se dividen en 70 torneos o eventos, entre los cuales hay una gran diversidad: el
més grande cuenta con 187 partidas, mientras que hay algunos de menos de cinco. El jugador blanco, que
suele ser el de mayor habilidad estimada, gana en el 55,5 % de las partidas. La distribucién de handicap
utilizado en partidas puede observarse en la Figura 4.1(a). El 58,3 % de las partidas no usan handicap.
Por el lado del komi, solo hay dos valores utilizados: 0,5 (en 1644 partidas) y 6,5 (en 1669 partidas).

Una de las primeras tareas consté en filtrar las partidas que son consideradas vélidas por la asociacién?.
Esto incluyé eliminar las partidas no rankeadas, las que no fueron ganadas por ningun jugador y las que
terminaron por walkover (por ejemplo, por ausencia o descalificacién del oponente). Ademds, un dato
vital para el funcionamiento de los modelos es la fecha de las partidas. Un torneo puede durar varios
dias e incluso semanas. Por eso, cada partida tiene disponible tres fechas: la de inicio del torneo, la de la
partida particular, y la de finalizacién de torneo. En la seccién 5.1.1 explicaremos cémo se utilizan estos
datos, y en la seccién 5.3 veremos su impacto en las predicciones.

En la Figura 4.1(c) podemos ver la media de las dltimas estimaciones de cada jugador de la AAGo.
Estos valores pueden encontrarse en la base de datos provista por la asociacion, y fueron utilizados para
verificar el correcto uso del sistema (ver 4.1.1). Los jugadores con habilidad positiva son dan, el resto
kyu. Se considera que la categoria de un jugador es el piso de la media de habilidad. Por eso no existen
jugadores con habilidad entre —1 y 1: la distancia entre estos valores es nula para el sistema. Esto debe
ser tenido en cuenta cada vez que se calcula una distancia al utilizar los valores de AGA/AAGo.

La base de datos estd almacenada en formato SQL. Para nuestros experimentos, pasamos a formato CSV
las tablas que contienen la informacion respectiva a las partidas, a las estimaciones histéricas calculadas
por la AAGo, a la fecha de cada evento, y a las categorias auto-declaradas por los jugadores en cada
torneo.

1Basados en los scripts utilizados por ellos: https://github.com/elsantode190/RAAGo
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Figura 4.1: Descripcién de la base de datos de la AAGo, con datos hasta abril del 2020. En (a) se exhibe
la cantidad de partidas con cada valor de handicap. El 58,3 % de las partidas no usan handicap. En (b)
cada barra representa la cantidad de partidas en un perfodo de dos meses calendario. En (c) se presenta
el ranking de jugadores de la AAGo, calculado por la Asociacién.

4.1.1. Réplica de estimaciones de AAGo

Para que los resultados que obtengamos sean validos, es necesario verificar que estemos usando de
forma correcta el cédigo de la AAGo. Con este experimento corroboramos que los resultados obtenidos
posteriormente emergen del funcionamiento del modelo. En términos generales nos proponemos correr el
modelo sobre todas las partidas de la base de datos, y esperamos obtener las mismas estimaciones que
las registradas por la asociacién. Como contamos en la subseccién 3.2.2, esto debe hacerse iterando los
torneos y procesando de a uno por ejecucion. Los torneos se ordenan con el mismo criterio que utiliza la
AAGO: primero por fecha de finalizacién y, en caso de empates, se desempata primero por la fecha de
inicio del torneo, y luego por el id del torneo.

Se realizd este procedimiento con todos los torneos validos, y comparamos nuestras estimaciones con
las de la asociacién. Estas mostraron una diferencia (por errores de redondeo) de a lo sumo 1,4 x 1073
y 4,6 x 107* en las medias y los desvios estdndares de las estimaciones, respectivamente. Como esta
diferencia es insignificante, podemos concluir que estamos utilizando el sistema de la misma manera que
la AAGo.



4.2. Exploracion del funcionamiento de los algoritmos de esti-
macion

Para hacer una comparacion justa y equilibrada, realizamos distintos experimentos para explorar y
validar el funcionamiento de los distintos modelos. De esta manera, esperamos ayudar a comprender las
propiedades practicas de cada uno y de esta forma dar nociones de los posibles resultados al trabajar
con datos reales. Cada caso sintético estd pensado para evaluar alguna propiedad de interés para la
problemadtica de estimacién de habilidad. Todos los casos dejan de lado el estudio del handicap y el komi:
simulan partidas en las que ambas variables valen 0 (excepto el de evolucién de la habilidad en AAGo,
como se explicard en la Seccién 4.2.4).

4.2.1. Pequena comunidad

El primer experimento busca ver que el orden de las partidas en un mismo dia no afecte el resultado de
las estimaciones. Si bien es algo simple a primera vista, métodos iterativos como Elo y Glicko no cumplen
con esta condicién. El conjunto de datos queda compuesto por tres partidas con tres jugadores distintos:
en la primer partida jugador; le gana a jugadors, en la segunda jugadors le gana a jugadors y en la
dltima jugadors le gana a jugador;. Esperamos que los tres jugadores terminen con la misma habilidad,
ya que no hay razones para que un jugador se destaque por sobre el resto.

AAGo

Nos propusimos dos formas diferentes de realizar este experimento: Una incluyendo a todos los partidos
en un solo torneo, la otra separdandolos en tres torneos distintos (en el mismo dia). En ambos casos, se
ingresa como categoria la de primer dan, por lo que esta es utilizada si no se tiene datos de un jugador.
Como el modelo que usa la AAGo no incorpora la informacién de la historia completa, los resultados no
son iguales.

En la Tabla 4.1 se muestran las estimaciones resultantes del experimento con todas las partidas en un
solo torneo. Este resultado es el esperado, se estima la misma habilidad para todos los jugadores.

Las estimaciones resultantes del experimento separado en tres torneos se encuentran en la Tabla 4.2. Se
puede observar claramente que no estima la misma habilidad para los tres jugadores. Esta divergencia
se debe a que el modelo no recuerda los resultados de las partidas anteriores sino por medio de las
estimaciones resultantes. Ademads, tampoco utiliza los datos de partidas posteriores como dato de entrada
para calcular las estimaciones de partidas anteriores. Estos resultados nos muestran la principal limitacion
del modelo: no integrar la informacién de toda la historia de partidas. Ademas, al hacer un uso menos
eficiente de los datos, las estimaciones resultantes cuentan con mayor incertidumbre.

Jugador ‘ Media de la habilidad | Desvio estdandar de la habilidad

Jugadory 1,5 0,715881
Jugadorsy 1,5 0,715881
Jugadors 1,5 0,715881

Tabla 4.1: Resultados del experimento Pequena Comunidad con AAGo, en un sélo torneo

Jugador ‘ Media de la habilidad ‘ Desvio estandar de la habilidad

jugadory 2,0906 0,967062
jugadorsy 1,46187 0,807324
jugadors -1,34088 0,932484

Tabla 4.2: Resultados del experimento Pequenia Comunidad con AAGo, separando en tres torneos

WHR y TTT

Los resultados con WHR pueden verse en la Tabla 4.3. Efectivamente, la habilidad de los tres jugadores
es 0, por lo que se cumple lo que buscamos. Lo mismo sucede con TTT (Tabla 4.4), lo cual comprueba



una de las principales ventajas de los modelos de historial completo: el orden de las partidas dentro de
un mismo dia no debe modificar las estimaciones.

Jugador ‘ Media de la habilidad ‘ Desvio estandar de la habilidad

Jugadory 0,0 173,63
jugadors 0,0 173,63
Jjugadors 0,0 173,63

Tabla 4.3: Resultados experimento Pequena Comunidad con WHR

Jugador ‘ Media de la habilidad ‘ Desvio estandar de la habilidad

Jugadory 0,0 2,395
Jjugadors 0,0 2,395
Jjugadors 0,0 2,395

Tabla 4.4: Resultados experimento Pequena Comunidad con TTT

4.2.2. Intercomunidades

El siguiente experimento consta de dos comunidades de tres jugadores cada una. En cada comunidad, los
jugadores tienen la misma habilidad, pero hay una comunidad que es mejor que la otra. El conjunto de
datos cuenta con dos subconjuntos de partidas: algunas intracomunidad, donde miembros de una misma
comunidad juegan entre si, y otras intercomunidades, donde juega un representante de cada comunidad.
Las partidas intracomunitarias tienen el mismo formato que en el experimento de Pequena Comunidad
(ver 4.2.1), repetidas varias veces.

Buscamos, a partir de los datos de partidas, reconstruir las habilidades reales. Veremos los cambios en
las estimaciones con respecto a la cantidad de partidas intracomunitarias y extracomunitarias. Todas
las partidas se registran en el mismo dia, ya que no nos interesa estudiar el efecto del tiempo en este
experimento. En el caso de AAGo, las partidas se corren en un solo batch, para que el orden de las
partidas no afecte los resultados.

AAGo

En la Figura 4.2 se pueden observar los resultados de este experimento usando el modelo AAGo, y
distintas cantidades de partidas intra e intercomunitarias. Si bien cada comunidad tiene tres jugadores,
se ven dos curvas por cada una porque los jugadores que no son el representante de cada comunidad
tienen curvas indistinguibles. En primer lugar, observamos que el orden de las habilidades obtenido sigue
lo esperado. Se estima mas habilidad para todos los jugadores de la mejor comunidad que para todos los
de la peor, con cualquier cantidad de partidas. Ademaés, dentro de la mejor comunidad el jugador con
mas habilidad es el representante, quien jugé las partidas contra el representante de la otra comunidad.
Anilogamente, el jugador de la peor comunidad con la estimaciéon mas baja es su representante. Si bien
lo deseable seria que todos los jugadores de cada comunidad alcancen la misma estimacién, es esperable
que los representantes se destaquen (para arriba o para abajo), dado que son quienes efectivamente se
enfrentaron al otro grupo.

En esta figura se puede observar una tendencia en la relacién entre la cantidad (y tipo) de partidas y
las distancias entre habilidades que también era esperable. Cuantas més partidas intracomunitarias se
hayan jugado, més cercanas estan las estimaciones dentro de cada comunidad. Cuantas mas partidas
intercomunitarias se jueguen, mas distantes estdn las comunidades entre si.

Sobre la diferencia de habilidades, esperdbamos que dentro de cada comunidad los jugadores tengan
estimaciones iguales o muy similares. Basta mirar el grafico para corroborar que esto efectivamente se
dio, sobre todo a partir de las 20 partidas intracomunitarias. Para hablar de la diferencia de habilidad
entre las comunidades, expresémoslo en términos de probabilidad de ganar. Como en todos los casos la
cantidad de partidas que le gana el representante de una comunidad al de la otra es el 80 % del total de
partidas, esperabamos que las estimaciones de estos dos jugadores impliquen una probabilidad de ganar
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Figura 4.2: Habilidad de jugadores en distintas comunidades, segin la cantidad de partidas intracomu-
nitarias e intercomunitarias, utilizando AAGo. La escala utilizada corresponde a la que usa el modelo
(kyu/dan). Como el modelo no asigna habilidades entre 1 y -1, se le resté 1 unidad a las habilidades
positivas y sumé 1 a las negativas, para cerrar la brecha entre las categorias y que el gréfico sea méas

claro.

del primero de 0,8. El valor de esta probabilidad con 100 partidas intracomunitarias se puede observar
en la tabla 4.5:

Partidas intercomunitarias | Distancia considerando incertidumbre | Distancia sin considerar incertidumbre

10 0.7486 0.7502
50 0.7871 0.7886
100 0.7929 0.7942

Tabla 4.5: Distancias entre estimaciones de representantes con 100 partidas intracomunitarias, utilizando

AAGo

Estos resultados siguen lo esperado. Ademds, se puede observar que la probabilidad se acerca a 0,8 a
medida que aumenta la cantidad de partidas intercomunitarias. Esta tendencia es 1égica, si consideramos
que estas partidas son las que expresan la diferencia de habilidad entre comunidades, por lo que tener

mayor numero de ellas permite al modelo acercarse mas a la diferencia real.



WHR

Pasamos ahora a WHR. En la Figura 4.3 podemos observar que el método diferencia la habilidad del
representante de cada comunidad del resto de jugadores.
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Figura 4.3: Habilidad de jugadores en distintas comunidades, segin la cantidad de partidas intracomu-
nitarias e intercomunitarias, utilizando WHR

Esto se atenta con una mayor cantidad de partidas intracomunitarias, pero se necesita una cantidad
apreciable de partidas para que esto suceda. En cuanto a la diferencia entre comunidades, si bien las
medias de las estimaciones se alejan, siguen teniendo poca distancia con respecto a los desvios estandar.
Tanto las partidas intra como intercomunitarias bajan la incertidumbre en las estimaciones. Sin embargo,
es destacable que las partidas intercomunitarias solo disminuyen la incertidumbre de los representantes

de cada grupo, que son los que juegan las partidas, sin afectar a la incertidumbre en las estimaciones del
resto de jugadores.

Nuevamente, esperamos que la diferencia entre jugadores de dos comunidades sea de alrededor de 0,8
en probabilidad de ganar. En la Tabla 4.6 comparamos las estimaciones de los representantes de cada
grupo, con 100 partidas intracomunitarias. Podemos ver que aumentando la cantidad de partidas inter-

comunitarias, nos acercamos cada vez mas al objetivo. Es notorio que con 10 partidas, esta distancia es
particularmente grande.



Partidas intercomunitarias | Distancia considerando incertidumbre | Distancia sin considerar incertidumbre

10 0,72580 0,7290
50 0,7791 0,7819
100 0,7883 0,7906

Tabla 4.6: Distancias entre estimaciones de representantes con 100 partidas intracomunitarias, utilizando

WHR

TTT

En la Figura 4.4 podemos observar los resultados del mismo experimento con TTT. Si bien comparten
mucho con lo visto en los otros modelos, se puede destacar la poca distancia entre las estimaciones de
habilidad de un jugador representante con los otros jugadores de su comunidad. Ademads, vemos que la
incertidumbre en las estimaciones baja mucho més rapido al aumentar la cantidad de partidas.
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Figura 4.4: Habilidad de jugadores en distintas comunidades, segun la cantidad de partidas intracomu-
nitarias e intercomunitarias, utilizando TTT

En cuanto a distancia entre jugadores de distintas comunidades, en la Tabla 4.7 podemos ver los resulta-
dos. TrueSkill Through Time es el modelo que mejor capta esta distancia. Ademds, consigue resultados
excelentes con tan solo 10 partidas intercomunitarias.



Partidas intercomunitarias ‘ Distancia considerando incertidumbre ‘ Distancia sin considerar incertidumbre

10 0,7943 0,7977
50 0,7978 0,8005
100 0,7985 0,8006

Tabla 4.7: Distancias entre estimaciones de representantes con 100 partidas intracomunitarias, utilizando
TTT

4.2.3. Gran comunidad

Cuando uno no tiene informacién previa sobre un jugador, debe iniciar su creencia con una estimacién
a priori. En el caso de la AAGo, como cada jugador declara su categoria autopercibida al momento de
anotarse a un torneo, su sistema utiliza esta categoria para seleccionar una estimacién acorde, aunque
el sistema también permite que uno decida otro prior manualmente. En TTT, por defecto se utiliza un
prior con media 0 y un desvio estdandar suficientemente grande, y también da la opcién para seleccionar
otra estimacién manualmente. A diferencia de los otros paquetes, por como estd programado WHR, no
permite designar priors distintos al del sistema. Esto complica algunos casos de uso. En este experimento
sintético buscamos ver si se puede conseguir un efecto similar entrenando el modelo con datos.

Utilizamos una comunidad de varios jugadores, cuyas habilidades se encuentran equiespaciadas en un
rango. La comunidad cuenta con 21 jugadores, separados entre si por 40 puntos de habilidad en escala
de Elo. A partir de esta comunidad, simulamos una partida entre cada par de jugadores repetidas veces.
Es decir, por cada partida, generamos un resultado aleatorio a partir de la probabilidad de ganar de
cada jugador, utilizando la Ecuacién (3.8) de verosimilitud de WHR. Cada jugador tiene partidas contra
los 10 siguientes de mayor habilidad, y esto es repetido una cantidad de veces. Nos interesa ver si las
habilidades estimadas se acercan a las reales, y si la distancia en habilidad entre jugadores es respetada.
Al ser experimentos aleatorios, repetimos cada uno 20 veces para poder tomar estadisticas.

40 80 40 80 160

(a) 10 repeticiones (b) 40 repeticiones

—éO —l‘lO 0 40 Bb 12‘0 léO —éO —4‘10 0 40 8‘0 léO léO
(c) 70 repeticiones (d) 100 repeticiones
Figura 4.5: Histogramas de distancias relativas estimada entre un jugador y el siguiente de mayor habi-

lidad, en funcién de la cantidad de repeticiones de las partidas. La comunidad cuenta con 21 jugadores,
separados entre si por 40 puntos de habilidad en escala de Elo.

En la Figura 4.5 podemos ver histogramas de distancias relativas entre un jugador y el siguiente de
mayor habilidad, en funcién de la cantidad de repeticiones de las partidas. Podemos ver que a medida
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Figura 4.6: Ejemplos de resultados de simulaciones con distinta cantidad de repeticiones de partidos. Cada
linea vertical representa la habilidad real de un jugador, y las campanas gaussianas son las estimaciones
obtenidas.

que aumenta la cantidad de repeticiones, se forman campanas cada vez menos anchas. A partir de las 40
repeticiones conseguimos que la mayoria de distancias se encuentren a menos de 40 puntos de distancia.

En la Figura 4.6 podemos ver ejemplos de resultados de simulaciones con distinta cantidad de repeticiones
de partidos. Cada linea vertical representa la habilidad real de un jugador, y las campanas gaussianas
son las estimaciones obtenidas. Podemos ver que rdpidamente se consiguen estimaciones cercanas a la
habilidad real. Sin embargo, cuesta mas estimar la habilidad de los jugadores de los extremos.

4.2.4. Evolucién de la habilidad

El dltimo experimento que realizamos busca ver si los modelos logran captar el cambio de la habilidad
de un jugador en el tiempo. Asumimos que la habilidad real en el tiempo cambia siguiendo una curva
logistica. Simulamos 1000 partidas, una por dia, entre nuestro jugador especial y otro de habilidad
cercana. En el caso de AAGo, probamos con otras opciones de distancia entre partidas, ya que el sistema
no permite cambiar el valor del factor dindmico. Los otros jugadores son seleccionados de una gran
comunidad a la que se le conoce con poca incertidumbre la habilidad verdadera. Tanto con AAGo como
con TTT, esta comunidad estd conformada por jugadores cuyas estimaciones de habilidad a priori se
encuentra determinada por una grilla equidistante. En el caso de WHR las estimaciones a priori se
generan como fue explicado en la seccién anterior.

AAGo

Para este experimento utilizamos un komi de 6 para generar partidas balanceadas. Esta necesidad viene
de que un komi de 0 genera una partida desbalanceada, quien juega primero tiene una ventaja, que es
tenida en cuenta por el modelo. Es decir, la probabilidad de ganar de un jugador contra otro de idéntica
estimacidn, en un juego con komi = 0, no es 0,5, sino que es mayor para quien juega con las negras (por
la ventaja de jugar primero). Esto se puede ver tanto en las férmulas del modelo (como dijimos en la
seccién 3.2.2, cuando komi = 0, d; > 0), como empiricamente (la probabilidad de ganar recién descripta
equivale a un 0,63 a favor de las negras), pero esta ventaja alcanza su minimo con 6 de komi (en ese
caso, la probabilidad baja a 0,51). Asi, creando partidas con un komi de 6 compensamos la ventaja que



el modelo agrega por orden de juego.

Aqui experimentamos con distintas sensibilidades al paso del tiempo. Dado que este modelo no permite
ingresar como pardmetro el factor dindmico, usamos distintas cantidades de dias separando partidas.
Recordar que este sistema agrega incertidumbre segiin el producto entre el factor dindmico al cuadrado
y la cantidad de dias desde la dltima estimacién. Los resultados se exhiben en la Figura 4.7.
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Figura 4.7: Evolucién de la habilidad y de las estimaciones de un jugador utilizando el modelo de AAGo,
a lo largo de 1000 partidas, y con distinta cantidad de dias de separacién. El drea sombreada muestra el
margen entre la media de la estimacion y un desvio estdndar hacia arriba y hacia abajo.

Se puede observar que a medida que aumenta la cantidad de dias de separacién la curva de estimaciones
sigue mas la forma de la habilidad real, pero también es mas inestable y ruidosa. En los tres experimentos
se nota al principio un gran movimiento, con alta incertidumbre. Esta incertidumbre, y el exagerado
movimiento que la acompana, se pueden explicar por la poca cantidad de partidas con las que se cuenta
al momento de hacer estas estimaciones. Como no es un modelo de historial completo, sélo se tienen en
cuenta las anteriores.

Observando los resultados en detalle, podemos ver que las estimaciones correspondientes al experimento
con 100 dias de separacién entre partidas exhiben un alto grado de incertidumbre, expresado tanto en el
area sombreada alrededor de la curva como en su caracter cambiante. En cuanto a los experimentos con 1
y 10 dias, se repite una estructura interesante. Luego del periodo de variacién inicial, las estimaciones se
estabilizan en un valor cercano al de la habilidad real. Sin embargo, posteriormente se anclan en ese valor,
distanciandose de la curva real y manteniendo una baja incertidumbre. Eventualmente, la diferencia entre



las estimaciones y la habilidad real confronta al modelo con un resultado muy diferente del esperado,
provocando un salto en la estimacién para ajustarse al valor real y aumentando la incertidumbre. Este
salto se da alrededor de las 650 partidas, en el experimento con 1 dia; y de las 580 partidas, en el de 10
dias. Como en el segundo hay mayor incertidumbre, es esperable que sea méas sensible a los cambios y
por eso que suceda antes. Hacia el final las estimaciones recuperan estabilidad, a la vez que el ritmo de
cambio de la habilidad real se decrementa. Estos resultados nos sugieren una limitacién en la capacidad
del modelo de la AAGo de adaptarse a los cambios en la habilidad.

WHR y TTT

A continuacién mostramos los resultados utilizando modelos de historial completo. En la Figura 4.8
mostramos los resultados del experimento sobre WHR, con distintos valores de factor dindmico, o .
Se pre-entrené una gran comunidad de oponentes utilizando 60 repeticiones, como fue explicado en la
seccién anterior.

Podemos ver que con valores bajos, las curvas no llegan a captar todo el cambio de habilidad, sobre
todo al principio y al final del experimento. Incluso con valores mas altos, las estimaciones siempre van
por abajo de la habilidad real en las ultimas partidas de los experimentos. También con valores altos
de factor dindmico, vemos que el sistema da curvas menos suaves. De todos modos, los resultados son
mucho mejores que con AGA/AAGo: las estimaciones son mucho mds cercanas a la curva real y no hay
grandes saltos.

En la Figura 4.9 mostramos los resultados del experimento sobre TTT. Al igual que en WHR, con valores
bajos de v la habilidad no llega a cambiar al ritmo que se espera. Una diferencia se puede ver con valores
altos de este hiperpardmetro: las curvas de aprendizaje siguen siendo suaves, aunque distintas ejecuciones
dieron curvas muy distintas entre si. Esto se debe a una mayor sensibilidad: para la habilidad de un dia,
se cree més en el nuevo dato y menos en las estimaciones del pasado y futuro.

Como era esperable, los modelos de historial completo dan curvas méas suaves y ajustan mejor a la
habilidad real. También podemos ver la importancia de elegir correctamente el factor dindmico. Mientras
un valor muy bajo puede ser insuficiente para captar los cambios, un valor demasiado alto resulta en
curvas abruptas o un exceso de incertidumbre en los resultados.
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Figura 4.8: Resultados del experimento de Evolucién de la habilidad con WHR, con un dia de separacion
entre partidas. Por cada valor de factor dindmico, se muestran 3 curvas de aprendizaje estimadas. Cada
curva de aprendizaje muestra la media de las estimaciones, sombreando un desvio estdndar. Se pre-
entrené una gran comunidad de oponentes utilizando 60 repeticiones. El valor de 42 = 14 es tomado de
la publicacion original de WHR, los otros son cuadrados perfectos.
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Figura 4.9: Resultados del experimento de Evolucion de la habilidad con TTT, con un dia de separacion
entre partidas. Por cada valor de factor dindmico, se muestran 3 curvas de aprendizaje estimadas. Cada
curva de aprendizaje muestra la media de las estimaciones, sombreando un desvio estandar.



Capitulo 5

Resultados

En este capitulo comparamos cuantitativamente el desempenio de los distintos modelos y analizamos sus
propiedades cualitativas a través de la visualizacion de curvas de aprendizaje estimadas de diferentes
miembros de la Asociacién Argentina de Go (AAGo). En términos generales, encontramos una mejora
indudable de los modelos con historia completa respecto del estimador actual de la AAGo, tanto en
términos cuantitativos como cualitativos. Por el contrario, la comparacion entre los modelos con historia
completa no puede considerarse definitiva. Al cierre de esta tesis registramos una ventaja importante a
favor del modelo WHR por sobre TTT en términos de probabilidad de los modelos dado el conjunto
de datos de la AAGo, P(Modelo | Datos = AAGo). Sin embargo la diferencia no es suficiente para
descartar ningtin modelo, ya que existe la posibilidad de que se inviertan los resultados si se cambia
algtin elemento del andlisis (la base de datos, los pardmetros con los que fueron analizados los modelos,
u otras decisiones de implementacién involucradas). De hecho, hemos visto cémo ciertas modificaciones
de criterio que hemos introducido durante el periodo de analisis tuvieron un impacto de varios ordenes
de magnitud en las predicciones a priori, P(Datos|Modelo). Sin haber obtenido una diferencia indudable
con los elementos que integran el condicional que utilizamos para evaluar, menos aun podemos afirmar
que bajo otras condiciones la diferencia relativa que hemos observado se mantenga o se profundice. Por
este motivo, nuestra recomendacién para la Asociacién Argentina de Go es elegir el modelo que mejor
les convenga en términos practicos y nuestra recomendacion para posibles extensiones de esta tesis es
volver a evaluar el desempeno de ambos modelos, WHR y TTT.

Este capitulo esta dividido en cuatro secciones. En la primera, explicamos las condiciones sobre las cuales
evaluamos los modelos y damos los principales resultados cuantitativos. Luego, pasamos a explicar mas
detalladamente el rendimiento de cada uno, incluyendo resultados cualitativos. En la segunda seccion,
mostramos lo obtenido con el modelo de AGA/AAGo. Vemos los problemas encontrados y las hipStesis
puestas a prueba. En la tercera seccién pasamos a mostrar las alternativas basadas en TrueSkill Through
Time y su rendimiento. Por ltimo, en la cuarta seccién hacemos una comparacién entre TTT y WHR.

5.1. Comparacién cuantitativa de los modelos

Como hemos visto en 2.2, el desempeno de los modelos debe medirse en base a la prediccién a priori
de los datos, P(Datos|Modelos) (la evidencia) y el prior de los modelos, P(Modelos). En esta tesis
hemos decidido otorgar a cada modelo la misma probabilidad a priori, por lo que la probabilidad de los
modelos queda determinada exclusivamente por la evidencia. Queremos entonces el modelo que tenga
menor sorpresa conjunta. La sorpresa de los modelos depende de las condiciones de evaluacion. En las
siguientes subsecciones detallamos las condiciones de evaluacién y los resultados finales.

5.1.1. Condiciones de la evaluacién

El estimador de la asociacién (AGA) fue corrido replicando en detalle las condiciones con las que fue
utilizado por la AAGo. En primer lugar, se agruparon todas las partidas de un mismo torneo. Los torneos
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se ordenan por fecha de finalizacién. En caso de empates, se desempata primero por la fecha de inicio
del torneo, y luego por el id del torneo. Cada torneo se considera una tanda o batch, y son procesados
en orden. El sistema de AAGo recibe, ademéds de la informacién de las partidas, la categoria declarada
por los jugadores y su estimacién a priori (en caso de existir). La estimacién a priori de un jugador es
la estimacién a posteriori del iltimo partido en el que participén. Ademaés, se le informa cuantos dias
pasaron desde este 1iltimo torneo, para que se pueda agregar incertidumbre de acuerdo con el modelo
temporal.

Ademas de las fechas de inicio y fin del torneo, contamos con la fecha de cada partida. Tanto a WHR
como a TTT los evaluamos utilizando la misma generacién y orden de batches. Ademds, agregamos
resultados obtenidos al evaluarlos utilizando la fecha de las partidas. En este caso, cada tanda es un dia,
y queda conformado por las partidas que se jugaron dicho dia.

En caso de no existir estimaciones previas para un jugador, el modelo de la AAGo utiliza la categoria
para determinar el prior. La media de la estimacién a priori queda dada por el nimero de la categoria,
mientras que el desvio estdndar viene hardcodeado de una tabla, con valores optimizados por AGA.
Como nombramos en la seccién 3.2.3, WHR no modela ni permite agregar una estimacién a priori para
jugadores nuevos. Luego de inspeccionar el sistema, encontramos que los célculos dan un prior con media
0,0 y desvio estdndar 245,4 (en escala de Elo). Por ultimo, TTT le pide al usuario del sistema asignar
un prior a cada jugador. Decidimos utilizar valores como los de WHR, para hacer justa la comparacion.
Luego del cambio de escala, el prior queda dado por una media de 0,0 y 1,23 de desvio estandar.

Los modelos que propagan la informacién histérica por todo el sistema se ven obligados a realizar una
serie de iteraciones hasta converger. El criterio de corte que elegimos para WHR fue de iterar hasta que se
consiga una precisién de 1073, mientras que el criterio para TTT fue de cuatro iteraciones entre batches.
Si bien puede parecer poco, probando con diez iteraciones se consiguieron resultados préacticamente
idénticos.

5.1.2. Resultados principales

En la Figura 5.1 reportamos las predicciones a priori de los diferentes modelos. En el caso de TTT, los
valores informados son los de TTT-hreg optimizado, como explicaremos en mas detalle en la seccién 5.4.
Como la predicciones a priori conjunta tiene valores cercanos a 0, se reportan dos valores que permiten su
interpretacién: la media geométrica, y su valor absoluto en escala logaritmica. Se puede ver que el modelo
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Figura 5.1: La media geométrica y evidencia en escala logaritmica de los modelos.

de AGA qued6 muy por debajo de los modelos de historia completa, mientras que estos se parecen entre
si con una ventaja a favor de WHR por sobre TTT.



En primer lugar es importante notar que la promedio geométrico del modelo AGA se encuentra por debajo
de 0,5. Esto puede resultar sorprendente debido a que un modelo nulo, que predice siempre resultados
con probabilidad 0,5, tendria una media geométrica mayor al modelo AGA. Esto no debe interpretarse
de manera lineal. En efecto, debido a que la evidencia conjunta es una producto de predicciones a priori
(ver seccién 2.2), existe la posibilidad de que todas las predicciones sea perfectas, salvo una. En definitiva
con que un uUnico elemento de esa productoria sea igual a cero alcanza para hacer que llevar el valor de
toda la evidencia conjunta también a cero. En la seccién 5.2 analizamos en detalle los motivos por los
cuales hemos observado una evidencia tan baja.

En segundo lugar también es importante notar que si bien las medias geométricas de WHR y TTT se
parecen, la evidencia a favor de WHR, es unos ordenes de magnitud mayor que la TTT. En términos
de probabilidad de los modelos dado los datos, WHR se queda con aproximadamente 99,985 % de la
creencia’y TTT con 0,015 %. Esta diferencia puede parecer mucha, pero no alcanza a descartar la hipdtesis
alternativa bajo las condiciones analizadas. Por ese motivo, en regla general no es recomendable rechazar
hipétesis cuando la diferencia entre las evidencias de los modelos es menor a 20 o 10 ordenes de magnitud.

5.2. AGA/AAGo

En esta seccién analizamos las razones por las cuales el modelo AGA/AAGo tuvo una evidencia tan
baja: 0,4088 en promedio geométrico y —2963 de evidencia en escala logaritmica. Este fue un resultado
sorprendente, pues no esperdbamos ver una promedio geométrico por debajo de 0,5, que seria el desem-
peno de un modelo nulo que predice todas las partidas con 0,5 sin importar quien participe. Dedicamos
un buen tiempo a verificar que no hubiera un error de célculos por nuestra parte. Pudimos descartar esta
hipotesis gracias a que nuestras estimaciones resultaron ser las mismas que las obtenidas por la AAGo.
Tampoco se debié al bajo rendimiento de unas pocas partidas: analizando los resultados numéricos, en-
contramos malas predicciones en un porcentaje apreciable de los eventos. Entonces, las razones debian
encontrarse en otro lado.

Luego observamos el comportamiento de las curvas de aprendizaje. En la Figura 5.2(a) mostramos las
curvas de aprendizaje estimadas por el modelo AGA /AAGo para tres personas activas. Como los modelos
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desvio estandar. jugador 14.

Figura 5.2: Evolucién de las estimaciones de AAGo para tres personas activas.

no comparten la escala, una forma interesante de comprender mejor las curvas es utilizando la distancia en
términos de probabilidad de ganar. Es decir, dado un punto de referencia, jcuél es la probabilidad de que
los jugadores le ganen una partida sin handicap ni komi? En cada momento se compara a cada jugador
con la habilidad estimada del jugador de referencia. En la Figura 5.2(b) mostramos las estimaciones de
los jugadores 7 y 27, en términos de probabilidad de ganar, poniendo como referencia al jugador 14.

Observando su comportamiento se puede notar que las estimaciones varian solo al principio, produciéndo-



se una estancamiento por perdida de incertidumbre. El 1inico jugador cuyas estimaciones no siguen esta
regla es el 27. Sin embargo, analizando la base de datos, puede verse que esto se debe al uso de la auto
promocién en multiples ocasiones. Nuestra interpretacién del gréfico coincide con las opiniones de los
miembros de la asociacién, que manifiestan que el modelo es “lento”.

Tanto la Asociacién Estadounidense de Go, como la Argentina, intentan solucionar este problema a
través de un sistema de autopromociones. Hemos descrito esto en la secciéon 3.2.2. En breve, se le pide a
todas las personas que declaren su habilidad autopercibida y si se cumplen una serie de criterios durante
el torneo (que sea verosimil la propuesta dados los resultados) entonces se reemplaza la estimacién del
modelo por la categoria declarada. Estas actualizaciones son consideradas en el computo de la evidencia.
Es decir, no resuelven el problema.

Si el problema es la pérdida de incertidumbre, se nos ocurrié que aumentando el factor dindmico 7y, que se
agrega por el paso del tiempo, podria eventualmente mejorar las estimaciones del modelo. Para evaluar
esta hipétesis, modificamos el cédigo fuente del modelo AAGo con el objetivo de probar diferentes valores
de incertidumbre dindmica y optimizar la evidencia con respecto a este valor. De esta forma, el factor
dindmico paso de 0,0005 originalmente a 0,035 luego de optimizar, llevando el promedio geométrico de
la evidencia a 0,5, y la evidencia en escala logaritmica a —2290. Si bien esto mejor6 cientos de 6rdenes
de magnitud las predicciones con respecto al modelo original, los resultados siguen siendo insatisfactorio
no solo en términos cuantitativos, sino también en términos cualitativos.

En la Figura 5.3 podemos observar el comportamiento de las curvas de aprendizaje estimadas por el mo-
delo optimizado. A diferencia del modelo original, ahora las estimaciones tienen suficiente incertidumbre
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Figura 5.3: Evolucién de las estimaciones de AAGo calculadas con el factor dindmico optimizado, para
tres personas activas.

como para cambiar en el tiempo. Sin embargo, ahora las curvas contienen saltos sucesivos demasiado
grandes como para ser verosimiles.

En vez de intentar encontrar el origen del problema en este modelo, decidimos trabajar sobre modelos
que propagan la informacion histérica por todo el sistema.

5.3. TrueSkill Through Time

El modelo sobre el que trabajamos para desarrollar un estimador de habilidad alternativo para la Aso-
ciacién Argentina de Go fue el modelo considerado estado del arte en la industria del video juego. Como
explicamos en la seccién 3.2.4, desarrollamos cuatro modelos alternativos a evaluar: TTT-h, TTT-h-k,
TTT-hreg y TTT-hreg-kreg. Estos se diferencia en cémo modelan el efecto del handicap y el komi en el
resultado de una partida.



Modelo Evidencia por torneo | Evidencia por dia de partida

TTT-h —2093 —2036
TTT-h-k —2113 —2050
TTT-hreg —2097 —2026
TTT-hreg-kreg —2113 —2038

Tabla 5.1: Resultados de los diferentes modelos de TTT integrando (no optimizando) los espacios de
hipétesis relativos al handicap y el komi.
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Figura 5.4: Estimaciones de handicap en TTT-h, agrupando partidas en tandas por torneo. Las barras

representa un desvio estandar de incertidumbre. Puede verse que las estimaciones no serian facilmente
resumidas con un modelo lineal.

En la Tabla 5.1 pueden verse los resultados en términos de evidencia utilizando el criterio de batches por
torneo (el utilizado originalmente por la AAGo) o por fecha de partida. Por un lado, vemos que procesar
las partidas segun el dia en el que se juegan mejora la evidencia en todos los casos. Esto tiene sentido,
ya que para estimar el resultado de una partida los sistemas pueden utilizar informacién de partidas
anteriores en el mismo torneo.

Por dltimo, vemos que con el criterio de tandas por dia de partida, el mejor modelo de TTT resulta
TTT-hreg, mientras que separando por torneos gana TTT-h. En el grafico 5.4 vemos las estimaciones de
habilidad para distinta cantidad de piedras de handicap, segin TTT-h, utilizando el criterio de tandas
por torneo. Puede verse que las estimaciones no serian facilmente resumidas con un modelo lineal.

5.4. Whole History Rating y TrueSkill Through Time

Hemos explicado en la seccién 3.2.1 que los modelos que propagan la informacién histérica por todo
el sistema garantizan estimaciones iniciales fiables y comparabilidad entre estimaciones distantes en el
tiempo. También mostramos que la evidencia de estos modelos es indudablemente mejor que la que se
obtiene con el modelo de AGA/AAGo. Veamos ahora algunas diferencias entre WHR y TTT.

Whole History Rating (WHR) [Cou08] es un algoritmo de estimacién de habilidad que se publicé luego de
la aparicién de TrueSkill Through Time (TTT) [DHMGO7]. A diferencia de TTT que resuelve la inferencia
usando aproximaciones que siempre minimizan la divergencia respecto del posterior exacto, WHR utiliza
aproximaciones con técnicas clasicas: maxima verosimilitud, con estimacién de incertidumbre usando
la matriz de informacién de Fisher. Son modelos que resuelven el mismo problema usando enfoques
diferentes.

Una diferencia importante entre ellos es que WHR no permite agregar factores adicionales que sean
evaluados integralmente, sino que sus valores deben ser hardcodeados. Debido a que los modelos de TTT
evalian el espacio integralmente, y esto penaliza naturalmente la complejidad del modelo, nos vimos



obligados a modificar la implementaciéon de TTT para que también realizara una optimizacién como
WHR. Es decir, cambiamos las variables aleatorias que modelan la habilidad lineal del handicap por dos
hiperparametros a optimizar, de forma que sea equivalente a lo hecho por WHR.

Esta comparacién la hicimos mediante el criterio de batches por torneo. Usando WHR, tanto la pendiente
como la ordenada al origen del modelo lineal encontraron éptimo valiendo 10, con v = 6. Por el lado de
TTT, la pendiente 6ptima fue de 0,064 y la ordenada al origen de 0,034, mientras que el factor dindmico
optimo fue 0,025.

La diferencia de predicciones a priori entre los modelos optimizados otorgan una ventaja a favor de WHR
de 9 ordenes de magnitud. A pesar de esta diferencia, consideramos que no es suficiente para dar el caso
por cerrado. Es posible que evaluando ambos modelos en otras bases de datos, u modificando criterios
que a primera vista pueden parecer insignificantes produzcan cambios en la evidencia de los modelos que
cambie el orden relativo reportado en esta tesis.

De hecho, hasta ultimo momento estuvimos convencidos de que existia una ventaja de por lo menos
20 érdenes de magnitud a favor de TTT, por lo que crelfamos que la probabilidad de WHR habf{a sido
pricticamente anulada. Solo a ultimo momento descubrimos una diferencia de criterio que dio vuelta
el resultado. Por eso, durante el transcurso de la tesis centramos nuestra atencion més en TTT que en
WHR. En WHR no llegamos a evaluar los cuatro modelos que si evaluamos con TTT. Si tuviéramos que
comparar todos modelos entre TTT y WHR, es importante notar que el modelo TTT-h, que evaluado
integralmente recibié una penalidad por complejidad, que si fuera optimizado superaria a TTT-hreg-
optimizado.

Pasando a los resultados cualitativos, en ambos modelos las curvas de aprendizaje resultan més creibles
que en AAGo: la habilidad varfa lentamente en el tiempo (Figuras 5.5(a) y 5.5(b)). Es destacable que
esto se consigue sin utilizar la informacién de las auto promociones. Los modelos logran adaptarse a
los cambios de forma automatica, aprovechando mejor los datos de las partidas. Ambos modelos logran
curvas muy similares entre si.

Curvas de aprendizaje de jugadores, con area de un desvio estandar Curvas de aprendizaje de jugadores, con area de un desvio estandar
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En las Figuras 5.6(a) y 5.6(b) mostramos las estimaciones de los jugadores 7 y 27, en términos de
probabilidad de ganar, poniendo como referencia al jugador 14. Las diferencias entre ambos modelos son
pequenias. Al principio, TTT-hreg asigna menor probabilidad al jugador 27, pero luego pasa a mostrar
una curva practicamente idéntica a la de WHR.
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Capitulo 6

Conclusiones

En esta tesis nos propusimos estudiar y comparar distintos modelos de estimacién de habilidad, contex-
tualizados en los usos y problemédticas de la Asociaciéon Argentina de Go (AAGo), con el objetivo de
desarrollar y ofrecer un modelo superador. El sistema de ranking que utiliza actualmente la AAGo esta
basado en el estimador de habilidad de la Asociacién Estadounidense de Go. Segtin la experiencia de los
propios miembros de la AAGo, este sistema tiene serias dificultades para actualizar las habilidades, es
“lento”. Este problema se agrava en el contexto de la AAGo debido a que al ser una asociacién pequena
con una gran diversidad de habilidades se requiere un uso eficiente de los datos.

En esta tesis estudiamos, validamos y documentamos el sistema de ranking de la AAGo junto a otros
dos modelos: el sistema WHR, que es actualmente un modelo de referencia para medir las habilidades
de los jugadores profesionales de Go; y el sistema TTT, un modelo bayesiano considerado estado del
arte en la industria del video juego. Pudimos mostrar que el sistema utilizado por la AAGo no hace uso
eficiente de los datos en tanto propaga la informacién histérica en solo un sentido, del pasado al futuro.
Los sistemas WHR y TTT, en cambio, al propagar la informacién histérica por todo el grafo de partidas
garantizan estimaciones no sesgadas con baja incertidumbre en todo momento, incluso en las estimaciones
iniciales, ofreciendo asi mejores estimaciones de habilidad con menor cantidad de datos. Esto lo pudimos
comprobar tanto en términos matematicos, como a través de las simulaciones de validacion.

Para poder utilizar los sistemas que llamamos de “historial completo” en el contexto del juego del
Go fue necesario incluir en sus modelos el efecto de las ventajas (handicap y komi) en la estimacién
de habilidad. Originalmente WHR, habia sido publicado para estimar la habilidad de jugadores de Go
profesionales, por lo que habia sido diseniado sin incluir este tipo de efecto. Afortunadamente, encontramos
que este punto habia sido resuelto parcialmente por GoShrine, a través de la implementacién del paquete
whole history rating en Ruby (posteriormente traducido y mantenido en Python), adicionando el
efecto del handicap al desempefio del jugador negro. Sin embargo, no existia una traduccién directa de
cantidad de piedras de handicap a su efecto esperado en el resultado. Decidimos resolver esto mediante un
modelo lineal, cuyos coeficientes determinamos maximizando la evidencia del modelo. Por otra parte, el
sistema TTT tampoco fue disenado incluyendo los efectos de las ventajas de Go. En este caso disenamos
la solucién completa de cero, que a diferencia de WHR es completamente bayesiana.

Para comparar el desempeno de los modelos utilizamos exclusivamente la base de datos original de la
AAGo. La evaluacion de los modelos se realizé aplicando estrictamente las reglas de la probabilidad,
esto es calculando la prediccién a priori de los datos D dado el modelo M, P(D|M). De esta forma
confirmamos que el modelo de la Asociacién Estadounidense de Go, utilizado por la AAGo, tiene serias
dificultades en la estimacién de habilidad: el promedio geométrico de las predicciones fue menor a 0,5.
Realizando un andlisis minucioso del problema encontramos que las curvas de aprendizaje estimadas por
la AAGo se caracterizan por perder rdpidamente la incertidumbre, produciendo un estancamiento de las
estimaciones. Los modelos de historial completo, por el contrario, resultan mejores tanto en términos
cuantitativos como cualitativos: predicen mejor los resultados (en términos de la evidencia de los modelos)
al mismo tiempo que estiman curvas mas suaves y realistas.
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Debido al bajo desempeno del modelo AAGo nos vimos obligados a realizar varias tareas para entender
sus causas. En primer lugar, verificamos en detalle que el uso que le estuviéramos dando al modelo
fuera correcto. Una vez que rechazamos un error de nuestra parte en la implementacién, exploramos
algunas explicaciones relativas al modelo en si mismo. La primera intuiciéon fue que si las estimaciones
tenfan tendencia a estancarse, entonces esto podria deberse a una falta de incertidumbre dinamica, que
se agrega debido al paso del tiempo. La optimizaciéon de este parametro efectivamente resulté ser un
orden de magnitud mayor, lo que llevé a que la media geométrica de las predicciones llegara a 0,5. Sin
embargo, este nimero sigue sin ser satisfactorio para un modelo de estimacién de habilidad. Ademas, las
curvas de aprendizaje resultan poco suaves, con cambios abruptos. Si bien ninguna de estas exploraciones
permitieron resolver los problemas estructurales del modelo de la AAGo, si nos sirvieron para reforzar
el convencimiento sobre el objetivo original: la necesidad de ofrecer un modelo alternativo que mejore
sustancialmente las estimaciones.

Ambos modelos de historial completo cumplieron el objetivo de mejorar sustancialmente las estimaciones
y las curvas de aprendizaje obtenidas con el sistema de la AAGo. En términos de media geométrica y
visualizacién de las curvas de aprendizaje, los resultados de WHR y T'TT-hreg son similares. Sin embargo,
si se comparan en términos de la probabilidad del modelo dados los datos, se observa una ventaja a
favor de WHR. Es importante tener en cuenta que TTT-hreg se ve penalizado en la evidencia por las
variables agregadas para modelar el handicap (mientras WHR utiliza hiperpardmetros). Al pasar estas
variables a hiperparametros optimizados, TTT-hreg acorta la distancia con WHR, haciendo que quede
poco claro que la diferencia sea significativa. Por otro lado, TTT cuenta con la ventaja de permitir agregar
nuevos factores respetando las reglas de la probabilidad, sin necesidad de salirse del marco bayesiano,
simplificando su uso y adaptacién a nuevos contextos. Por estos motivos, nuestra recomendacion para la
Asociacion Argentina de Go es elegir el modelo que mejor les convenga en términos practicos y nuestra
recomendacion para posibles extensiones de esta tesis es volver a evaluar el desempeno de ambos modelos,
WHR y TTT.

Consideramos que el objetivo original de la tesis se ve cumplido. Ofrecimos un modelo que mejora
significativamente las estimaciones y las predicciones, que es eficiente en el uso de datos, y que puede ser
utilizado en el futuro como base para un estimador internacional.

Durante nuestro analisis, surgieron algunas lineas de investigaciéon que quedaron sin finalizar. La mas
importante tiene que ver con la posibilidad de ofrecer estimaciones de habilidad que sean comparables
en términos internacionales. Todos los modelos producen estimaciones de habilidad que solo adquieren
significado cuando se las compara con otras estimaciones de habilidad. Es decir, el valor absoluto de
las estimaciones es arbitrario. En la actualidad no es posible comparar las estimaciones de habilidad
obtenidas por las diferentes asociaciones de Go del mundo, no sélo porque utilizan sistemas diferentes,
sino porque en general son bases de datos disconexas. Sin embargo, en el capitulo 4 mostramos con
experimentos sintéticos que los modelos de historial completo son capaces de ajustar el valor absoluto
utilizado por comunidades disjuntas si se se ofrece al modelo algunas cuantas partidas intercomunitarias.
Unos pocos vinculos entre bases de datos le permitirian a nuestra solucién propagar la informacién
eficientemente, garantizando la comparabilidad entre las diversas asociaciones internacionales.

En el transcurso de esta tesis, creamos dos bases de datos a partir de sitios de internet reconocidos
internacionalmente: KGS' y OGS2. En este tipo de plataformas suelen jugar personas de todos los
paises, varias de las cuales son miembros de las asociaciones de Go locales. En particular, obtuvimos
los identificadores KGS y OGS de 20 miembros de la AAGo que permitirian realizar las estimaciones de
habilidad integrando todas las bases de datos. Esta integracién, ademas de mejorar las estimaciones que
actualmente tiene la AAGo, por aumento de la cantidad de datos, le serviria a la asociacién para tener
estimaciones comparables a nivel internacional. Ademads, en un futuro puede servir de punto de contacto
entre asociaciones, de modo de poder crear una plataforma internacional de estimaciones para jugadores
de Go, que permita comparar tanto en el tiempo como entre jugadores.

Ademas de los datos recolectados por nosotros, los administradores de la plataforma KGS nos entregaron
su base de datos completa con casi 100 millones de partidas. Este conjunto de datos, de méas de 7 GB,
es especialmente desafiante ya que no es posible correr los modelos en computadoras comunes y abre la

Thttps://wuw.gokgs . com/
?https://online-go.com/



puerta a pensar optimizaciones a los paquetes de inferencia utilizados. Ademads de servir para el objetivo
mencionado en el parrafo anterior, permite analizar en detalle ciertas hipotesis que tienen los jugadores
expertos de Go. Hemos visto que la escala tradicional intenta separar las categorias por una distancia
equivalente al efecto que produce una piedra de ventaja. Sin embargo, se cree que el efecto de la piedra
sobre la probabilidad de ganar no es constante, sino que depende de la habilidad de la persona que recibe
la ventaja. Se supone que las personas expertas son capaces de sacarle mayor provecho a la ventaja,
por lo que la distancia entre categorias tradicionales deberia agrandarse cada vez mas a medida que las
personas adquieren mayor habilidad. Seria de interés estudiar este problema, junto a nuevos modelos no
lineales de efecto de handicap.

El modelo que hemos desarrollado, TTT-hreg, junto a la base de datos completa de KGS ofrece la con-
diciones ideales para resolver ambos problemas: crear una estimador internacional, y estimar la relaciéon
no lineal de las escalas tradicionales.
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