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SWMiner — Resumen

Resumen

En los Ultimos afios Internet ha logrado ser parte de nuestras vidas y en muchos casos
dependemos de ella para trabajar, estudiar, investigar, intercambiar ideas, etc.

Existen muchas razones matematicas, socioldgicas y comerciales para estudiar y analizar
la informacién disponible en Internet.

En esta tesis presentamos el sistema SWMiner - Semantic Web Miner como una
herramienta que permite categorizar a un grupo de usuarios de Internet, analizando el
contenido de las paginas web accedidas por los mismos. Para llevar a cabo dicha tarea
analizamos el log file del servidor Proxy de una organizacién, en la que identificamos las
acciones realizadas por cada uno de los usuarios, obtenemos las paginas a las cuales
accedieron y las categorizamos semanticamente. Finalmente, obtenemos los perfiles de
cada usuario basandonos en una jerarquia semantica de conceptos llamada WordNet.

Las principales contribuciones de esta tesis son:

e« Proponemos una combinacion de diferentes técnicas de tratamiento y analisis de
documentos web que convergen a la identificacion de conceptos de los
documentos.

o Definimos formulas de similaridad semantica entre conjuntos de palabras,
seleccionando una apropiada conceptualizacién de las mismas en una taxonomia
jerarquica de conceptos.

e Presentamos un sistema que incluye distintas técnicas que pueden ser Utiles
para:

v Realizar procesamientos linguisticos de documentos.
v' Identificar idiomas de documentos.
v Categorizar automaticamente documentos.
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SWMiner - Capitulo 1: Introduccion
CAPITULO 1: Introduccidn

1.1 Introduccion

Internet ha experimentado un crecimiento exponencial en estos ultimos afos,
convirtiéndose en un gran almacén de informacion. Existen miles de bases de
datos disponibles, periodicos,  tutoriales, informacion  técnica, empresarial,
catdlogos, etc. Toda esta informacion disponible convierte a Internet en una gigantesca
biblioteca potencial en continuo crecimiento.

Existen muchas razones matematicas, socioldgicas y comerciales para estudiar y analizar
la informacion disponible en Internet.

Actualmente se puede obtener en Internet informacion sobre casi todo, desde libros
hasta tipos de pimientas existentes. Sin embargo, toda esta informacion puede llegar a ser
inmanejable por el usuario. Sistemas automaticos que filtren dicha informaciéon y realicen
recomendaciones a los usuarios pueden ser de mucha utilidad.

Un sistema de recomendaciones (SR) puede pensarse como un sistema que, a partir de
un conjunto de elecciones del usuario, obtenga posibles intereses del mismo segun
conclusiones basadas en informacion obtenida de usuarios con elecciones similares. Un
sistema de recomendaciones bien conocido puede encontrarse en Amazon.com. En este sitio
web, los usuarios generan sus propios perfiles registrando los articulos que poseen,
compraron o buscaron en el sitio en algin momento. Amazon realiza recomendaciones
comparando con otros usuarios que compraron los mismos articulos, y sugiere los articulos
que estos otros usuarios poseen, buscaron o compraron. A esta idea se la conoce como
collaborative filtering. Existe otra aproximacion en el disefio de SR llamada content based
recomendation. En este caso el usuario necesita desarrollar una historia con el SR. Esta
aproximacion realiza las recomendaciones basandose en las elecciones anteriores de los
usuarios, las cuales definen el perfil de los mismos.

Otra técnica que se utiliza para obtener informacion de Internet es Web Mining [CMS97].
Esta técnica aprovecha las técnicas de Data Mining [GON96] para descubrir conocimiento de
la informacion disponible en Internet. La obtencidén de datos en Web Mining difiere con la de
Data Mining en que analiza la informacion de servidores web, de servidores proxy, del
browser o navegador del cliente, de bases de datos adicionales, etc. Los datos obtenidos no
solo difieren en cuanto a ubicacion de la fuente sino también en la clase de datos
disponibles, el segmento de poblacion del cual se obtienen los datos y los métodos para
obtenerlos.

Dependiendo del tipo de informacién que se desee analizar u obtener de Internet, Web
Mining tiende a complementarse con técnicas de Information Extraction (IE), Information
Retrieval (IR) y Text Mining [EIK99], las cuales deben ser modificadas para adaptarse al
nuevo entorno. En este proyecto, utilizamos este conjunto de técnicas para complementar
las de Data Mining aplicadas en el preprocesamiento y categorizacion de paginas web.

El objetivo de nuestro proyecto es analizar el comportamiento de los usuarios de una
organizacion que acceden a Internet y asi categorizarlos segun sus preferencias, intereses,
patrones de comportamiento, etc.. Para ello analizamos el contenido de las paginas web a
las cuales acceden con el fin de categorizarlas semanticamente y obtener los topicos de
interés de los usuarios. El resultado es una herramienta denominada SWMiner.

SWMiner es una herramienta automatica de representacion y categorizacion semantica
de la informacion que sigue un proceso de multiples etapas, a saber;

Universidad de Buenos Aires
Facultad de Ciencias Exactas y Naturales

7/181



SWMiner - Capitulo 1: Introduccion

= Filtrado y depuracion de log files;
= Identificacidon de usuarios y transacciones;

= Procesamiento del texto contenido en las paginas web, obteniendo un conjunto de
palabras relevantes como representacion de cada pagina;

= Categorizacién semantica de paginas web, obteniendo clusters de palabras que
comparten una conceptualizacién comun.

= Asignacién de categorias a los usuarios.

SWMiner, al igual que otros sistemas, utiliza heuristicas especializadas para reconocer y
extraer las palabras relevantes de cada pdagina web. Esta representacion de paginas web
como un conjunto de palabras, nos permite ubicarnos en el problema conocido como Market
Basket (Problema del Supermercado), generando itemsets frecuentes o grupos de palabras
gue comunmente aparecen juntas en las paginas web analizadas [AS94]. Luego, agrupamos
los itemsets frecuentes que comparten una conceptualizaciéon comun en clusters (grupos),
utilizando la base jerarquica de conocimientos WordNet [W30]. Finalmente, asignamos
categorias a los usuarios segun la conceptualizacion semantica obtenida del conjunto de
paginas accedidas por los mismos.

1.2 Motivacion

La mayoria de los motores de blisqueda emplean una estructura jerarquica para agrupar los
documentos web vy utilizan un indice que se basa en un conjunto de palabras contenidas o
relacionadas a los documentos para poder accederlos. Para agregar un nuevo documento a
la estructura es necesario la intervenciéon humana, quien decide en forma manual, a que
categoria debe incorporarse el nuevo documento.

En este trabajo proponemos técnicas que mejoran el funcionamiento de los motores de
busqueda, categorizando automaticamente documentos web y simplificando el tedioso
trabajo de incorporar un nuevo documento web a dichos motores.

Muchos buscadores utilizan conjuntos de palabras para hallar las paginas de interés en
su estructura de indices, y este método no siempre obtiene buenos resultados. Por otra
parte, puede ocurrir que el conjunto de palabras ingresadas manualmente al insertar un
nuevo documento en la estructura de indices del motor de busqueda no contenga ninguna
de las palabras ingresadas por el usuario al submitir una consulta.

Finalmente, conocer los patrones de comportamiento de un usuario en Internet para
personalizar automdaticamente los sitios web permitira simplificar la busqueda de
informacion, y generar mejores sistemas de recomendacion.

El problema a resolver en nuestro proyecto es el siguiente: Dado un conjunto de paginas
web accedidas por un usuario, sobre qué temas tratan?

Observando una pagina es sencillo asignarle un tema para categorizarla, pero realizar
esta tarea automaticamente sin la intervencion humana no es trivial, dado que las palabras
extraidas de la pagina pueden tener diferentes significados segun el contexto al cual se
apliquen, o el tema principal de la pagina puede no estar mencionado en ella. Por ejemplo,
al observar la pagina principal de IBM Almaden Research Center (www.almaden.ibm.com)
nos damos cuenta que el tema sobre el cual trata es Data Mining, sin embargo esta frase
no aparece en la pagina. Para solucionar este problema analizamos un conjunto acotado de
paginas que rodean a aquellas accedidas por los usuarios. Como el contenido textual de la
Web se enriquece con la estructura de hiperlinks que la rodea, ésta puede ser una fuente
atil de busqueda de informacion.

Una vez determinado el conjunto de paginas a analizar, debemos decidir como realizar el
analisis, cudl es la informacion mas relevante del conjunto de pdaginas que estamos

Universidad de Buenos Aires
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SWMiner - Capitulo 1: Introduccion

analizando y aplicar alguna técnica de Data Mining sobre dicha informacion para luego
categorizar a los usuarios.

1.3 Contribuciones

Las principales contribuciones de esta tesis son:

e Proponemos una combinacion de diferentes técnicas de tratamiento y analisis de
documentos web que convergen a la identificacion de conceptos de los documentos.

e Definimos formulas de similaridad semantica entre conjuntos de palabras,
seleccionando una apropiada conceptualizacion de las mismas en una taxonomia
jerarquica de conceptos.

e Presentamos un sistema llamado SWMiner que incluye distintas técnicas que pueden
ser Utiles para:

v" Realizar procesamientos linguisticos de documentos.
v'Identificar idiomas de documentos.
v' Categorizar automaticamente documentos.
Algunas de las posibles aplicaciones de SWMiner son:
= Detectar el uso fraudulento de la red en una organizacion.

= Proveer de informacion adicional a los buscadores de internet, cuando los usuarios
solicitan una busqueda.

= Determinar dentro de qué categoria es vista una organizacion a través de su sitio
web.

= Utilizarlo como parte de un sistema de recomendacion.

1.4 Organizacion de la Tesis

En el capitulo 2 presentamos el estado del arte describiendo las metodologias y técnicas
utilizadas en la actualidad para el preprocesamiento de texto y categorizacién de paginas
web.

En el capitulo 3 introducimos el marco tedrico, detallando las metodologias de IR
(Information Retrieval), IE (Information Extraction), Data Mining y Text Mining utilizadas en
SWMiner y presentamos las definiciones necesarias para la comprensién del presente
trabajo.

En el capitulo 4 describimos los procesos involucrados en SWMiner.

En el capitulo 5 describimos la implementacion del sistema, los algoritmos utilizados vy
presentamos algunos ejemplos del funcionamiento de los mismos.

En el capitulo 6 detallamos las pruebas realizadas con el sistema y los resultados
alcanzados. '

Finalmente, en el capitulo 7 discutimos las conclusiones y los posibles futuros trabajos
que sigan la misma linea de investigacion de SWMiner.
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CAPITULO 2: Estado del Arte

2.1 Introduccion

La mayoria de los métodos y técnicas que presentamos en este capitulo surgen como
posibles soluciones a problemas relacionados con el aprovechamiento de la enorme cantidad
de informacion disponible en WWW. El problema principal en este marco es encontrar
paginas relevantes a una consulta determinada utilizando para ello un motor de busqueda.
Generalmente los motores de busqueda basados en palabras claves (Keyword Matching)
devuelven muchas péaginas web, de las cuales una gran cantidad es irrelevante a la
consulta inicial. La razon por la cual sucede esto es que los motores de busqueda o
buscadores mantienen indices relacionados a conjuntos acotados de palabras contenidas en
las paginas web. Cuando un usuario realiza una consulta al motor de blsqueda, éste busca
en el indice las palabras contenidas en la consulta y devuelve la lista de URLs (Uniform
Resource Locator, direccion o localizaciéon de un documento en Internet) cuyas paginas
contienen dichas palabras.

Para facilitar las busquedas, los buscadores organizan las paginas mediante una
clasificacion jerarquica mantenida con intervencion humana. Cuando alguien desea
registrar una nueva pagina, los editores la examinan para determinar en forma manual en
qué categoria debe incluirse. Clasificar paginas manualmente es muy costoso, requiere un
gran esfuerzo intelectual, es dificil de mantener y no cubre todos los tdpicos posibles; a
pesar de ello, en la actualidad, la performance en cuanto a resultados obtenidos en las
blsquedas es superior a la clasificacion automatica.

Motivados por este problema muchas comunidades cientificas comenzaron a plantear
posibles soluciones a la categorizacion automatica de documentos web para mejorar el
funcionamiento de los motores de busqueda.

La categorizacion de documentos web es diferente a la categorizacion de colecciones de
documentos clasicos. En esta, todos los documentos tienen una estructura similar, mientras
que los documentos web son heterogéneos y pueden contener desde banners de publicidad
hasta cddigo de programacion.

Existen muchos métodos para categorizar documentos web, algunos soélo analizan el
contenido de los documentos involucrados sin tener en cuenta el contexto en el cual se
encuentran y otros aprovechan la informacion que brinda el contexto para favorecer el
analisis. Sabemos que el contenido textual de la web se enriquece con la estructura de
hipervinculos que la rodea, la cual puede ser una fuente Gtil de busqueda de informacion.
Un hipervinculo entre dos documentos da la idea de que ambos documentos contienen
informacion relacionada. En general, el contexto de un documento web se define como el
conjuto formado por los documentos web que contienen hipervinculos que apuntan al
documento en analisis mas los documentos web apuntados por los hipervinculos incluidos
en el mismo.

En nuestro caso particular la categorizacion de documentos web tiene suma importancia,
ya que necesitamos inferir el topico de las paginas a las cuales accedieron los usuarios de la
organizacion para poder luego categorizarlos.

2.2 Categorizacion de Paginas Web

A continuacién presentamos algunos de los métodos mas utilizados en la actualidad para la
categorizacion automatica de documentos web.
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2.2.1 Clasificacion con Mega documentos

Este método [KFO0] necesita conocer de antemano las categorias a las cuales perteneceran
los documentos.

El método inicialmente concatena el texto de todos los documentos pertenecientes a una
categoria, generando un mega-documento, derivando un vector aplicando un método
estandar para calcular el peso (tf) y la frecuencia (idf) de los términos. Finalmente se
obtiene un mega-documento por categoria y el nimero total de mega documentos es igual
al nimero de categorias.

Para clasificar un documento nuevo, se extraen todos los términos del documento, se
seleccionan los mejores n términos y se los utiliza como una consulta para obtener el mega-
documento mas similar. La busqueda de similitud se basa en el producto escalar, el cual es
calculado usando el método de base de datos deductiva probabilistica HySpirit.

Para pesar los términos de los mega documentos se utilizan los pesos estandar tf e idf.
Para todo término en el documento se calcula el peso tf con la siguiente formula:

tf,s =050+f. ,/m,)

donde f,4 es la frecuencia del término t; en el documento d y my es la frecuencia maxima de
un término en este documento. La frecuencia inversa de un término es calculada con la
siguiente férmula:

idf, =log N /n,

donde N es el nimero total de documentos en la coleccidon y n; es el nimero de documentos
que contienen el termino ¢,

El peso global calculado por HySpirit es:
W 5= tff,d x idf,

donde / denota el indice del término y d el indice del documento. Esta técnica asume que los
términos son mutuamente independientes. Para incrementar la eficiencia del proceso de
categorizacién no se consideran todos los términos de los documentos, se seleccionan los
mejores x términos. Estos términos son rankeados de acuerdo a valores decrecientes de
idf.

2.2.2 Clustering de Hipertexto en Aplicaciones de Busqueda en la Web

Este método [MS96] propone un algoritmo que arma clusters de documentos de hipertexto
usando las palabras contenidas en el documento, los links entrantes y los salientes. Esta
técnica considera que dos documentos son semanticamente similares si comparten una o
mas palabras.

El método propone una codificacion geométrica de la web, donde supone que W es la
coleccién completa de documentos de la web y Q un subconjunto de documentos obtenidos
con un motor de busqueda, a los cuales les aplica el algoritmo de clustering.

Cada documento d de Q se representa como una tripla (D,F,B) donde D, Fy B capturan
respectivamente la informacion representada por las palabras contenidas en d, los links
salientes y los links entrantes respectivamente.

La creacion de D es un ejercicio estandar de Text Mining o de Information Retrieval. La
idea basica es construir un diccionario de palabras de todas las palabras que aparecen en
alguno de los documentos en Q y podar o eliminar las palabras del diccionario que no
ayudan a discriminar semanticamente un cluster del otro. En este método se eliminan
aquellas palabras que aparecen en menos de dos documentos, los tags html [W16] vy las
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stopwords [W29]. Luego asigna un identificador numérico univoco a cada una de las
palabras del diccionario y construye el vector D de la siguiente manera: la entrada j en D
representa la frecuencia de aparicion de la palabra con identificador i en el documento.

Para obtener F se construye un diccionario de links salientes con todos los documentos
que son apuntados por links desde los documentos contenidos en Q, luego se eliminan los
documentos del diccionario que son apuntados por menos de dos documentos de Q. A los
documentos resultantes les asigna un identificador numeérico y construye un vector donde la
iésima entrada es la cantidad de links en la pdgina d que apuntan a la pagina con
identificacion J.

La creacién de B es similar a la de F pero con los links entrantes. El método normaliza
con Euclides los componentes D, Fy B de cada documento d de Q.

Finalmente, este método presenta una medida de similaridad que utiliza con el algoritmo
Toric K-means [MS96] para agrupar documentos en clusters.

Dados dos documentos x = (D, F;,B;) e y = (D5,F3,B2) la medida de similaridad entre
ellos se define como la suma del producto entre los pesos de cada uno de sus componentes.
Es decir,

S(x, ¥)=a, DD, +0,FF,+o.B B,
donde oy, oy Y oz Son numeros no negativos tales que,
o, +a, +o, =1

Para categorizar un nuevo documento se calcula la medida de similaridad con al menos
un documento de cada cluster para determinar en cual de ellos deberia incluirse.

2.2.3 TopCat

TopCat [CCR00, HKK97, DAHKRV97] es una técnica para identificar topicos en un
documento. Primero identifica las entidades claves en un documento, luego agrupa estas
entidades para encontrar topicos y finalmente mapea los tépicos a los documentos.

TopCat consta de tres etapas: Identificacion de Entidades, Clustering de Topicos y Mapeo
de Topicos. La identificacion de entidades utiliza técnicas de procesamiento del lenguaje
natural para identificar entidades claves en un documento, permitiendo representar dicho
documento como un conjunto de items.

En el contexto de Data Mining la identificacion de tdpicos se traduce en identificar
grupos de items relacionados. Uno de los mecanismos utilizados es el de encontrar reglas
de asociacion (Association Rules [ASI93]) entre los items. Para realizar este proceso se
utiliza el sistema Alembic [DAHKRV97]. La etapa de clustering consiste en agrupar los
conceptos claves para encontrar topicos. La técnica busca conjuntos de items frecuentes, es
decir entidades claves que comunmente aparecen juntas en varios documentos; descubrir
conjuntos de items frecuentes es un problema conocido en el area de Data Mining como
Market Basket Association Rules Problem [ASI93]. Para obtener los conjuntos frecuentes de
items, TopCat utiliza una generalizacién del algoritmo de Association Rules llamado Query
Flocks [TUSVMN97].

TopCat encuentra los clusters de items construyendo un hipergrafo con los conjuntos
frecuentes de items y particiona este hipergrafo usando algun criterio de similaridad
relacionado a la confianza de las reglas de asociacion de estos conjuntos. Un hipergrafo
H =(V,E) consiste de un conjunto de vértices (V) y un conjunto de hiperejes (E). Un
hipergrafo es una extension de un grafo en el sentido que cada hipereje puede conectar
mas de dos vértices. En este modelo, el conjunto de vértices corresponde a los distintos
items y los hiperejes corresponden a los conjuntos frecuentes de items. Para particionar el
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hipergrafo se utiliza el algoritmo Hmetis [KK98] que produce k caminos particionados
balanceados con k especificado por el usuario.

Una vez que obtiene los clusters de conjuntos frecuentes de items realizar un mapeo
inverso para determinar a qué documentos corresponden los topicos hallados. Para llevar
adelante esta etapa utiliza una métrica tfi.df [SAB94] para generar una medida de distancia
entre un documento y un toépico, luego elige el tépico mas cercano para cada documento.

2.2.4 Método de Seleccion de Palabras Claves

Este método de seleccion de keywords [LK99] puede ser utilizado para sugerir términos
descriptivos o etiquetas a grupos de documentos similares o clusters. Se enfoca en las
distribuciones de las palabras que ocurren dentro de los grupos de documentos.

El método define la Bondad de una Palabra Clave (keyword) de la siguiente manera: “Un
buen descriptor de un cluster caracteriza alguna propiedad excepcional del cluster en
relacion con el resto de la coleccién.”. En otras palabras, para que una palabra w sea una
buena keyword para un cluster de documentos C, w debe tener las siguientes propiedades:

e w debe ser prominente en C comparada con otras palabras en C.

e w debe ser prominente en C comparada con la ocurrencia de w en la coleccion
completa.

Estos dos criterios pueden combinarse en una medida general con el propdsito de
ranquear las keywords,

GOV)=F™(w) * 01

donde Fst describe la palabra w en relacién con las otras palabras dentro del cluster y F~
relaciona la palabra w con la coleccién completa. F“ es |a frecuencia relativa de la palabra
w y se define como

Jiw)

Zf.i(v)

donde fi(w) es el niumero de veces que la palabra w ocurre en el cluster j, es decir, la
frecuencia de w en j, y fi(v) es la frecuencia de la palabra v en j. F' mide la relacién de la
frecuencia de w en el cluster j contra la frecuencia que describe cuan tipica es la palabra w
en otras partes de la coleccidon y se define como:

clust N
Fi™ = F;(w) =

F-{‘U] _

J ZF;'(W)
Luego el método define la Bondad de w en el cluster j como:

Fo(w)

Z F.(w)

Go(w, j)=F;(w)

2.2.5 Reputacion de una Pagina sobre un Topico

Rafiei y Mendelzon [MR0OO] presentaron un proceso para computar la reputacion de una
pagina para topicos especificos e identificar aquellos tépicos para los cuales la pagina tiene
una buena reputacion. La entrada del proceso es una ur/ y la salida es un conjunto
ranqueado de tdpicos sobre los cuales la pagina tiene reputaciéon. El método define dos
proporciones que relacionan una pagina p y un topico t.
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e La Penetracion de una pdgina p sobre un topico t, P,(t) es la fraccion de paginas
sobre el topico t que apuntanapy

e el Foco de una pagina p sobre un tdpico t, F(p), es la fraccion de paginas
apuntando a p que referencian al topico t.

Esto es, si I(p,t) es el nimero de paginas que contienen t y apuntan a p, /In(p) es el
numero de paginas que apuntan a p y N(t) es el nimero de paginas que contienen t, luego
{z,1) _Kp.)

P]?(f):_]m , It(p) = In(»)

Estas cantidades pueden ser interpretadas como probabilidades condicionales.

e P,(T) es la probabilidad condicional de que una pagina sobre el topico t apunte a
Py

e Fy(p) es la probabilidad condicional de que una pagina que apunta a p sea sobre
el tépico t.

Es importante aclarar que para el método, una pagina es sobre un tdpico t simplemente
si contiene el término o frase t.

No alcanza con utilizar estas proporciones como medida de reputacion de una pagina
sobre un topico, ya que éstas pueden sobreestimar las reputaciones, por ello se define la
Reputacién de una pagina p sobre un toépico t como:

(P, -1(p))

RM (p,t) = e RM (p.1) = (F’(”/v;;l;v[ @)
5 4

con
_In( p)
N

w

L(p)

donde N, es el nimero de paginas en la Web y

N (1)
N

w

M (1) =

El problema que surge con este método es ¢Cémo computamos los conjuntos de tépicos
gue tienen reputacién alta para una pagina dada?

Una solucidon puede ser computar la reputacidon para todo término o frase que aparece en
el documento, pero no siempre sirve ya que un documento puede ser una autoridad sobre
un tépico cuyo término no aparece en el documento. Por ejemplo la pagina principal de IBM
Almaden Research Center (wwiw. siaden.iba.com) tiene reputacion sobre “Data Mining”y
esta frase no aparece en la pagina principal.

Otra solucion puede ser computar las reputaciones de las pdaginas sobre todos los
términos o frases que apuntan a la pagina que estd siendo analizada, pero aca surge otro
problema: una pagina puede tener cientos de miles de paginas que la apuntan, por lo tanto
analizar todas estas pdginas seria demasiado costoso. La solucidon es computar las
reputaciones de un conjunto acotado de paginas que apuntan a la pagina que estd siendo
analizada.

2.2.6 Centros y Autoridades
Kleinberg [RM00, KLE98, MROO] presenta el algoritmo HITS para solucionar el siguiente

problema: dada una cadena o determinar las paginas que tienen autoridad sobre esa
cadena. Este método es inverso al anterior, pero puede ser adaptado para hallar la
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categoria a la que pertenece una pagina. Para resolver el problema, Kleinberg realiza un
analisis de la estructura de links de una coleccién de pdginas vinculadas a través de
hipervinculos de la web. Esta coleccion S, de pdaginas debe cumplir las siguientes
propiedades:

e So es relativamente pequenio.
e Soc esrico en paginas relevantes.
e Sc contiene muchas (o algunas) de las autoridades mas fuertes.

Para hallar esta coleccion consulta la cadena s en un motor de busqueda y se queda con
las t paginas con mayor ranking (el motor de blsqueda devuelve las paginas ordenadas de
mayor a menor segun su ranking).

El método se refiere a estas t paginas como el conjunto raiz R.. Este conjunto raiz
satisface las propiedades anteriores. Luego utiliza un algoritmo para expandir R, y producir
el conjunto de paginas S,,, este Ultimo se denomina conjunto base.

Con S,, construye un grafo G, donde los nodos corresponden a las paginas y un eje entre
py g indica la presencia de un link de p a g.

Para Kleinberg existen dos tipos de paginas utiles: las autoridades y los centros.

e Una pdagina es una Autoridad si contiene mucha informacion sobre el tépico en
cuestion vy

e un Centro o Hub es una pdagina que contiene muchos links a paginas que
contienen informacién sobre el topico.

El problema ahora es extraer las autoridades de la coleccion completa de paginas a
través de un analisis de los links de G,. Las paginas con autoridad revelan que la consulta
inicial no deberia tener solamente un gran grado de entrada (numero de links que apuntan
a ella), puesto que todas las autoridades sobre un topico en comun deberian tener un
considerable solapamiento en los conjuntos de paginas que las apuntan. El principio basico
dice que los centros y autoridades exhiben lo que podriamos llamar Relacion de
Consolidacion Mutua: un buen centro es una pdagina que apunta a muchas buenas
autoridades y una buena autoridad es una pagina que es apuntada por muchos buenos
centros. Claramente, si se desean identificar centros y autoridades en un subgrafo G,, se
necesita un método para romper esta circularidad.

Kleinberg presenta un algoritmo iterativo que mantiene y actualiza pesos numéricos para
cada pagina, es decir a cada pagina p le asocia un peso de autoridad x y un peso de centro
y, que actualiza utilizando las férmulas que surgen de la relacion de consolidacion mutua.
Kleinberg expresa la relacion de consolidacion mutua entre centros y autoridades de la
siguiente manera:

v Si una pagina p apunta a muchas paginas con un gran valor de x, luego deberia
recibir un gran valor de y

v Si p es apuntada por muchas paginas con un gran valor de y, luego deberia recibir
un gran valor de x.

Luego utiliza estas propiedades para definir las formulas que actualizan los pesos:
X=X, ()
donde g:(g=>p) indica que la pagina g apunta a la paginapy
y(p)= 2 x(q)

a(p—q)

donde g:(p=>g) indica que la pagina p apunta a la pagina g.
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En cada iteracidon reemplaza el peso de autoridad de la pagina p por la suma de los pesos
de centro de las paginas que apuntan a p y reemplaza el peso de centreo e la pagina p por
la suma de los pesos de autoridad de las paginas apuntadas por p.

Para obtener los pesos de centro y de autoridad, el algoritmo de Kleinberg aplica estas
férmulas en cada iteracidon hasta alcanzar un punto fijo.

Este método puede se utilizado para encontrar las k paginas que apuntan a p, con las
cuales podemos armar el conjunto raiz, expandirlo para encontrar el conjunto base,
obtener el subgrafo inducido y finalmente computar los centros y autoridades para un
conjunto de topicos determinados. También puede ser utilizado para determinar la
similaridad entre paginas.

Bharat y Henzinger [BH98, DH99] descubrieron algunos casos en los cuales el algoritmo
de Kleinberg no trabaja bien, por lo tanto presentan una modificacion de éste algoritmo.

Para Bharat y Henzinger el algoritmo de Kleinberg tiende a fallar por tres razones:
e Relacién de Consolidacién Mutua entre Host

Algunas veces un conjunto de documentos en un host apunta a un Unico documento
en otro host. Esto dirige el puntaje de centro de los documentos sobre el primer host
y el puntaje de autoridad sobre el documento del segundo host. El caso inverso,
donde hay un documento en el primer host que apunta a multiples documentos en el
segundo host, crea el mismo problema. Asumimos que el conjunto de documentos
en cada host fue creado por el mismo autor u organizacion, estas situaciones le dan
un peso indebido a la opinion de un persona.

e Links Generados Automaticamente

A menudo los documentos web generados por herramientas tienen links que fueron
insertados por la herramientas. Por ejemplo, el sistema Hypernews que coloca
articulos de noticias en paginas web, inserta automaticamente un link al site de
Hypernews. En estos casos no es aplicable asumir que la opinion de un humano es
representada por el link.

e Nodos no relevantes

A menudo encontramos que el grafo de vecinos contiene documentos que no son
relevantes al topico consultado. Si esos nodos estan bien conectados, se origina un
problema: las autoridades y centros mas altamente rankeados tienden a no ser
sobre el topico original. Por ejemplo, si corremos el algoritmo con la consulta “jaguar
and car” obtendremos paginas de diferentes fabricas de autos como autoridades top
y una lista de fabricas de autos como centros top.

Para solucionar el primer problema Bharat y Henzinger dicen que si hay k links (ejes) en
documentos que estan en un host hacia un Unico documento en otro host, el peso de
autoridad de cada eje debe ser 1/k. Este peso es usado cuando se computa la autoridad de
un documento en el segundo host. Y si hay / links de un simple documento en un host a un
conjunto de documentos en otro host, el puntaje de centro de cada eje es 1//.
Adicionalmente, descartan los nodos aislados del grafo y presenta una modificacion del
algoritmo de Kleinberg en la cual se tienen en cuenta los pesos de lo ejes.

Para solucionar el problema de los nodos no relevantes presentan la definicion de
similaridad de una consulta y un documento basandose en la normalizacion del coseno de
las frecuencias de aparicion de términos en el topico consultado y en el documento. Con
esta medida de similaridad calculan el peso para cada documento y determinan segin esos
pesos que documentos son relevantes para el topico y cuales no. Dean y Henzinger
presentan dos algoritmos que solamente explotan la estructura de hiperlinks de la web y no
examinan la informacién sobre el contenido o uso de las paginas.
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Por ultimo, Rafiei y Mendelzon [RMOO,MR00] presentaron un método en el cual
generalizan el método de centros y autoridades. El método dice que cuando un usuario estd
en una pagina p tiene dos alternativas:

e tomar un link de p;
e aleatoriamente elegir una pagina g que tiene un link hacia p y tomar un link de g.

Es decir, el usuario sigue links forward (hacia fuera de la pagina p) y backward (dentro
de la pagina g). Si el usuario continua el camino hacia delante, luego el nimero de visitas
hacia delante que realice a la pagina es la Reputacion de Autoridad y el nUmero de visitas
que realice hacia atras a la pagina es su Reputacion de Centro.

La reputaciéon de autoridad de una pdagina p sobre un toépico t depende no solo del
numero de paginas sobre el tépico t que apuntan a p, sino también de las reputaciones de
centro de esas paginas sobre el mismo topico t. Similarmente, la reputacion de centro de
una pagina p sobre un tdépico t no sélo depende del nimero de paginas apuntadas por p
gue son sobre el tdpico t sino también de las reputaciones de autoridad de estas paginas.

Rafiei y Mendelzon dan una definicion de camino aleatorio y definen formalmente Ia
reputacion de autoridad de una pdgina p sobre un tdpico t como la probabilidad que el
usuario que navega aleatoriamente buscando el topico t haga una visita hacia delante a la
pagina p y la reputacién de centro de una pagina p sobre un tépico t haga una visita hacia
atrds a la pagina p. Luego presentan un algoritmo para cada uno de los métodos.

El algoritmo presentado por Rafiei y Mendelzon no sélo computa las reputaciones sino
también identifica los tdpicos de las reputaciones. Si en el algoritmo fijamos la pagina p a
una pagina especifica encontraremos la reputacion de todo tépico t posible, pudiendo luego
reportar los topicos con reputacion mas alta para categorizar la pagina.

En la Universidad de Toronto se desarrolld un prototipo llamado TOPIC - T(Cronto fage
Influence Computation [W36] que implementa este algoritmo presentado por Rafiei y
Mendelzon para calcular reputaciones de paginas web. Dada la URL de una pagina, el
sistema busca un conjunto de paginas que la apuntan (inlinks) utilizando los motores de
busqueda Altavista y Lycos. Por cada inlink, el sistema extrae palabras y frases del abstract
devuelto por el motor de busqueda, evitando de esta manera el overhead adicional
necesario para descargar la pagina correspondiente, asumiendo que el abstract devuelto
por el motor de busqueda es representativo del tépico de la pagina. El usuario puede
especificar un término o frase adicional, en cuyo caso la reputacion de la pagina se mide
solamente sobre ese topico particular.

2.3 Resumen

El método de Clasificacion con Megadocumentos [KF00], no nos sirve para obtener los
topicos de las paginas accedidas por los usuarios de la organizacion porque no conocemos
de antemano las categorias de los documentos, pero resulta Util para tener en cuenta al
calcular el peso de las palabras en los documentos.

La metodologia de Clustering de Hipertexto en Aplicaciones de Busqueda en la Web
[MS96], no devuelve los topicos correspondientes a cada cluster, sdlo agrupa los
documentos basandose en una medida de similaridad; de todos modos para nuestro
proyecto nos aporta la idea de utilizar los links salientes y entrantes como fuente adicional
de informacion.

Topcat [CCR0O0, HKK97, DAHKRV97] es la base principal de nuestro proyecto, de él
tomamos la idea de utilizar itemsets frecuentes y clustering, aunque el algoritmo de
clustering que utilizamos no es el mismo que utiliza esta técnica.
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En nuestro proyecto utilizamos la formula de bondad presentada en el Método de
Seleccion de Palabras Claves [LK99] para determinar cual es el mejor concepto para los
clusters correspondientes a cada usuario.

k4

De los métodos de Reputacion de una pagina sobre un topico [MR0O0] y los métodos de
Centros y Autoridades [KLE98, RM00] tomamos la idea de trabajar no sélo con el contenido
textual de las pdginas web sino también con un conjunto acotado de paginas que
pertenecen a su entorno. Utilizamos la herramienta TOPIC [W36] desarrollada en la
Universidad de Toronto para comparar los topicos identificados con nuestra herramienta con
los topicos obtenidos por TOPIC.
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CAPITULO 3: Marco Teorico

3.1 Introduccion

El objetivo del trabajo presentado en esta tesis es categorizar los usuarios de una
organizacion, analizando el contenido de las paginas web accedidas por los mismos. Para
llevar a cabo dicho objetivo, analizamos el /og file del servidor Proxy de la organizacion a
través del cual los usuarios tienen acceso a Internet: identificamos las acciones realizadas
por cada uno de los usuarios, obtenemos las paginas a las cuales accedieron, procesamos el
texto de las mismas y las categorizamos semanticamente para obtener los topicos que
describen los perfiles de cada usuario.

En este capitulo presentamos las definiciones tedricas necesarias para una mejor
comprension del trabajo. Detallamos qué es un log file y los diferentes tipos y formatos que
existen; mas adelante presentamos el proceso de Data Cleaning sobre un log file. Luego
definimos qué paginas web, de las accedidas por los usuarios, se analizan. A continuacion,
enumeramos los problemas que surgen al procesar paginas web y sus posibles soluciones
(identificacion de idiomas, stemming, lematizacién, stop words, part of speech, seleccién y
prioridad de tags html). Finalmente presentamos un conjunto de metodologias y técnicas
utilizadas para categorizar semanticamente paginas web.

3.2 Log Files

Internet se basa en el modelo cliente-servidor; al usuario que envia desde su browser un
requerimiento a Internet se lo denomina cliente. La comunicacion cliente-servidor se realiza
con pares requerimiento-respuesta (request-response) y siempre es iniciada por el cliente.
El protocolo utilizado es el protocolo HTTP que corre sobre TCP. Cuando un cliente tiene un
requerimiento para un servidor de internet, primero debe establecer una conexion TCP con
dicho servidor, una vez establecida la conexion el cliente podra enviar el requerimiento y
cuando el servidor haya finalizado su respuesta, se cerrard la conexion entre ambos. Este
proceso se repite cada vez que un cliente desea acceder a una pagina web.

Cada pdagina web accedida puede contener multiples archivos y cada uno de ellos se
convierte en un requerimiento separado para el servidor. Los servidores pueden ser
configurados para registrar informacion sobre los requerimientos que realizan todos sus
clientes y esta informacién se almacena en archivos denominados /og files.

La figura 3.1 muestra una tipica taxonomia de la red donde se encuentra el servidor
proxy del cual analizaremos los log files [W3]:
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OCRGANIZACION
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Figura 3.1: Taxonomia de la red donde se encuentra el servidor proxy

Cuando un usuario realiza un requerimiento desde su browser, éste es enviado al servidor
proxy donde es registrado en el log file, luego el proxy envia el requerimiento al firewall y
finalmente éste se conecta con el ISP para obtener las paginas requeridas. El firewall y el
proxy podrian estar sobre la misma maquina, pero decidimos separarlos para mayor
claridad.

Al tomar los logs antes de que pasen por el firewall de la organizacion, podemos
identificar univocamente a las maquinas desde las cuales se realizan los requerimientos por
su direccion IP, ya que aun no se ha aplicado el proceso de NAT (Network Address
Translation). NAT es el mapeo de una direccion IP usada en una red por otra direccion IP
de otra red. Generalmente, una organizaciéon mapea las direcciones IP de su red interna en
unas pocas direcciones IP para salir a Internet y realiza el mapeo inverso cuando recibe
informacion desde Internet, de esta manera la taxonomia de la red interna no queda
expuesta. Si en cambio, tomamos los logs después de pasar por el firewall, todos los
usuarios accederian a Internet utilizando unas pocas direcciones IP, por lo tanto seria
necesario identificar a cada usuario de alguna otra forma y no mediante su direccion IP. Mas
adelante analizaremos con mas detalle como identificar las transacciones realizadas por
cada usuario independientemente de la IP o de si se autenticaron o no.

El formato de log elegido por la mayoria de los servidores proxy es el Extended Common
Log Format, del cual hablaremos mas adelante.
3.2.1 Tipos de Log File
Todos los servidores de Internet generan log files o al menos tienen la opcién de
generarlos. Generalmente existen dos tipos diferentes de log file[W2,W3,W8]:
Access log

El log de accesos es un archivo de texto donde cada linea constituye un hit. Cada hit
contiene informacion tal como el nombre de la URL accedida, el status del
requerimiento, la fecha y hora del requerimiento y el nombre de la maquina cliente
que realiza el requerimiento.
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Error log

El log de errores es un archivo de texto que contiene una linea por cada error, la
fecha y hora en que ocurrié el error y un mensaje que describe el error ocurrido.

Algunos servidores de Internet registran informacion sobre los links entre las paginas
web y los documentos locales, las keywords usadas por los motores de blsqueda, el
browser y el sistema operativo utilizados en la maquina cliente; esta informacion se
denomina Referrer Information [W1] y en algunos casos es almacenada en dos log files
[lamados Referrer Log y Agent Log [W3]. En sintesis, los log files son archivos de texto o
bases de datos como en MS Proxy Server, que contienen un registro historico de la
actividad en un servidor.

En el presente trabajo, utilizamos el log de accesos de un servidor proxy y de ahora en
adelante lo llamaremos log file o log de accesos de manera indistinta, ya que gran parte de
las referencias los utilizan como sinénimos.

3.2.2 Formatos de Log File

Los cuatro estandares de formatos de log files mas populares son: NCSA, W3SVC, Microsoft
IIS 3.0 y Website de O'Reilly[W11]. Los demas formatos son variaciones de estos cuatro.
Todos estos estandares se basan en el Common Log Format[W1].

Common Log Format (CLF)

El Common Log Format [W2,W3,W4,W5,W6,W7,W8,W13] es el formato estandar de
logs de accesos en el cual sélo se registra una porcion de la informacion contenida
en los mensajes HTTP. Los campos que contiene son los siguientes:

: Host / IP i Es la maquina cliente que realiza el requerimiento. Si el server no puede resolver
i i el DNS Name, coloca la direccion IP.

i Authuser i Si se realiza autenticacién en este campo se coloca el nombre con el cual el
; i usuario se logued.

Request i Es el requerimiento tal como lo envia el cliente. Contiene el método usado (GET,
i i POST, HEAD, PUT or DELETE), la URL requerida y el protocolo utilizado.

Status s el codigo de estado que indica si el documento fue retornado con éxito o no.

Tabla 3.1 - Campos del Common Log Format

En el caso de que la informacién de algin campo no se encuentre disponible, se
coloca un guién (-) en su lugar.

El formato de registro de cada linea del log file es el siguiente:

Host Ident Authuser [Timestamp] "Request” Status Bytes
En la Figura 3.2 se observa un ejemplo del Common Log File:
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client - rich [09/May/1996:13:43:20 -0400] "GET / HTTP/1.0" 200 477
client - rich [09/May/1996:13:45:11 -0400] "GET /productl.html HTTP/1.0" 404
client - rich [09/May/1996:14:01:41 -0400] "GET /product.html HTTP/ 1.0" 200 204

Figura 3.2: Ejemplo de Common Log Format

La Figura 3.2 muestra un ejemplo en el cual un usuario que se ha autenticado como
rich, conectandose desde el host llamado client, el 9 de Mayo de 1996 a las 13:43
hs. El primer requerimiento realizado fue la pagina home del servidor (GET/) y el
documento que mide 477 bytes se obtuvo en forma exitosa(200). Dos minutos mas
tarde, el usuario intentd acceder a la pagina productl.html/ pero obtuvo el coédigo de
error 404(pagina no encontrada) y finalmente accedio a la pagina product.html.

Observando las tres lineas del log file podemos pensar que siempre se trata de la
misma persona, pero podrian ser hits correspondientes a dos 0 mas personas que se
autenticaron como rich usando la misma maquina, para poder evitar este tipo de
problemas deberiamos contar con informacion adicional o agregar campos al log
hasta convertirlo en un Extended Common Log Format [W3, W4, W6, W7,W9,
W1i0,W12, W13].

Extended Common Log Format (ECLF)

#Version: 1.0

#Date: 12-Jan-1996 00:00:00

#Fields: time cs-method cs-uri00:34:23
GET /foo/bar.html12:21:16

GET /foo/bar.html12:45:52

GET /foo/bar.html12:57:34

GET /foo/bar.html

Figura 3.3: Ejemplo de Extended Common Log Format

Existen dos formatos de ECLF. El primer formato, posee un encabezado que
especifica el tipo de datos de cada campo del log file; cada linea del encabezado se
denomina directiva y comienza con #.

En la Figura 3.3 se muestra un ejemplo de ECLF en el que hay tres directivas: la
versidon del formato de log extendido, la fecha del requerimiento y los campos que se
desean registrar; en este caso, se registra la hora en que se realizd el
requerimiento, el método utilizado desde el cliente y la URI. Las siguientes cuatro
lineas corresponden a requerimientos realizados por uno o varios usuarios.

El segundo formato es similar al CLF con algunos campos extras. En la Tabla 3.2
detallamos el formato ECLF del log del servidor proxy [W33] utilizado en el presente
trabajo, conocido como Web Proxy Server 2.0 Log File Format.

i Host {Es la maquina cliente que realiza el requerimiento. Si el server no puede
i resolver el DNS Name, coloca la direccion IP.

Ident Es el identificador RFC 931 del usuario.

Browser ETipo de browser del cliente. Cuando el servidor proxy toma paginas de cache, |
{ este campo se completa con MSProxy/2.0 :

{ Date | Fecha de realizacion del requerimiento
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Time Hora de realizacién del requerimiento
Service Ind|ca el servicio del proxy que esta usando el chente
5 ServerName Nombre del serwdor proxy
ReferredServer S| el proxy se encuentra ehmh‘hewre)dwy‘este»reabewrec;uerlm|entos‘ de”otros/

i servidores, en este campo se coloca el nombre del servidor que realizd eI
requer|m1ento

i Referrer

URL desde Ia cual se acced|o a |a URL actual
DestHostIP ..... ;D|reccmn IP del servidor destlno
DestHostPort Port TCP o UDP del serwdor destmo
Proce;;;ngTime N-E“Fecha y hora de la conexién del cliente con el proxy, en rmhsegundos
Byteeéend Numero de bytes env;ados aI servidor remoc‘e-'p’)‘c‘r“el wroy
BytesRecvd ‘ Nu.rhe.r(;"(.je bytes reC|b|dos por el proxy desdeel servidor remoto
{Protocol ";'Protocolo de apllcaC|on usado para la conexion (HTTP, FI'P Gopher Secure)

Operation Especifica el método de aplicacion usado (GET, PUT, POST, etc)
Request URL Destino.En CLF tambien contiene la operacion.
MimeType Multipurpose Internet Mail Extension del objeto requerido (Text/Plain,

Image/GIF etc)

ObjectSource Indica el origen deI ob]eto requerldo (0 = Informacmn no d|spon|ble Cache - eI
origen es el proxy, Inet — eI origen es Internet etc) :

Status Cddigo de estado de la transaccion

Bytes Es el tamarno del documento transferido en bytes.

Tabla 3.2: Campos del Extended Common Log Format

Cada linea del log contiene los campos de la tabla anterior en el mismo orden, con el
cual han sido enunciados. Veamos un ejemplo de este formato.

10.4.14.15, rrrodriguez, -, Y, 23/01/2001, 10:46:29, 1, -, -, www.cisco.com, -, 80, 8172, 55210, 748, http, -, -,
http: //wwww.cisco.corryunivered/cc/td/doc/cisintwk/ics/cs012.htm, -, Inet, 200, 8383608
10.4.14.15, nrodriguez, -, Y, 23/01/2001, 10:46:29, 1, -, -, www.cisco.com, -, 80, -, 94, 417, http, -, -,

http: //wwww.cisco.corryunivered/cc/lib/docstrip.gif, -, NotModified, O, 4098104 14.15, m’odnguez, -, 'Y, 23/01/2001, 10:46:29, 1, -, -,
www.cisco.com, -, 80, -, 94, 417, http, -, -, http://www.cisco.coryunivercd/cc/lib/csco/horre. gif, -, NotModified, O, 4098

10.4.14.15, nrodriguez, -, Y, 23/01/2001, 10:46:29, 1, -, -, www.cisco.comm, -, 80, -, 94, 417, http, -, -,

http: //wvw.cisco.cormyunivercd/cc/lib/csco/toc.gif, -, NotModified, O, 4098

10.4.14.15, nrodriguez, -, Y, 23/01/2001, 10:46:29, 1, -, -, www.cisco.com, -, 80, -, 94, 416, http, -, -,

http: //www.cisco.cormyunivered/cc/lib/csco/prev.gif, -, NotModified, 0, 4098

10.4.14.15, nrodriguez, -, Y, 23/01/2001, 10:46:29, 1, -, -, www.cisco.com, -, 80, -, 94, 420, http, -, -,

http: //www.cisco.corryunivered/cc/lib/csco/gloss.gif, -, NotModified, O, 4098

10.18.4.1, nrodriquez, -, N, 12/11/2000, 03:47:10, 1, -, -, www.musioworld.ny, -, 80, 1672, 1829, 144, http, -, -,
http: //www.musicworld.nu/rock.htmi, -, Cache, 304, 0

Figura 3.4: porcion de log file del proxy server

En este ejemplo (Figura 3.4), el usuario mrodriguez desde una PC con IP 10.4.14.15
solicitdé la pagina www.cisco.comy/univercd/cc/td/doc/cisintwk/ics/cs012.htm, por lo
tanto en el log se registré una linea para la pagina html y una linea para cada una de
las imagenes que la componen.
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¢Porqué se registraron varias entradas en el log file para la pagina solicitada? Cada
pagina que se muestra en un browser puede contener varias piezas separadas y cada
pieza causa que se establezca una nueva conexién http, un nuevo hit, es decir cada
una de estas lineas o entradas del log file representa una conexién http, que se
utiliza para bajar un grafico, una pagina de texto o un archivo. La registracion en el
log file de cada pieza de las paginas que se solicitan incrementa el tamafio del log,
por lo tanto es necesario realizar algun tipo de depuracién segun la informacién que
se desee obtener.

3.2.3 Data Cleaning de Log Files

La mayoria de las herramientas comerciales que analizan log files realizan una tarea de
preprocesamiento eliminando la informacidn irrelevante al problema que se desea resolver y
aquella considerada inconsistente para evitar obtener conclusiones erroneas [KR98]; esta
tarea se denomina Data Cleaning y es una de las etapas del proceso de Knowledge
Discovery in Databases (KDD). Este proceso consiste en la “extraccion de conocimiento no
trivial, implicito, previamente desconocido y potencialmente util de la informacion
disponible” [GON96].

Cuando un cliente realiza un requerimiento de una determinada pagina web, genera
varias entradas en el log file, dado que por ejemplo, los archivos de graficos y scripts
contenidos en la pagina web requerida se bajan automaticamente junto con ella. Esta es
una de las razones del incremento del volumen de informacién contenida en los log files,
motivo por el cual es necesario realizar algun tipo de depuracién.

Las acciones que se pueden tomar para llevar a cabo la limpieza del log file dependen
fuertemente del tipo de analisis que se desee realizar. A continuacién detallamos algunas
de las acciones mas comunes [RH00]:

= Eliminar las entradas correspondientes a archivos de graficos, sonido o video.
= Eliminar las entradas correspondientes a requerimientos fallidos.

= Eliminar las entradas cuya cantidad de campos no coincida con la cantidad total de
campos del formato del log file.

= Eliminar las entradas generadas por agentes automaticos como Web Spiders,
indexadores, chequeadores de links u otros agentes inteligentes.

= Unificar las URLs.

= Una vez identificadas las transacciones de cada usuario, se pueden eliminar los
requerimientos repetidos.

= Eliminar las entradas que contengan algiin campo cuyo tipo no coincide con el tipo
o el rango de valores no concuerde con los especificados en el formato del log file.

En el presente trabajo, se tratan las entradas del log file correspondientes a
documentos htm/ accedidos por los usuarios del servidor proxy y se descartan las demas
entradas.

3.3 Identificacion de Transacciones

Para categorizar usuarios segun el contenido de las paginas web a las que acceden, es
necesario identificar univocamente a cada usuario y luego agrupar el log file en unidades
I6gicas correspondientes a la secuencia de requerimientos realizados por cada usuario en un
lapso de tiempo. A cada una de estas unidades ldgicas se la denomina Sesion o
Transaccion. De aqui en adelante, utilizaremos el término Transaccion para hacer referencia
a éste concepto.
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La identificacion univoca de un usuario no es una tarea sencilla. Los proveedores de
servicios de Internet (ISPs) utilizan servidores proxy a través de los cuales los usuarios
acceden a Internet. Como consecuencia, las verdaderas direcciones IP de los usuarios no se
hallan disponibles para los servidores web. Los requerimientos de diferentes usuarios que
acceden a un sitio web a través del mismo servidor proxy, se registran en el log file con la
misma direccién IP, la del servidor proxy. Un caso similar es el de las organizaciones
comerciales, que utilizan firewalls o servidores proxy para acceder a Internet.

Para resolver el problema de las direcciones IP enmascaradas por servidores proxy y
firewalls, generalmente se requiere la registracion de los usuarios o la utilizacién de cookies
entre el servidor web y el browser de los usuarios. Pero la mayoria de los usuarios desean
mantener su privacidad y permanecer en el anonimato dentro de lo posible, lo que obliga a
los servidores web a no requerir registracion alguna ni utilizar cookies. Sin esta informacion
disponible, es necesario realizar un detallado y profundo analisis del log file, utilizando algun
tipo de heuristica, como por ejemplo combinar la informacion de la direccion IP, el nombre
de la maquina, el agente browser y la pagina referrer, entre otras, para identificar usuarios.

3.3.1 Modelos de Identificacion de Transacciones

El objetivo en la identificacion de transacciones es construir Clusters significativos de
paginas referenciadas por cada usuario. Este objetivo puede ser llevado adelante mediante
dos modelos: el utilizado por la herramienta SpeedTracer[W14, MCS97] al cual
denominaremos Modelo Referrer y el utilizado por el sistema WebMiner [W15] denominado
Modelo Navegacional.

Modelo Referrer

Este modelo, a partir de la informacion disponible en el log file, reconstruye los
caminos recorridos por los usuarios para identificar las transacciones de cada
usuario. Este modelo utiliza informaciéon del log file tal como la direccion IP, el
timestamp, la URL de la pagina requerida, la pagina referrer y el agente.

A partir de la pagina referrer y la URL de la pagina requerida se forma un par
ordenado de requerimientos que representa un paso en el camino del usuario. Cada
uno de estos pares ordenados es utilizado para reconstruir el camino realizado por el
usuario e identificar de esta manera las distintas transacciones. La idea bdsica es
que la secuencia de pares de requerimientos constituye un camino conectado
durante toda una transaccion de usuario. La identificacién de transacciones se
traduce entonces, en particionar el log file en grupos, de tal forma que la secuencia
de pares de requerimientos dentro de cada uno constituya un camino conectado.

Modelo Navegacional

Este modelo distingue las referencias a paginas web con propdsito de navegacion
solamente, de aquellas referencias a paginas web de contenido. Las pdaginas de
navegacion son aquellas utilizadas por los usuarios en la transicion para llegar a las
paginas que les interesan; y las paginas de contenido son las paginas de interés para
los usuarios.

Antes de dividir el log file en transacciones debemos identificar univocamente a cada
uno de los usuarios; para ello es necesario analizar cuidadosamente las entradas del
log file para poder determinar los campos que identifican a un usuario. Luego de
analizar varios log files de un servidor proxy, asumimos que los campos IP e Ident , si
se informan, identifican univocamente a un usuario y cuando no se informa el campo
Ident todos los requerimientos realizados por la misma IP los consideramos realizados
por el mismo usuario.
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Modelo General de Transacciones

Sea L un conjunto de entradas en un log file. Una entrada / € L incluye la direccion IP
del usuario (l.ip), la identificaciéon del usuario (l.uid), la URL de la pagina accedida
(l.url) y la fecha y hora de acceso (/.time).

Definicién3.1[Transaccidon General]: Una transacciéon general t es una 3-upla

t:<ipt,uidt,{(I}.url,l}.time),...,(Iﬁn.url,lfn.time)}/
con 1<k <m,l, <Ll ip=ip,,I uid=uid,.

Esta definicion asume que cada transaccion se compone de todas las referencias a
paginas web realizadas por un usuario. Por ejemplo, si tomamos las lineas del log de
la figura 3.4 como los Unicos requerimientos realizados por el usuario mrodriguez, la
transaccion general correspondiente a este usuario seria:

t = {10.4.14.15,mrodriguez.{(http://www.cisco.com/univercad/cc/td/doc/cisintwk/ics/cs012.htm, 23/01/2001
10:46:29), (http://www.cisco.com/index.html, 23/01/2001 10:47:19 )}}

A continuacion se describen 3 meétodos para identificar las transacciones: Reference
Length, Maximal Forward Reference y Time Window.

Reference Length

Este método asume que la cantidad de tiempo invertida por un usuario en una
pagina permite clasificar a la pagina como de navegacion o contenido. Se supone
que el usuario permanece poco tiempo en las paginas de navegacion, e invierte
un tiempo mayor en las paginas de contenido.

Este método requiere una nueva definicion de transaccion en la cual se tiene en
cuenta el tiempo que permanece el usuario en cada pagina a la que accede.

Definicién 3.2[Transaccion Reference Length]: Una transaccion reference length
t es una 4-upla

t= <ipt,uidt, {Qi.urI,I§.time,lﬁ.length),...,(Iﬁn.url,ltm.time,lﬁn.Iength)}>

con 1<k <m,, €Ll ip=ip,,Il, uid =uid,.
Si continuamos con el ejemplo anterior, para esta definicion la transaccion t seria

t = {10.4.14.15,mrodriguez {(hitp/www.cisco.com/univercd/ec/td/doc/eisintwh/ics/csQ12.htm,
23/01/2001 10:46:29, 50), (http//www.cisco.com/index.htni,23/01/2001 10:47:19, 0)}}

Este tiempo, denominado /ongitud de la referencia, se estima tomando la
diferencia entre la fecha y hora de la préoxima referencia y la fecha y hora de la
referencia actual. Obviamente, la Ultima pagina referenciada no tiene una
proxima referencia para estimar su longitud, por lo tanto este método asume que
todas las Ultimas pdaginas referenciadas son paginas de contenido e ignora su
longitud. Dicha suposicidon puede introducir errores, por ejemplo, si un usuario
utiliza una pdgina de navegacion para abandonar un sitio web o si se produce una
interrupcidon en la navegacion tal como un corte de energia. Se debe establecer
una cota de tiempo para la longitud de referencia.
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Sea C una cota de tiempo para la longitud de referencia. Para identificar
transacciones del tipo navegacion y contenido se agregan 2 condiciones a la
definicidon 3.2 [Transaccion Reference Length]:

o para l<k<(m-1):1 length<C

o para k=m:[, length>C

Para identificar transacciones del tipo contenido solamente se agrega la siguiente
condicidn a la definicion 3.2:

o para 1<k <(m-1):1 length>C

Maximal Forward Reference

Este método define cada transaccion como el conjunto de paginas referenciadas
en el camino realizado por un usuario desde la primer pagina requerida por el
mismo, hasta la pagina anterior a una pagina ya existente en dicho camino. La
proxima pagina referenciada, no incluida en el conjunto de paginas de la
transaccién actual, marca el comienzo de una nueva transaccién. La Uultima
pagina de cada transaccidn es considerada una pagina de contenido y las demas
son paginas de navegacion.

Por ejemplo, la secuencia de paginas A B CD C B E F E G podria dividirse en tres
transacciones: A B CD, AB E Fy A B E G. Las paginas de contenido en este
ejemplo serian D, Fy G.

En este método se utiliza la definicidon 3.1 de transaccion general.
Time Window

Este método divide el log file por usuario en intervalos de tiempo no mayores a
un parametro de entrada especificado denominado Time Window o Ventana de
Tiempo. Este método asume que las transacciones significativas poseen una
longitud promedio asociada.

Sea W la longitud de la ventana de tiempo.Para identificar transacciones se
agrega la siguiente condicion a la definicion 3.1:

[! time—1| .time) <W

En el presente trabajo, identificamos a cada usuario univocamente mediante la
combinacion de los campos Host + Ident del log file. Implementamos el Modelo
Navegacional de identificacion de transacciones utilizando el método Reference Length para
agrupar el log file en transacciones del tipo contenido solamente, descartando aquellas
paginas del tipo navegacional y agrupando todas las transacciones detectadas para un
mismo usuario en una unica transaccion.

3.4 Preprocesamiento de Documentos Web

La mayoria de las metodologias para la obtencion de los tépicos correspondientes a un
documento web utilizan técnicas de Information Extraction (IE) [EIK99] para extraer
informacion de los documentos que luego categorizan semanticamente.

En nuestro proyecto hemos distinguido dos etapas bien marcadas: una etapa que
denominamos Preprocesamiento de Documentos Web, en la cual realizamos el
procesamiento del texto de cada documento web obteniendo una representacion de cada
documento a partir de un conjunto de palabras significativas extraidas del mismo. La otra
etapa que denominamos Categorizacion Semantica, consiste en el analisis de las relaciones
semanticas existentes entre las palabras que representan cada documento con el fin de
obtener los tépicos que conceptualizan al documento.
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Las técnicas de IE que se utilizan para extraer informacion de los documentos web no
tratan de entender el significado del texto de los documentos, sélo analizan las porciones
que se especifican de los documentos web y devuelven dicha informacion.

Un sistema IE puede pensarse como un intento de convertir la informacion de diferentes
documentos de texto en entradas de una base de datos. IE es la tarea de localizar
informacion especifica de un documento en lenguaje natural y es una subdrea del
procesamiento del lenguaje natural.

3.4.1 Information Extraction e Information Retrieval

El objetivo de Information Retrieval (IR) es seleccionar un conjunto de documentos
relevantes de una gran coleccion basandose en una consulta del usuario. El usuario luego
debe navegar por los documentos para obtener la informacion deseada. IR devuelve
documentos relevantes de colecciones mientras que IE extrae informacion relevante de
documentos escritos en un lenguaje natural. Las dos técnicas son complementarias y
usadas en combinacién pueden proveer poderosas herramientas para el procesamiento de
texto [EIK99].

En nuestro proyecto necesitamos extraer informacion de los log files y de la paginas html
accedidas por los usuarios, para ello debemos identificar primero que tipo de texto son,
para poder aplicar las reglas de extraccidon de texto o patrones de extraccion que utilizan los
sistemas IE para identificar la informacion relevante a ser extraida.

3.4.2 Tipos de Documentos

Texto Libre
El texto libre es texto continuo, no formateado, no estructurado.
Texto Estructurado

El texto estructurado es definido como informacion textual en una base de datos o
archivo siguiendo un formato estricto y predefinido, tal informacion puede facilmente
ser correctamente extraida usando la descripcion del formato.

Texto Semiestructurado

Los datos semiestructurados son un punto intermedio entre las colecciones no
estructuradas de documentos de texto y tuplas completamente estructuradas de
tipos de datos. Tales textos caen entre el texto estructurado y el texto libre. Para
este tipo de textos se pueden usar patrones de extraccién basados en tokens y
delimitadores, como por ejemplo los tags de Html o los atributos y tags de XML.

Los log files del servidor proxy que analizamos en el presente trabajo son de tipo
estructurado, por lo tanto sélo necesitamos utilizar la descripcion del formato para extraer
la informacion que deseamos.

Ahora bien, ¢qué pasa con los documentos web?, ¢De qué tipo son?. Los documentos
web son diferentes que los documentos tradicionales usados en IE; el volumen es muy
grande, aparecen nuevos documentos, los documentos cambian a menudo, una gran
porcion de los documentos contiene texto estructurado o semiestructurado y los
documentos pueden contener hiperlinks. Usualmente, los documentos web generados
automaticamente son muy estructurados mientras que los generados en forma manual son
menos estructurados.

En nuestro proyecto las reglas o patrones de extraccion de informacién consisten en
extraer el texto asociado a los tags html donde html es un lenguaje estructurado.
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Antes de comenzar a analizar las paginas html que se obtienen del log file, tenemos que
encontrar las repuestas a varias preguntas que van surgiendo. Por ejemplo, ¢Podemos
analizar cualquier pagina?, ¢Debemos extraer todas las palabras contenidas en los
documentos?, ¢Todas las palabras extraidas nos sirven para el analisis semantico?

3.4.3 ¢ Podemos analizar cualquier pagina web?

La respuesta a esta pregunta depende de la informacién que querramos extraer de cada
pagina. Por ejemplo, si nos interesa obtener informacion estadistica relacionada a los tags
html, como ser la frecuencia de aparicion de los mismos, no nos interesa de donde
provengan las paginas ni el idioma en que fueron escritas ya que todas utilizan el lenguaje
html.

En cambio, si queremos relacionar semanticamente las palabras contenidas en las
paginas, es inevitable identificar el idioma con el cual fueron escritas, o traducir las paginas
a un idioma comun, ya que la mayoria de las herramientas que existen hoy en dia para
realizar el este tipo de analisis trabajan con un Unico idioma o con un grupo de idiomas, tal
es el caso de las bases de datos jerarquicas semanticas WordNet [W30] y EuroWordNet
[GGV96] que se utilizan como bases de conocimiento.

3.4.4 éQué es mejor: traducir los documentos o inferir su idioma?

Para traducir todos los documentos a un idioma en comun, es necesario utilizar un traductor
altamente confiable y rapido, estas dos caracteristicas son muy importantes y dependen del
traductor que se utilice. El traductor debe ser confiable, porque de no serlo existe una alta
posibilidad de analizar palabras erroneamente traducidas, lo que afectaria el resultado final
del analisis.

Existen muchisimos traductores on-line en la web [W17, W18, W19, W20], la gran
mayoria son herramientas complementarias de los motores de busqueda y casi todos
necesitan que se les indique cual es el idioma origen y cual es el destino, por lo tanto no
podemos utilizar este tipo de traductores, ya que desconocemos el idioma origen.

Los traductores que no necesitan conocer el idioma origen utilizan alguna metodologia
lingliistica para inferirlo, la mas comunmente utilizada se basa en Ngrams (ver mas
adelante) [CT94, CAV94, HSU98]. Ahora bien, si los traductores utilizan esta metodologia
para inferir el idioma de un documento, porque no utilizarla directamente en nuestro
proyecto? Decidimos utilizar esta metodologia basada en Ngrams porque segun Cavnar-
Trenkle [CT94], “es rdpida, robusta y trabaja muy bien para la clasificacion de lenguajes”.
Cavnar-Trenkle testearon su sistema con articulos de noticias escritos en diferentes
lenguajes, de los cuales el 99.8% fue correctamente clasificado.

En este trabajo identificamos el idioma de las paginas utilizando la metodologia de
Ngrams, para restringir el analisis semantico sélo a aquellas paginas escritas en inglés, ya
que para realizar dicho analisis utilizamos la base de datos jerarquica y semantica WordNet
[W30] que es en inglés.

3.4.5 Categorizacion de Texto usando Estadisticas de Frecuencias de
NGrams

Los Ngrams son habitualmente pares, ternas, etc. de palabras consecutivas o no. Para
Cavnar y Trenkle [W21, CT94, CAV94,W22] un Ngram es una secuencia consecutiva de
letras de diferentes longitudes a las cuales se les agrega un caracter blanco (_) al principio
y al final de la cadena original.

Veamos cuales son los ngrams de longitud 2 (bi-grams), 3 (tri-grams) y 4 (quad-grams)
correspondientes a la palabra "Text™ (tabla 3.3):

Universidad de Buenos Aires
Facultad de Ciencias Exactas y Naturales

29/181



SWMiner- Capitulo 3: Marco Teorico

e iz TE BXG X, T

Tri-grams

TE, TEX, EXT, XT_, T _ _

Quad-grams

¢ _TEX, TEXT, EXT_, XT_ _, T

Tabla 3.3: Ngrams de la palabra "Text”

En general, una cadena de longitud k con blancos en los extremos, tendra k+1 bi-
grams, k+1 tri-grams, k+1 qua-grams, etc.

Los lenguajes humanos tienen algunas palabras con mayor frecuencia de ocurrencia que
otras. Una de las maneras mas comunes de expresar esta idea se conoce como Ley de Zipf:
“La n-ésima palabra comin en un texto en lenguaje humano ocurre con una frecuencia
inversamente proporcional a n”. La implicacién de esta ley es que siempre hay un conjunto
de palabras que predominan mas que otras palabras del lenguaje en términos de frecuencia
de uso y que si comparamos documentos de la misma categoria de lenguaje, éstos tendran
distribuciones de frecuencias de ngrams similares.

Veamos graficamente en que consiste la metodologia de Cavnar y Trenkle.

Ejemplos de Categorias

!

Generar Perfil
N

T

Documento Nuevo
|

v

w/Generar Perfileé
. ,

Il FT

Perfil de Documento Nuevo

e

Calcular la Medida de\
Distancia entre Perﬁles/

Perfiles de Distancias
\

oy
( Encontrar la \

\\Dista ncia Minima //"

Categoria Seleccionada

Figura 3.5: Proceso de Identificacion de Idiomas con NGrams
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El proceso de generacion de perfiles es muy simple, consiste en leer texto, contar las
ocurrencias de todos los ngrams vy ordenar los ngrams y sus frecuencias en orden inverso
al nimero de ocurrencias.

Para calcular la medida de distancia se toma uno de los perfiles de las categorias de
lenguajes y el perfil del documento que se desea categorizar y se calcula una medida
estadistica llamada “fuera de lugar” por Cavnar-Trenkle para cada uno de los ngrams del
documento. Esta estadistica indica qué tan fuera de lugar se encuentra un ngram en el
documento que se desea categorizar respecto a la categoria actual. Veamos un ejemplo del
cdlculo de esta estadistica:

o st
Perfil do I Pertit det Fuera de
Categnria Yioearmerto Lagar
Mavor TH TH 0
Frecuencia
ER ING 3
ON ON 0
LE ER 2
ING / AND 1
AND ED No match = max
RMenor
Frecuencia

Sum = Medida de Distancia

Figura 3.6: Ejemplo Medida de Distancia

Luego, se suman las medidas estadisticas “fuera de lugar”de cada ngram del documento
y se obtiene la medida de distancia entre el perfil y el documento. El idoma seleccionado
para el documento serd el correspondiente al perfil cuya distancia con el documento sea la
mas pequefia.

3.4.6 ¢Debemos extraer todas las palabras contenidas en los documentos?

En las metodologias tradicionales de IE todas las palabras del documento son consideradas
elementos a recuperar, es decir que deben ser extraidos. No ocurre lo mismo si lo que
queremos es analizar el contenido de documentos html, ya que de nada nos serviria, por
ejemplo, analizar sus tags html.

La idea es extraer la informacion contenida en los tags html, pero acd surge una nueva
pregunta: ¢Debemos extraer la informaciéon de todos los tags?

La prioridad de los tags depende de la relevancia de la informaciéon que contienen, por
ejemplo, por lo general el titulo de un documento web posee informacion que estd muy
relacionada al topico del documento, por lo tanto en nuestro proyecto el tag Title tiene
mayor prioridad que otros tags.

Otro ejemplo similar se da con los tags Meta, que se utilizan para especificar informacion
sobre la pagina, como ser el autor, descripcion del contenido, palabras claves que se
pueden utilizar en los buscadores para hallar la pagina, etc. La informacion contenida en
algunos de estos tags Meta puede ser muy Util para obtener el tépico de la pagina, pero no
siempre ocurre esto, ya que algunas veces es utilizada para manipular el ranking de la
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pagina mediante palabras o frases muy populares que no se relacionan con el contenido de
la pagina pero que permiten que la pagina sea parte de la mayoria de las busquedas
realizadas por los usuarios en un motor de bldsqueda.

Resumiendo, en nuestro trabajo hemos asignado un orden de prioridades a los tags html/
de los cuales extraemos las palabras que luego analizamos, basandonos en heuristicas
obtenidas a partir del analisis de una gran cantidad de paginas web. El orden de prioridades
de base definido es: TITLE, METADATA, H1, H2, H3, BIG, STRONG, B, I, EM, CITE,
BLOCKQUOTE, H4, KBD, H5, H6, A, IMG

3.4.7 i{Todas las palabras extraidas sirven para la categorizacion
semantica?

No. Por ejemplo, dependiendo del tipo de andlisis que se desee realizar sobre las palabras
extraidas, es necesario realizar un preprocesamiento para distinguir las variaciones
morfolégicas de una misma palabra. Palabras tales como “computing” y “computation” no
serdn reconocidas como equivalentes sin algun tipo de procesamiento previo.

En la mayoria de los casos, las variantes morfoldgicas de las palabras tienen
interpretaciones semanticas similares y pueden ser consideradas equivalentes.

Los sistemas actuales de IR representan el contenido de los documentos identificando las
palabras y normalizandolas.

Reconocer los limites de una palabra en inglés es casi trivial: las palabras estan
separadas por espacios en blanco o puntuaciones. La normalizacion morfoldgica de las
palabras es importante porque incrementa la medida de Recall que se utiliza para evaluar el
resultado de los sistemas IR.

A continuacion presentamos las técnicas de normalizacion morfolégica de palabras mas
utilizadas en la actualidad: Stemming y Lemmatizacion.

Stemming [W23, W24, W25]

Los algoritmos de stemming o stemmers intentan reducir una palabra a su raiz o
stem. Por ejemplo, las palabras “computing” vy “computation” seran transformadas
en “comput”. Como puede apreciarse, “comput” no es una forma estandar de palabra
o lema, por consiguiente el uso de este algoritmo dependera del propdsito del
proyecto en el cual se aplique.

Los Los algoritmos de stemming aplican reglas morfoldgicas que reemplazan sufijos
por otros en forma sucesiva hasta obtener la raiz de una palabra. El algoritmo de
stemming comunmente usado para el idioma Inglés es el de Porter [W24].

Este algoritmo considera que cualquier palabra o parte de palabra tiene la siguiente
forma [C](VC)™[V] donde C es una secuencia de consonantes, V es una secuencia de
vocales y m se define como la medida de cualquier palabra o parte de palabra
cuando la misma se representa de esta forma.

Las reglas del algoritmo para remover sufijos se describen de la siguiente manera:
(condicion) S1 =& S2

Esto significa que si una palabra termina con el sufijo S1 y el stem de S1 satisface la
condicion dada, S1 se reemplaza por S2. La condicién generalmente se da en
términos de m. Por ejemplo, (m>1) “ement & “ donde S1 es ement y S2 es null;
esta regla remplazara replacement por replac dado que replac es una parte de
palabra para la cual m=2.

La consicion puede contener lo siguiente:

*g indica que el stem termina con s (similar para las otras letras).
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i Vs indica que el stem contiene una vocal.
*d indica que el stem termina con una consonante doble (por ej. -tt, -ss).

*0 indica que el stem termina en “cvc” (c es consonante y v es vocal),
donde la segunda consonante no es ni w ni x ni y (por ej. -wil, -hop).

El algoritmo consta de los siguientes pasos:

1.

4,

a)
= "sses & ss”
» Yjes D> "
= "ss> ss5”
= s> "
b)
= (m>0) “"eed > ee”
= (Kv¥) 'ed > "
= (Rv*) “ing=> "
Si se aplica la segunda o tercer regla, se continua aplicando las
siguientes reglas:
= "at=>» ate”
= “"b/=> ble”
= iz = jze”
= (*d and not(*| or *s or *z)) “=> letra simple”
= (m=1and *o) "> e”
9)

= (*V*) |\y ‘9 I-//

(m>0 para todas las reglas) "ational>ate", "tional>tion", "enci»ence”,
"anci=»ance"”, ‘iserize", "abliable", "allial", '"entli®ent", "eli>e",
"ization=>ize", "ation=>ate", "aliti=»al", "alism=>al", "iveness=>ive",
"fulness=>ful", "ousness=>ous", ‘ivity=>ive", "bility=>»ble", "ator=>ate”’,
“ousli=» ous”.

(m>0 para todas las reglas) "icate=>ic", "ative=> ", "alize>al", "iciti®ic",
"ical=»ic", "ful=> ", "ness=> "

Elimina los siguientes sufijos de las palabras:
(m>1 para todas las reglas) "al", "ance", "ence", "er", "ic", "able", "ible",
Ilantlll Ilement.", ”ment”, ”ent”, “SiOl']", "tion”, ”OU”, IlismII’ ”ate", II,‘t/‘II’ ”OUS”,
"/Ve”, ”ize", Hl'sell

(m>1)"e=>"
(m=1 and not *0) "e » "

(m>1 and *d and *|) " = /etra simple"

Motores de busqueda tales como Lycos y Google utilizan algoritmos de stemming
para optimizar las busquedas.
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En nuestro proyecto no nos sirve utilizar este tipo de algoritmo porque las palabras
que se extraen de las paginas deben ser lemas que existan en la base de datos
semantica WordNet [W30], por lo tanto lo descartamos.

Lematizacion [W26, W27, W28]

Un algoritmo que transforma una palabra en su forma estandar o /ema se llama
lemmatiser. Este tipo de algoritmo también se basa en reglas morfoldgicas tales
como:

1. Sila palabra termina en “ies”, “ed” o en “s”, aplicar la regla correspondiente:
Hieseylllllede ll, llsa n

Excepciones: "sheep=>sheep", "feet=>foot", "es>e"

Reducir los verbos conjugados al forma infinitiva ("sought=>seek”, "be, am,
was, are, is, were, will= be")

Al aplicar este algoritmo a las palabras “computing” y “computation” se obtiene
como /ema la palabra “compute”.

El algoritmo de lematizacion presenta algunos inconvenientes que pueden afectar el
resultado final del proyecto en el cual se aplica.

Por ejemplo, si consideramos la palabra inglesa “quail”, que significa codorniz
(sustantivo) o abatirse, deprimirse, desanimarse (verbo) y queremos obtener un
mismo /ema, probablemente no podamos distinguir los distintos significados de la
palabra. La lematizacion del texto crea este tipo de ambigledad, que puede
solucionarse incorporando informacion léxica al lema. Por ejemplo, la palabra “quail”
podria representarse como qguail<N> si es un sustantivo y quail<V> para los verbos,
donde la N (noun) y la V (verb) denotan categorias sintacticas (part of speech
[W31]).

El algoritmo de lematizacion que utilizamos en nuestro proyecto se llama lemmatiser
[W28] y se basa en una lista de 14000 lemas y 1500 excepciones que se aplican
sucesivamente a las palabras a través de un conjunto de reglas. Este algoritmo sirve
como herramienta para aplicaciones tales como: indexacion automatica, bases de
datos documentales, preprocesamiento y categorizaciones semanticas de texto.

Ademas de normalizar las palabras, debemos seleccionar aquellas que estén relacionadas
al tépico principal del documento. Para ello es necesario depurar las palabras que aparecen
con mayor frecuencia, ya que éstas no nos permiten distinguir un documento de otro.
También se debe determinar el sentido semantico de las palabras para poder extraer las
que realmente representan al documento.

La mayoria de los sistemas de extraccion de informacion de la actualidad utilizan Stop
Words y Part of Speech [W31, W32] para llevar a cabo esta selecciéon. En nuestro caso
particular, también utilizaremos WordNet [W30] para continuar analizando sélo aquellas
palabras que estan presentes en esta base de conocimiento semantica que se utilizara en la
etapa de Categorizacion Semantica para obtener los topicos de los documentos.

Part of Speech (o Categorias Sintacticas)

Una categoria sintactica define un conjunto de palabras de un lenguaje que muestran
un comportamiento sintactico similar. 3 categorias importantes son: sustantivos,
verbos y adjetivos.

Por ejemplo, si tenemos la siguiente frase

"Many lights will light the playroom so that the light people can play"
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y deseamos saber la frecuencia de aparicion de cada palabra, un algoritmo que
realice este calculo sin tener en cuenta la categoria sintactica asociada a las palabras
nos dird que la palabra l/ight tiene frecuencia 3, sin embargo si tiene en cuenta la
categoria sintdctica nos dird que la palabra /ight se utiliza como sustantivo 1 vez,
como verbo 1 vez y como adjetivo 1 vez.

Identificar o no categorias sintdcticas depende del tipo de andlisis que se desee
realizar al texto. En nuestro caso particular, decidimos aplicar un proceso que le
asigne a cada palabra extraida del texto de los documento html la categoria
sintactica correspondiente para evitar ambigliedades durante el analisis semantico.

Los sistemas que etiquetan cada palabra de una oracion con su correspondiente
categoria sintactica se los conoce como taggers. Existen dos tipos de taggers: los
que se basan en reglas y los que se basan en probabilidades.

El primer paso de cualquier tipo de tagger es buscar la palabra que esta siendo
analizada, de aqui en mas token, en un diccionario; si el token no se encuentra en el
diccionario, el tagger debe tener un mecanismo de soporte tal como un componente
morfoldgico o algiin método heuristico que le sirva de soporte en este caso. Aqui es
donde difieren los dos tipos de taggers.

El tagger basado en reglas intentara aplicar algun conocimiento linguistico
(generalmente codificado en reglas) para eliminar todas las posibilidades de
combinaciones de tags ilegales, mientras que un tagger probabilistico determinara
cual de las posibles secuencias es mas probable, usando un modelo basado en las
frecuencias de transiciones entre los diferentes tags. En otras palabras, si el token no
se encuentra en el diccionario, un tagger probabilistico le asignara la categoria
sintactica mas probable y uno basado en reglas le aplicara la regla que mejor se
adapte al token.

El tagger que utilizamos es QTAG [W31, W32]. Este tagger opera con probabilidades
que se adquieren a partir de un conjunto de entrenamiento.

StopWords [W29]

Cuando analizamos texto notamos que contiene muchas palabras que no se desean
analizar como ser: he, she, do, why, is, are, the, and, some, who, etc, estas
palabras se conocen como stop words.

La mayoria de los sistemas de IR utilizan Stop Words para eliminar estas palabras
porque como tienen una gran frecuencia de aparicion en los textos, no sirven para
discriminar unos de otros.

Existen muchas listas de stop words conteniendo entre 100 y 400 palabras y
generalmente se agregan palabras que no estdn relacionadas al tema de
investigacion. Por ejemplo, si se estd analizando texto sobre deporte se pueden
agregar a la lista palabras relacionadas con otros temas que no aportan informacion
relevante al analisis, como ser, palabras relacionadas con informatica.

La motivacion para el uso de estas listas se basa puramente en razones de
eficiencia:

v'eliminarlas no afecta la calidad del sistema

v'utilizarlas reduce el tamafio de la informacion a analizar y por consiguiente,
se reduce el tiempo de analisis

WordNet (WN ) [W30]

WN es una base de datos léxica que consiste de relaciones semanticas entre
palabras, las cuales pueden ser accedidas como un diccionario de sindnimos.
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En el presente trabajo utilizamos WN en dos ocasiones: para verificar la existencia de
las palabras que representan a las paginas y para obtener los topicos durante la
categorizacion semantica.

Por ahora sélo diremos esto sobre WN y mas adelante lo detallaremos mejor.

Como dijimos antes, nuestro sistema consta de una etapa de preprocesamiento de

documentos web y otra de categorizacion semantica. A continuacion detallamos los
conceptos tedricos necesarios para la compresion de esta ultima etapa.

3.5 Categorizacion Semantica

La etapa de Categorizacion Semantica de nuestro proyecto consiste en obtener los topicos
que generalizan las palabras extraidas de las paginas, aplicando clustering sobre los mismos
y luego mapeando dichos tépicos a los usuarios que accedieron a esas paginas. Para
realizar esta etapa decidimos subdivirla en 4 subetapas: obtencion de itemsets frecuentes,
clustering de itemsets frecuentes, seleccion del tdopico de mayor bondad y mapeo de
topicos-usuarios. Para poder comprender cada una de ellas introduciremos algunos
conceptos teoricos.

3.5.1 Reglas de Asociacion (Association Rules)

La primera de estas subetapas es un problema conocido en el drea de Data Mining como
Market Basket Association Rules Problem [GON96, ASI93]. Association Rules consiste en
descubrir patrones frecuentes, reglas de asociacion y/o correlaciones entre conjuntos de
items u objetos de una base de datos o repositorio.

En el problema del supermercado se buscan descubrir reglas sobre un conjunto de
transacciones correspondientes a las compras realizadas por los clientes en dicho
supermercado. Estas reglas suelen ser utilizadas por los administradores del supermercado
para tomar decisiones de negocios tales como estrategias de Marketing.

Un ejemplo de tales reglas puede ser: “el 98% de las personas que compran neumaticos
y accesorios de auto, realizan el service de su auto”.

Clientes que
compran ;ﬁ""x

neumaticos y
accesorios de auto.

Clientes que
realizan el service
de su auto.

,

e,

(R

Clientes que
hacen ambas
cosas.

) Figura 3.7: Ejemplo Association Rules )
En nuestro trabajo, el problema del supermercado se traduce en encontrar conjuntos de

palabras (items) que ocurren juntas con frecuencia en las paginas web accedidas por los
usuarios (transacciones).
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3.5.2 Definicion Formal del Problema

Sea I =1I;, I,,.... I, un conjunto de atributos binarios llamados items. Sea T una base de
datos de transacciones. Cada transaccion t es presentada como un vector binario donde,

t[kj=1 si en t existe el item I, es decir si t compro el item I
t[k]=0 en otro caso.

Si trasladamos esta definicion a nuestra categorizacién de usuarios, las transacciones son
los documentos web que estan siendo analizados y los items son las palabras extraidas de
dichos documentos.

El problema de descubrir reglas en un conjunto de transacciones puede ser
descompuesto en dos subproblemas:

1. Generar todas las combinaciones de items que tiene un soporte de transacciones por
encima de una cota, llamada soporte minimo. A estas combinaciones se las
denomina /arge itemsets y todas las otras combinaciones que no superan la cota se
las denomina small itemsets.

2. Para un jtemset dado Y =I;, I,,.... I, con k> 2, generar todas las reglas (al menos
k reglas) que usen los items de I;, I,,.... Ix

Para comprender mejor estos dos subproblemas debemos definir qué es una Regla vy
cuales son las medidas de calidad que se utilizan para evaluarla: Soporte y Confianza.

Se llama Regla de Asociacién (Association Rule) a una implicacién de la forma: X = Ij,
donde X es un conjunto de algunos de los items de Iy Ij es un item en I que no aparece en
X.

Las medidas de calidad de una regla de asociacion son:

e La Confianza de una regla X = Ij indica qué porcentaje de las transacciones que
satisfacen X también satisfacen Ij.

Este es un concepto bdsico en Data Mining; por ejemplo, si X aparece en 200
transacciones y soélo en una se encuentra Ij, entonces esa regla no va aportar ningun
conocimiento Gtil ya que se dice que la regla no es confiable.

e El Soporte de una regla X = Ij indica el porcentaje de transacciones del total en las
cuales aparecen todos los items involucrados en la regla.

Siguiendo el ejemplo anterior, si X e Ij aparecen en 50 transacciones pero se cuenta
con 1 milldn, lo mas probable es que la regla tampoco aporte informacion relevante.

3.5.3 Itemsets Frecuentes

El problema central es hallar los itemsets frecuentes, pero ¢Qué es un itemset frecuente?
Un Itemset frecuente es un conjunto de items que aparecen con frecuencia en distintas
transacciones.

e Definicién 3.3 [Soporte de un Itemset] : el Soporte de un itemset es la cantidad de
transacciones que contienen al itemset

e Definicion 3.4 [Tamano de un Itemset]: el Tamafio de un itemset es la cantidad de
items del itemset.

Un itemset de tamano k se denomina k-itemset.
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3.5.4 Algoritmos de Reglas de Asociacion

Los algoritmos para descubrir itemsets frecuentes hacen multiples pasadas sobre los datos.
En la primer pasada, se cuenta el soporte de los items individualmente y se determina
cuales de ellos son frecuentes, es decir tienen minimo soporte.

En cada pasada subsiguiente, se parte del conjunto de itemsets “"semilla™ descubierto en
el paso anterior. Se utiliza este conjunto “semilla” para generar potenciales itemsets
frecuentes, llamados itemsets candidatos, y se cuenta el soporte actual de estos itemsets
candidatos durante la pasada sobre los datos.

Al final de la pasada, se determina cuales de los itemsets candidatos son frecuentes, vy
los mismos se convierten en “semilla” para la proxima pasada. Este proceso continta hasta
que no se encuentren nuevos itemsets frecuentes.

Con un soporte minimo bajo se evitan desechar aquellos itemsets que ocurren en pocas
transacciones por un lado, pero se generan muchos itemsets frecuentes por el otro; con lo
cual se necesita establecer una relacion costo-beneficio.

El algoritmo que utilizamos en nuestro proyecto se denomina Apriori [ASS4], este
algoritmo se basa en el principio de que “cualquier subconjunto de un itemset frecuente
debe ser frecuente también”.

3.6 WordNet

WordNet (WN) [W30] es un sistema de referencia léxica cuyo disefio esta inspirado en
teorias psicolinguisticas de la memoria léxica humana. Los sustantivos, verbos, adjetivos y
adverbios en inglés son organizados en conjuntos de sinénimos, cada uno representando un
concepto léxico.

La diferencia principal entre WN y un diccionario estandar es que WN clasifica el
significado de las palabras en cuatro categorias léxicas: sustantivos, verbos, adjetivos y
adverbios, que estan organizadas en conjuntos de sinénimos Illamados Synsets (unidad
basica en WN).

La categorizacion sintactica de WN introduce redundancias, palabras como "back” caen
en mas de una categoria. Pero la ventaja es que la organizaciéon semantica de estas
categorias sintacticas puede ser claramente identificada.

Los sustantivos son organizados en una memoria Iéxica como una jerarquia de topicos,
los verbos son organizados con una variedad de relaciones y los adjetivos y los adverbios
son organizados como hiperespacios n-dimensionales. Cada una de estas estructuras Iéxicas
refleja una manera diferente de categorizacion.

La palabra “palabra” es cominmente usada para referirse a la expresion y a su concepto
asociado; discusiones de esta asociacion léxica son vulnerables a confusion terminoldgica.
En orden de reducir ambigledades, utilizaremos “forma de palabra” para referirnos a la
expresion fisica o inscripcion y “significado de la palabra” para referirnos al concepto
lexicalizado que una forma puede usar para expresar el significado. Luego el punto de
comienzo para la semantica léxica puede decirse que es el mapeo entre las formas y los
significados.

La caracteristica mas ambiciosa de WN es su intento de organizar la informacion léxica
en términos de significados de palabras, en vez de formas de palabras. WN esta organizado
por relaciones semanticas. Una relacion semantica es una relacion entre significados de
palabras y los significados pueden ser representados por Synsets.

Para acceder a WN se dispone de 4 tipos diferentes de relaciones semanticas entre
synsets: Sinonimia, Hiponimia/Hiperonimia, Antonimia y Merominia/ Holonimia.
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3.6.1 Tipos de Relaciones

Sinonimia (Synonymy)

La Sinonimia o Similaridad de Significados es una relacion implicita en WN. De
acuerdo a la definicion, dos expresiones son sinénimos si la substitucién de una por
la otra nunca cambia el valor de verdad de la sentencia en la cual se realiza la
sustitucion.

Hiponimia/Hiperonimia (Hyponymy/Hypernymy)

Relacion IS-A o ISA, también conocido como subconjunto/superconjunto o relacion
Es-Un. Esta relacién produce una organizacion jerarquica de los synsets para toda
categoria. Es una relacion semantica entre significados de palabras: por ejemplo,
“arbol” es un hyponym de “planta” y “planta” es un hypernym de “arbol”.

Meronimia/Holonimia (Meronymy/Holonymy)

Relacion HAS-A o HASA o part-whole. Un meronym es una parte, un miembro o una
sustancia de su holonym . Es la relacion parte de o tiene, por ejemplo “volante” es
parte de “"auto” o "auto” tiene un “volante”.

Antonimia (Antonymy)

WordNet considera la oposicidon de significados, a través de esta relacion — la cual se
define entre formas de palabras y no entre conjuntos de sinénimos. El anténimo de
una palabra x es lo mismo que no-x, pero no siempre.

Por ejemplo, rico y pobre son anténimos, pero decir que alguien no es rico no implica
que deba ser pobre.

Computadora Digital

e e e

Estacién de Trabajo Computadora Personal Mainframe Minicomputadora
PC
Microcomputadora

/\

Computadora Portable Computadora de Escritorio

Computadora de mano Computadora Laptop

Figura 3.8: Ejemplo de jerarquia para el concepto Computadora Digital

En la Figura 3.8 mostramos un ejemplo de la jerarquia posible para el concepto
Computadora Digital, utilizando la relacion Hiponimia/Hiperonimia. De acuerdo a esta
jerarquia, si en un texto se encuentran las palabras Computadora de mano y Laptop, se
puede inferir que el texto trata acerca de Computadoras portables que es el concepto padre.

Las relaciones semanticas entre sustantivos y verbos pueden ser muy utiles para muchas
aplicaciones de una base de datos semantica como WN. Dado un probiema de encontrar
todos aquellos documentos de una coleccidn relevantes a una consulta formulada en
lenguaje natural, una red semantica ofrece al menos dos ventajas evidentes:

e La posibilidad de discriminar sentidos en preguntas y documentos. Asi puede, evitarse
por ejemplo, encontrar documentos sobre agricultura cuando se pregunta por abonos
para asistir a todas las sesiones de un festival de musica.
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e La oportunidad de buscar documentos que no contienen los términos originales de la

pregunta. Por ejemplo, permite relacionar documentos sobre estiércol o mantillo con
una pregunta sobre abono.

WN contiene aproximadamente:

e 91591 synsets con 126520 palabras o items léxicos, donde las palabras son definidas
como claves de acceso a la base de datos.

e 95.600 formas de palabras diferentes, 70.100 significados de palabras, con lo que se
cubre el rango completo del vocabulario comun.

e 57000 sustantivos en 48800 conjuntos de sindnimos que se dividen en 5 archivos de
topicos.

e La jerarquia de sustantivos de WordNet tiene un promedio de profundidad de 20, bajo
varios conceptos top.

e 21000 formas de palabras de verbos en 8400 conjuntos de sinonimos.
En el anexo WordNet mostramos el formato de los archivos de datos de WN.

En nuestro proyecto solo utilizaremos la relacion Hiponimia/Hiperonimia, mas conocida
como relacion Es-Un, que produce una organizacion jerarquica de los synsets. En la etapa
de preprocesamiento de texto verificamos la existencia en WN de todas las palabras
extraidas de los documentos para asegurarnos que en la etapa de categorizacion semantica
pueda utilizarse WN para generalizar los conceptos utilizando su taxonomia conceptual
jerarquica.

3.6.2 Generalizacion de Topicos

El algoritmo de generalizacion de topicos que utilizamos corresponde al algoritmo de conteo
de conceptos de la Tesis “Robust Automated Topic Identification”[LIN97] con algunas
modificaciones. Este algoritmo accede a una taxonomia jerdarquica de conceptos WordNet
con los items obtenidos de las paginas web accedidas por los usuarios y obtiene los tépicos
en comun mas bajos en la jerarquia, es decir, la generalizacion de los items. El algoritmo
obtiene la generalizacion mas apropiada de los items en la jerarquia semantica de WordNet
basandose en una proporcién de la frecuencia de aparicion de conceptos (R) denominada
Proporciéon de la Rama (Branch Ratio).

Definiciéon 3.5 [Branch Ratio]: sea R la proporcion para un nodo tal que:

MAX(Peso de todos los hijos inmediatos)

SUM(Peso de las hojas del arbol cuya raiz es el nodo actual)

Definicion 3.6 [Peso de un Item]: sea P el peso de un nodo tal que:
/

Frecuencia de aparicién del item en el

conjunto de paginas del usuario si el nodo es hoja

Suma de los pesos de todas las hojas

cuya raiz es el nodo actual si el nodo es intermedio
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La Definiciéon 3.5 [Branch Ratio] de la proporcién R es una manera de identificar el grado
de generalizacion, cuanto mds alta es la proporcién, menor es el poder de generalizacion
que un nodo padre tiene sobre sus hijos inmediatos.

Negocio (P =6y R =0.83)

Fabricante (P = 1) Compainia (P = 5)

Figura 3.9: Ejemplo de proporcién de rama para el concepto Negocio

La Figura 3.9 muestra un ejemplo del calculo del peso y la proporcién del concepto
Negocio, este concepto tiene como hijos a Fabricante y a Compadia, con pesos 1 y 5
respectivamente.

La proporcion de rama del concepto Negocio es R = 5/ 6 =~ 0.83. En este caso, se debe
tomar como topico Compania porque la diferencia del peso entre Negocio y Compania es
muy chica; ademas Compania es mas especifico que Negocio y el 83 % del peso del
concepto Negocio viene del hijo Compania.

Veamos otro ejemplo, en el cual el nodo NI tiene como hijos a los nodos N2, N3, N4, N5
y N6, cada uno de ellos con peso 2. En este caso la proporcion de NI esR = 2/10 = 0.20. El
topico que deberiamos tomar en este ejemplo es N1, porque todos sus hijos aportan la
misma informacién por lo tanto no podemos decidir cual de ellos es el mejor.

N1 P =10
S R =0.20
I A
o i LN
T N
N2 N3 N 4 N5 N 6
P = 2 para todos los N, con 2 = i~ 6

Figura 3.10: Ejemplo de proporcion de la rama para el concepto N1

Para determinar que topico elegir, se establece un limite de la proporcion de la rama, al
que denotamos R; (Branch Ratio Threshold), que sirve como cota para definir el grado de
generalizacion. Un nodo de interés es aquel cuya proporcion R es menor que R;.

Existen 2 casos especiales que se deben tener en cuenta:

e Si se tiene un padre con un solo hijo, se debe tomar como tépico el hijo, porque es
mas especifico que el padre.

e Para computar la proporcion de un nodo hoja, se agrega un nodo dummy conectado
a cada hoja, ya que no podemos utilizar la formula para calcularlo. Cada nodo hoja
siempre tiene proporcion 1.

3.6.3 Ambigiiedad Sintactica y Semantica

El algoritmo de generalizacién de conceptos funciona bien cuando todo concepto tiene un
Unico concepto padre; pero una palabra puede tener varios sentidos y seguir multiples
categorias sintacticas, es decir puede tener mas de un padre en la jerarquia de
generalizacion.
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N7 N8 N9 N10 N11 N12 N13 N14

Figura 3.11: Ejemplo de una jerarquia de conceptos con ambigliedades

Existen dos problemas cuando consideramos las ambigliedades sintacticas y semanticas:
Conteo del peso de un concepto multiples veces

Un concepto hoja puede tener multiples padres y estos padres, a su vez, tienen un
padre en comun. En la Figura 3.11, los nodos hoja N8, N10, N11 y N14 presentan
este problema.

En la siguiente tabla se muestran dos formas de calcular el peso y la proporcion de
un concepto. EI método Naive calcula el peso y la proporcion de un concepto
basandose en los hijos inmediatos, mientras que el método denominado Improved,
los calcula totalizando los valores de las hojas.

‘N1 . 6 l4/6~067 | 5

‘N2 . 6  5/6-~08 | 5 '
N3 2 i1h=~05 2
N4 4 i Va~0.25 4

{1/5~0.2

Tabla 3.4: Ejemplo de diferentes calculos de proporciones

En el ejemplo de la figura 3.11, los nodos hojas N7 a N14 tienen peso y proporcion
1. Con el método Naive, los nodos N8, N10, N11 y N14 incrementan el peso de los
nodos NO, N1y N2. El método que utilizamos en las formulas enunciadas al comienzo
denominado Improved soluciona este problema, pues sélo trabaja con los pesos de
las hojas del subarbol cuya raiz es el nodo al cual se le esta calculando el peso vy la
proporciéon. Como puede observarse en la tabla 3.4, los nodos con mas de un padre
no incrementan el peso del nodo NO.

Conceptos mutuamente relacionados

Supongamos que el algoritmo de generalizacion de conceptos obtiene como nodos de
interés a los nodos N3, N4, N5y N14. En este caso los nodos N3 y N4 comparten al
nodo N8 y los nodos N4 y N5 comparten los nodos N10 y N11. Para calcular el peso
de N4 y N5 se utilizan los pesos de N10 y N11, por eso decimos que existen
conceptos mutuamente relacionados.
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Para solucionar este problema, el algoritmo de generalizacion de conceptos no debe
seleccionar los conceptos N4y N5, sino que debe elegir uno de ellos. E/ algoritmo de
generalizacion de conceptos que utilizamos en el presente trabajo, selecciona el nodo
de mayor peso. Con N3 y N4 ocurre lo mismo, el algoritmo selecciona el nodo de
mayor peso.

La tabla 3.5 muestra un ejemplo de una palabra con mas de un sentido sintactico y
semantico en WordNet.

Hypernym

N | Heavyweight
N whale :
Vv Hunt for whale

Tabla 3.5: Lista de significados sintacticos y semanticos de la palabra whale

Con los itemsets frecuentes obtenidos aplicamos un algoritmo de clustering que agrupa
los itemsets frecuentes basandose en una medida de similaridad que utiliza el algoritmo de
generalizacion de toépicos.

3.7 Clustering

Clustering también conocido como Segmentacion, es un proceso de descubrimiento de
conocimiento que agrupa conjuntos de datos en clusters o grupos de tal manera que
maximiza la similaridad de los datos dentro de cada cluster (intra-cluster) y minimiza la
similaridad entre los datos de distintos clusters (inter-cluster).

Un Cluster es un conjunto de elementos, itemsets frecuentes en el presente trabajo,
agrupados segln alguna medida de similaridad definida entre ellos.

Los clusters obtenidos se utilizan para explicar las caracteristicas de la distribucion de los
datos. Los grupos o clusters son desconocidos a priori, no existen grupos predefinidos, y el
proposito del analisis de datos es determinar los clusters desde los datos mismos, de modo
que los datos dentro de un mismo grupo sean mas similares u homogéneos que aquellos
que pertenecen a grupos diferentes.

Los clusters que se obtiene deben satisfacer dos criterios principales:

= Cada grupo o cluster debe ser homogéneo, todos los datos agrupados en un
mismo cluster deben ser similares.

= Cada grupo o cluster debe ser diferente a los otros clusters, los datos que caen
en un cluster deben ser diferentes a los datos que caen en otros clusters.

Dependiendo de la técnica de Clustering utilizada, los clusters pueden ser expresados de
diferentes maneras:

= Los clusters pueden ser exclusivos, como los utilizados en el presente trabajo, es
decir cada dato cae en un unico cluster.

= Puede existir solapamiento, es decir un dato puede caer en mas de un cluster.

= Los clusters pueden tener una estructura jerarquica que dividan los datos en
clusters y subclusters.

En muchas aplicaciones de negocios se utilizan técnicas de Clustering para agrupar a los
clientes y permitir a las empresas construir soluciones a la medida de cada uno de sus
clientes o predecir patrones de comportamiento de los clientes basandose en el perfil de los
clusters a los cuales pertenecen.
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En este proyecto utilizamos el denominado Clustering Conceptual, muy utilizado en el
area de Machine Learning. Este tipo de Clustering, ademas de generar los clusters o grupos
de datos basado en alguna métrica o medida de similaridad, intenta encontrar una
descripcion significativa para cada cluster; para ello utilizamos el método Attribute-Oriented
InductionfHM96], el cual va reemplazando los datos por una conceptualizacion superior en

la jerarquia de conceptos WordNet [W30], que se obtiene utilizando el algoritmo de
generalizacion de tépicos.

3.7.1 Medidas de Similaridad

Los algoritmos de Clustering utilizan medidas de similaridad o distancia entre los datos para
determinar los clusters. Las medidas de similaridad mas populares incluyen la distancia de
Minkowski, |a distancia de Manhattan y la distancia Euclidiana. Esta uUltima es la mas usada,
pero por lo general se encuentra muy relacionada con los datos que estan siendo
analizados.

En nuestro trabajo definimos de manera heuristica una medida de similaridad propia
basada en nociones de conjuntos y conceptos semanticos.

La similaridad de palabras entre itemsets se especifica en funcién de los items que los
componen. Se tiene en cuenta la cantidad de items resultantes de la interseccion de los
itemsets.

Definicién 3.7 [Similaridad de palabras entre Itemsets]:

Sean dos itemsets I;, I; la similaridad de palabras entre I; e I; denotada C(I,I;), se define
como:

Ci, L) =2*#(In L)/ #(I) + #(I))

Por ejemplo, si I;= {monitor} y I, = {monitor, cpu} entonces C(I;, I;) = 2*1/(1+2) =2/
3~0.67.

La similaridad semantica entre itemsets se establece en funcién de la conceptualizacion
jerarquica de los items que los componen. Se tiene en cuenta la cantidad de conceptos que
definen a los items, asi como también la profundidad de los conceptos dentro de la jerarquia
semantica WordNet.

Definiciéon 3.8 [Similaridad Semantica entre Itemsets]:

Sean I, I; itemsets, GetTopics(I;, I;) el conjunto de conceptos en comun entre I;, I; en la
jerarguia semantica WordNet y Depth(c) la profundidad del concepto c dentro de la
jerarquia. La similaridad semantica entre I; e I; denotada S(I;,1;) se define como:

S(L " IJ) = #GetTOpiCS(I,-, I/) + 2¢ e GetTopics(li, 1j) Depth(c)

Los conceptos o topicos se obtienen con el algoritmo de generalizacion de todpicos
detallado en el capitulo de implementacion.

Continuando con el ejemplo anterior, los conceptos que se obtienen con el algoritmo de
generalizacion de tépicos que accede a WordNet [W30] son:

GetTopics(I;, I,) = {electronic equipment}, de lo que se desprende que S(I;, I,) = 1+5= 6.

La similaridad entre clusters se especifica en funcion de la similaridad de palabras y la
similaridad semantica de todos los itemsets que los componen.

Definicién 3.9 [Similaridad entre Clusters]:

Sean C;, G; dos clusters y Itemset(C;) el conjunto de itemsets pertenecientes a C. La
similaridad entre C; y C; denotada D(C,C;) se define como:
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D(C, 7 C]) =1- (#(C/) + #(CJ)) / :mr Itemset(Ci), n < Itemset(C)) (C(m/ fl) + S(ml n))

Supongamos que tenemos dos clusters C; y C, compuestos por los itemsets I; y I,
respectivamente del ejemplo anterior, entonces D(C;, C;)= 1- (1 + 1) / (C(I;, I,) + S(I,,
I))~1-2/(0.67+6)=~ 0.7.

Ya sabemos que formulas de similaridad vamos a usar al realizar clustering, sélo nos
falta definir el algoritmo de clustering a aplicar.

3.7.2 Clasificacion de Algoritmos de Clustering

Los algoritmos de Clustering pueden clasificarse en Algoritmos Jerarquicos y Algoritmos
Particionados [FP98].

Algoritmos Jerarquicos

Los algoritmos de clustering jerarquico toman como entrada un conjunto de datos vy
construyen un arbol que agrupa elementos con caracteristicas similares. Estos
métodos permiten partir el conjunto de entrada en distintas cantidades de clusters
dependiendo del nivel de abstraccion deseado.

Existen dos tipos de algoritmos jerarquicos: el Algoritmo Jerarquico Aglomerativo vy
el Algoritmo Jerarquico Divisivo.

= Algoritmo Jerarquico Aglomerativo

El algoritmo jerdarquico aglomerativo forma un cluster por cada dato del conjunto
y luego une estos clusters atdmicos en clusters cada vez mas grandes hasta
obtener la cantidad de clusters deseada o hasta que no se puedan agrupar mas
clusters. Es el algoritmo de clustering mas utilizado comunmente.

El algoritmo general consta de los siguientes pasos,
1. Encontrar los 2 objetos mas similares y agruparlos en un mismo cluster.

2. Encontrar y agrupar en un mismo cluster los proximos 2 objetos mas
similares, donde un objeto puede ser, en este punto, un objeto individual
o0 un cluster de objetos.

3. Si existe mas de 1 cluster ir al paso 2.

Los algoritmos especificos se caracterizan por la definicion de la funcion de
similaridad utilizada para identificar el par de objetos mas similares.

= Algoritmo Jerarquico Divisivo

El algoritmo de clustering jerarquico divisivo forma un solo cluster con todos los
datos del conjunto de muestras y luego va subdividiendo dicho cluster hasta
obtener la cantidad de clusters deseada o hasta que no se pueda subdividir mas.

Algoritmos Particionados

Los algoritmos particionados dividen los datos en k subconjuntos llamados clusters,
de forma tal que los datos dentro de un cluster son mas similares entre si que al
compararlos con los datos de los otros clusters. Cada cluster se representa por un
centro de gravedad o por uno de los datos del cluster ubicado cerca del centro. k es
un parametro de entrada para este tipo de algoritmo, o sea, se requiere cierto
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conocimiento del dominio. Un ejemplo de este tipo de algoritmos es el conocido
algoritmo K-means[lD98].

En el presente trabajo aplicamos un algoritmo jerarquico y aglomerativo. Es aglomerativo
en el sentido que comienza con un conjunto de itemsets frecuentes independientes y los va
agrupando en clusters basados en su semejanza con los miembros de cada cluster. Es

jerarquico porque los clusters resultantes quedan estructurados jerarquicamente segun la
jerarquia semantica de WordNet.

3.7.3 Peso de un Cluster

Una vez obtenidos los clusters de itemsets frecuentes, a cada cluster se le asigna un peso
que depende de la cantidad de paginas accedidas por el usuario que caen dentro del cluster.
Esto indica el nivel de importancia que tienen los tdpicos de cada cluster en la
categorizacion del usuario.

Las paginas que caen dentro de cada cluster son aquellas paginas que contienen los
itemsets frecuentes del cluster.

Definicién 3.10 [Peso de un Cluster]:

Sea un cluster c, el peso de c se denota P(c) y se define como:

_CP(e)
-

P(¢)

donde CP(c) es la cantidad de paginas accedidas por el usuario que caen dentro del cluster c
y T es el total de paginas accedidas por el usuario.

Una vez obtenidos los clusters de itemsets frecuentes con su respectivo peso y la lista de
topicos asociada, falta ver como decidir cual de todos estos topicos es el que mejor lo
representa. Para ello, calculamos la bondad de cada tépico [LK99] y asignamos el topico de
mayor bondad como descriptor del cluster.

3.8 Bondad de un Topico

Las definiciones que presentamos en esta seccion se basan en la metodologia presentada
por Krista Lagus and Samuel Kaski [LK99], descripta en el capitulo 2 - Estado del Arte.

Para definir la bondad de un tépico en un determinado cluster debemos definir primero
qué significa la frecuencia de un tépico en un cluster en nuestro trabajo.

Definicion 3.11 [Frecuencia de un Topico en un Cluster]:

Sean un cluster c y un topico t, la frecuencia de t en c se denota F(t,c) y se define como:
F(t,c) = ZZ/’UJ)
lec i€l

siendo

1 si t es padre en comun de los items de i en

WordNet
P(t,i)=

L 0 si t no es padre en comun de los items de i
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Definicidn 3.12 [Frecuencia Relativa de un Tépico en un Cluster] [LK99]:

Sean c un cluster y t un topico, la frecuencia relativa de t en ¢ se denota Fr(t,c) y se define
como:

Frit.c)= F(t,c)

Z F(d,c)

d=t

La frecuencia relativa del tépico t en el cluster ¢ se define como la suma de las
frecuencias de todos los demas topicos (tzd) en ¢, dividido la frecuencia de t en c. De esta
manera podemos definir la bondad de un tépico t en un cluster ¢ como sigue.

Definicién 3.13 [Bondad de un Toépico en un Cluster] [LK99]:

Sean c un cluster y t un tépico, la bondad de t en ¢ se denota Bondad(t,c) y se define como:

Bond(zd(l, c) = Fr(r. ¢)* [Fr(f. (ryz Fr(f. /c)]

En la etapa de analisis semantico se utilizan estas formulas para determinar cuadl es el
topico que mejor define a cada cluster, el que se utiliza como descriptor del cluster.

3.9 Métricas de Evaluacion

Para evaluar la performance de las distintas etapas del SWMiner utilizamos las métricas
estandares de IR: Precision y Recall. En la tarea de extraccion de informacion, Recall puede
ser interpretado como la fraccion de informacion relevante que ha sido obtenida y Precision
como la fraccidon de informacién obtenida que es relevante.

Precision y Recall se definen de la siguiente manera [EIK99, BGS4]:

Definicion 3.14 [Precision]:

#Respuestas Correctas #Respuestas Correctas

Precision = =
#RespuestasProducidas #Respuestas Correctas + #Respuestas Incorrectas

Definicion 3.15 [Recall]:

#Respuestas Correctas #Respuestas Correctas

Recall= =
# TotalPosibles Correctas #Respuestas Correctas + #Respuestas Correctas No Obtenidas

Las Figuras 3.12 y 3.13 muestran las interpretaciones graficas de estas formulas.

A: #Respuestas Correctas

B: #Respuestas Incorrectas

. A
Precision =

A+ B

Figura 3.12: Precision
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A: #Respuestas Correctas

C: #Respuestas Correctas

No obtenidas

A
Recall =

A+ C

Figura 3.13: Recall

Para concluir si la performance del sistema es buena o mala debemos ver que tan
cercanas a la unidad son estas medidas. Cuanto mas se acercan a la unidad, mejor es la
performance del sistema.

3.9.1 Problemas de Precision y Recall

Recall es dificil de estimar, pues no es facil conocer cual es el conjunto completo de
respuestas correctas del total de repuestas. En cambio Precision es un poco mas facil de
estimar, aunque precisar cuando una respuesta es correcta o no depende de la persona que
estd evaluando el sistema, ya que una respuesta puede ser correcta para una persona e
incorrecta para otra.

3.9.2 Definiciones de Precision y Recall para SWMiner

A continuacion presentamos las diferentes definiciones de “Respuesta Correcta”, "Respuesta
Incorrecta” y “"Respueta Correctas No Obtenida” que utilizamos para medir la performance
del SWMiner en general y en cada una de sus etapas.

De aqui en adelante llamaremos Hits a las “"Respuestas Correctas”, Mistakes a las
"Respuestas Incorrectas” y Misses a las "Respuetas Correctas No Obtenidas”, por lo tanto
las formulas de Precision y Recall se redefinen de la siguiente manera:

Definicién 3.16 [Precision]:

Hits

Precision= —————————
Hits + Mistakes

Definicion 3.17 [Recall]:

Hits

Recall =——————
Hits + Misses

Definicion 3.18 [Hits, Misses y Mistakes para Identificacion de idiomas]:

= Hits: cantidad de paginas en inglés identificadas por el algoritmo.
= Misses: cantidad de paginas en inglés no identificadas por el algoritmo.

= Mistakes: cantidad de paginas en otro idioma identificadas en inglés por el algoritmo.

Definicion 3.19 [Hits, Misses y Mistakes para Lemmatiser]:

= Hits: cantidad de lemas identificados por el algoritmo.

= Misses: cantidad de lemas no identificados por el algoritmo.
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= Mistakes: cantidad de lemas erréneamente identificados por el algoritmo.

Definicidon 3.20 [Hits, Misses y Mistakes para Part Of Speech]:

= Hits: cantidad de sustantivos identificados por el algoritmo.
= Misses: cantidad de sustantivos no identificados por el algoritmo.

= Mistakes: cantidad de palabras identificadas erroneamente como sustantivos.

Definicion 3.21 [Hits, Misses y Mistakes para Identificacion de Tdpicos]:

= Hits: cantidad de todpicos identificados por el sistema.
= Misses: cantidad de tdpicos no identificados por el sistema.

= Mistakes: cantidad de topicos erroneamente identificados por el sistema.

3.10 Resumen

En este capitulo hemos presentado los conceptos tedricos necesarios para la comprension
de nuestro proyecto. Describimos el proceso para determinar las transacciones realizadas
por cada usuario, agrupando los requerimientos realizados por cada uno de ellos.
Explicamos qué paginas analizamos junto con las paginas accedidas por los usuarios, qué
informacion se puede extraer de ellas y como utilizar dicha informacion para categorizar las
paginas. Luego describimos brevemente el funcionamiento del algoritmo Apriori, el cual
utilizamos en SWMiner para obtener los itemsets frecuentes de palabras y los distintos
tipos de algoritmos de clustering que se pueden utilizar para agrupar dichos itemsets.
Describimos qué es WordNet, cdmo se compone y cémo la utilizamos en SWMiner.
Definimos los conceptos de similaridad de palabras y similaridad semdntica utilizadas en
SWMiner para obtener los clusters de itemsets y la técnica utilizada para generalizar las
palabras contenidas en los itemsets accediendo a WordNet. Finalmente especificamos las
métricas que utilizamos para medir la performance y eficacia de SWMiner.
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CAPITULO 4: Arquitectura de SWMiner

4.1 Introduccion

En este capitulo presentamos el proceso general de SWMiner; este proceso esta compuesto
por tres modulos: Depurador, Preprocesador y Categorizador.

El Depurador es el encargado de realizar el Data Cleaning sobre el log file del servidor
proxy. Por ejemplo, una sus responsabilidades es eliminar todas las entradas del log que
contengan nombres de archivos con extensiones gif o jpeg, ya que en este caso, las
imagenes no aportan informacién adicional (a menos que se haga un analisis de su
contenido, lo cual escapa a los alcances de esta Tesis).

El Preprocesador se encarga de acceder a Internet y obtener las paginas a las cuales
accedieron los usuarios; luego obtiene de ellas todas las palabras que las componen vy les
aplica un preprocesamiento hasta obtener las palabras representativas de cada una de estas
paginas.

El Categorizador aplica los algoritmos de Association Rules y Clustering a las palabras
relevantes obtenidas en el paso anterior y generaliza conceptos accediendo a la base de
datos jerarquica semantica WordNet [W30] para obtener los tépicos correspondientes.
Finalmente realiza un mapeo inverso para asignar estos topicos a los usuarios.

En la primera seccion de este capitulo presentamos el proceso general del sistema y en
las secciones siguientes detallamos cada subproceso por separado.

4.2 Proceso General de SWMiner

La Figura 4.1 describe el proceso general de SWMiner, mostrando la interaccion de las
distintas etapas.

!!!
aﬁi

HTTP

Usuarios

_—

Proxy

Categorizador

Depurador ’—v Preprocesador

JDBC JDBC

Figura 4.1: Proceso General del SWMiner
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Los empleados de la organizacion, es decir los usuarios de SWMiner, acceden a Internet
a través del servidor proxy utilizando un browser de internet para obtener las paginas por
las cuales desean navegar. Cada uno de los requerimientos realizados por los usuarios es
almacenado en el log file del servidor proxy, junto con cada elemento que compone la
pagina requerida.

El depurador lee el log file, lo depura, determina las transacciones realizadas por cada
usuario y almacena los requerimientos y los usuarios en la base de datos.

El preprocesador accede a la base de datos y por cada usuario obtiene los respectivos
requerimientos, realiza el ftp de cada uno de ellos y actualiza la base de datos con la
informacion obtenida (si pudo o no realizar el ftp de cada requerimiento, la ubicacién y
nombre del archivo correspondiente a cada requerimiento, etc). Luego identifica el idioma
de las paginas html y contintia analizando sélo aquellas paginas escritas en inglés. Por cada
una de estas paginas, aplica técnicas de procesamiento del lenguaje natural para identificar
y extraer los sustantivos existentes en WordNet, de los cuales selecciona los mas
relevantes, segun un criterio definido, para almacenar en la base de datos.

El categorizador accede a la base de datos y por cada usuario aplica el algoritmo de
association rules para obtener los itemsets frecuentes sobre todos los conjuntos de palabras
correspondientes a los requerimientos del usuario; almacena estos itemsets frecuentes en la
base de datos y luego los agrupa en clusters segun la similaridad de palabras y la
similaridad semadntica definida, obteniendo para cada cluster una conceptualizacién
semantica de WordNet. Finalmente, las categorias que asigna a cada usuario son los topicos
resultantes de esta conceptualizacion semantica del conjunto de clusters al cual pertenecen
las paginas accedidas por el usuario.

4.2.1 Depurador

La Figura 4.2 describe el proceso seguido por el Depurador.

———e=g Transacciones

L Identificacion TR Depuracion p 5 Seleccion de
ur. as
‘ e de ey de depuradas | camposde | ——— | Basede
Lo : R . ;
‘ = ‘ transacciones transacciones interés Datos

Figura 4.2: Depurador

El depurador lee el log file del servidor proxy y agrupa los requerimientos por usuario
identificando las transacciones realizadas por estos.

Las transacciones son depuradas hasta obtener sélo los requerimientos de interés, en
nuestro caso los requerimientos que contienen las urls de las paginas html accedidas por,el
usuario, descartando el resto de los requerimientos del log como se especifica en la seccion
3.2.3; por ejemplo las entradas correspondientes a archivos graficos, los requerimientos
fallidos, etc.

De los requerimientos obtenidos se extraen los campos que el SWMiner necesita para
categorizar a los usuarios y se los almacena en la base de datos.

4.2.2 Preprocesador

El preprocesador consta de varias etapas, que describimos en figuras diferentes para su
mejor comprension. Veamos primero una breve descripcion de cada una de estas etapas.
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Etapa I: Distincion de Tipo de Pagina

Lo primero que hace es recorrer los requerimientos realizados por cada usuario para
determinar si son de contenido o navegacionales. Descarta los requerimientos
navegacionales y continla analizando los requerimientos de contenido, ya que
asumimos que los requerimientos navegacionales so6lo se utilizaron para llegar a los
requerimientos de interés.

Etapa II: Identificacidon de Idiomas

Esta etapa se encarga de obtener via ftp las paginas htmi de los requerimientos
identificados como de contenido de cada usuario e identificar el idioma de cada una
de ellas, continuando sélo con los requerimientos de las paginas escritas en inglés.
Esta restriccion tiene su origen en la utilizacion de la base de datos jerarquica
WordNet [W30] en el categorizador; WordNet es una base de datos Iéxica que
consiste de relaciones semanticas entre palabras en inglés.

Etapa III: Obtencidén de Paginas Vecinas

Esta etapa obtiene via ftp la vecindad o conjunto acotado de paginas escritas en
inglés que rodean a cada requerimiento.

Para cada requerimiento se obtienen las k paginas que apuntan al requerimiento
(inlinks) y las m paginas que son apuntadas por el requerimiento (outlinks). Este
proceso se realiza n niveles hacia delante y hacia atrds, en donde por cada inlink
obtenido en cada nivel se obtienen las t paginas que lo apuntan y por cada outlink se
obtienen las h paginas que son apuntadas por él. Los valores k, m, t, h y n son
parametros del sistema.

Por cada pagina obtenida se identifica el idioma y si la misma estd escrita en inglés
se almacena el link correspondiente en la base de datos; caso contrario se descarta y
se busca otra pagina.

Etapa IV: Representacion de Paginas

Para cada una de las paginas html obtenidas via ftp correspondientes a los
requerimientos y sus vecindades, se aplican técnicas de procesamiento del lenguaje
natural para identificar y extraer los sustantivos que no pertenezcan a las listas de
StopWords definidas y que figuren en la base de datos WordNet (Part of Speech
[W31, W32], StopWords [W29], Lemmatizacién [W26, W27, W28] y WordNet
[W30]), de entre los cuales se extrae un conjunto acotado de palabras que
representan a la pagina y que se almacena en la base de datos; dicho conjunto
queda formado por aquellas palabras mas relevantes segun un criterio definido que
se basa en prioridades en funcién de la posicidn que ocupan las palabras dentro de la
estructura del archivo html.

4.2.2.1 Preprocesador - Distinciéon de Tipo de Pagina

La Figura 4.3 describe el proceso de la Etapa I del Preprocesador.
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Par de

requerimientos Calculo del tiempo
consecutivos

transcurrido entre cada par de
reqguerimientos consecutivos
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requerimientos
consecutivos +
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de Contenido

Figura 4.3: Etapa I del Preprocesador - Distinciéon de Tipo de Pagina

El preprocesador lee los pares de requerimientos consecutivos y calcula el tiempo

transcurrido entre ellos basandose en la fecha y hora de realizacion del requerimiento por
parte del usuario.

Si el tiempo transcurrido entre los requerimientos es menor que una cota de tiempo
especificada en el sistema, se actualiza el tipo del primer requerimiento del par como
Navegacional y si el tiempo transcurrido es mayor o igual a la cota especificada el tipo del
requerimiento se actualiza como de Contenido.

4.2.2.2 Preprocesador -Identificacion de Idiomas

La Figura 4.4 describe el proceso de la Etapa II del Preprocesador.

FTP FTP
G ) — ETP —
Servidor o
Requerimientos
Proxy l———-
Célculo de la | N92Ms Y1 Generacion Requerimientos
. Perfiles Palabras
medida de —— | deNgramsy | ¢—— | Parser HTML | &—
distancia Perfiles
TPerfiles
<

~
| N
Distancias | BUsqueda de i Requerimiento en
i h . Perfil Ingés
‘ ‘ y Perfiles |15 distancia | —— Ingles?  >Si g , | Basede
|| LB minima ) Datos
N4

2 Requerimiento en
No otro idioma

Figura 4.4: Etapa II del Preprocesador - Identificacion de Idiomas

El primer paso es tomar los requerimientos de tipo de Contenido de la base de datos y
obtener via ftp los documentos html correspondientes.
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Los documentos html que se obtienen correctamente, se parsean y de ellos se extraen
las palabras contenidas en los tags html.

Con 1_0 de las palabras obtenidas se generan los ngrams y se los ordena segun su
frecuencia de aparicion en los documentos de mayor a menor para construir los perfiles de
los documentos html que estan siendo analizados.

C_on los perfiles obtenidos se calcula la medida de distancia utilizando para ello los
perfiles de los diferentes idiomas disponibles. Contamos con 76 perfiles de idiomas
diferentes.

_ 'De las medidas de distancia calculadas se obtiene el perfil con la menor distancia. Si el
idioma correspondiente a dicho perfil es Ingl/és se actualiza el idioma del requerimiento con
EN, de lo contrario se actualiza con OT.

4.2.2.3 Preprocesador — Obtenciéon de Paginas Vecinas

La figura 4.5 describe el proceso de la Etapa III del Preprocesador.

FTP Requerimientos
— » FTP ¢
‘—.
Servidor —
Proxy | =
Stop
Requerimientos L
Requerimientos
l—v Obtencion Obtencion 3
de Outlinks de Inlinks
Inlinks
» Base de
Qutlinks N Datos

Figura 4.5: Etapa III del Preprocesador — Obtencion de Paginas Vecinas

Se obtienen todos los requerimientos realizados por los usuarios y para cada uno de
ellos, se obtiene una vecindad o conjunto acotado de paginas que apuntan a estos
requerimientos, de aqui en mas inlinks.

Para obtener este conjunto de paginas se invoca a un motor de busqueda indicandole la
url de la pagina a la que deben apuntar las paginas resultantes de la busqueda. Los motores
de buUsqueda Altavista y Google utilizan el comando link:url para obtener paginas que
apuntan a la url indicada.

Para cada requerimiento se obtienen los k inlinks que apuntan al requerimiento. Este
proceso se realiza n niveles hacia atras, en donde por cada inlink obtenido en cada nivel se
obtienen las t paginas que lo apuntan. Los valores k, t'y n son parametros del sistema.

Por cada inlink obtenido se identifica el idioma y si el mismo es inglés se almacena en la
base de datos; caso contrario se descarta y se busca otro inlink.
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La figura 4_.6.muestra un ejemplo en el cual se obtienen 3 inlinks, Link1, Link2 y Link 3,
dg un requerimiento Reql y 2 inlinks para cada uno de ellos, Link 4, Link5, Link6, Link7,
Link 8 y Link9. Es decir se llega hasta el nivel 2.

Nivel 2 Nivel 1 Nivel 0
|
|
Link 4
A 7 > |
g ™ \ |
g $ Link1
; % . )\\ N
\ 2 /
Link 5 — S
\\
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Figura 4.6: Ejemplo Inlinks

Se determinan los links contenidos en las paginas html correspondientes a los
requerimientos y con la url de estos links se buscan las paginas html referenciadas. A estos
links los llamamos outlinks.

Se descartan las urls que pertenecen a la lista de StopUrls o que contengan alguna
palabra de la lista de StopWordUrl. Por ejemplo, todas las urls que contengan la palabra
yahoo son descartadas porque no nos interesa analizar paginas correspondientes a un
motor de busquedas. La lista de urls StopUris contiene urls que no deseamos analizar, como
por ejemplo www.hotmail.com.

Inicialmente se buscan las paginas html referenciadas que corresponden a un dominio
diferente del dominio del requerimiento o link que esta siendo analizado, pero si la cantidad
de paginas obtenidas no alcanza el total de paginas indicada por el usuario como parametro
del sistema, sigue buscando paginas html del mismo dominio del requerimiento o link. Esto
sucede tanto con los inlinks como con los outlinks.

Por cada outlink obtenido se identifica el idioma y si el mismo es inglés se almacena en la
base de datos; caso contrario se descarta y se busca otro outlink.

Para cada requerimiento se obtienen los m outlinks que son apuntados por el
requerimiento. Al igual que con los inlinks, este proceso se realiza n niveles pero hacia
delante en este caso, en donde por cada outlink obtenido en cada nivel se obtienen las h
paginas gue son apuntadas por él. Los valores m, h y n son parametros del sistema.
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La figura 4.7 muestra el ejemplo del requerimiento Reqg1i, el cual tiene 2 outlinks, Link10
y Link 11, y cada uno de ellos posee 2 outlinks, Link12, Link 13, Link 14 y Link15. Se llega

hasta el nivel 2.

Nivel O

Nivel 1 Nivel 2
(N
T _wl Link12 |
,//_ \\ kP 1 \\\ //
w Link 10 =
7 / S P
/ S / e ~ ‘// \
o \\/ “{\ Link 13 )
\ "
/ —
| / N
- e — | ol Link14 3
S e P ﬂ
o~ ¢ \. /
~a( Link 11 |
\\\ e .y ) \\\
o S S o \
A Link 15 |
"/

Figura 4.7: Ejemplo Outlinks

Finalmente, el grafo completo de inlinks y outlinks para el ejemplo del requerimiento
Regl se muestra en la figura 4.8.
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Figura 4.8: Ejemplo inlinks y outlinks
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. Este proceso se realiza para todos los requerimientos de todos los usuarios gue estan
siendo analizados.

4.2.2.4 Preprocesador - Representacion de Paginas

La Figura 4.9 describe el proceso de la Etapa IV del Preprocesador.

Palabras Tags con
de los tags sus &
relevantes S i alabras
eleccionde |P -
POS — . | «—— | Parser HTML Requerimientos y Base de
ags relevantes Links Datos
Sustantivos (?eep:'l.gglron Palabras | |_emmatiser //Es Nombre\\\ No / '/Existe en\ AN Lemas
P as Lemas \\ Propio? | emas . WordNet? =
\ ——

ey
|
] Nombres
| Stop Propios
| Words
L

WordNet

Figura 4.9: Etapa IV del Preprocesador - Representacion de Paginas

Se obtienen los requerimientos y links de la base de datos y se accede a los
correspondientes archivos html que son procesados por un parser.

Del parser se obtienen los tags html que componen cada archivo junto con las palabras
contenidas en los tags y se realiza un proceso de seleccion de los mismos.

Cabe destacar que después de analizar gran cantidad de paginas html en forma manual,
hemos llegado a la conclusion de que no todos los tags tienen la misma prioridad para
obtener el topico de las paginas. Por ejemplo, el tag Title de una pagina estd muy
relacionado con el contenido de la misma en la mayoria de los casos, por lo tanto las
palabras contenidas en dicho tag se pueden utilizar para inferir el topico. Por esta razén
decidimos definir una prioridad entre tags y obtener las palabras que estén contenidas en
ellos de acuerdo a esta prioridad.

De los tags seleccionados obtenemos sus palabras y les aplicamos un proceso de
depuracion para eliminar los caracteres especiales y los nimeros, ya que éstos no aportan
informacion relevante para el tipo de andlisis que estamos realizando; y se eliminan todas
las palabras contenidas en el archivo StopWords [W29]. Este archivo contiene palabras
comunes que se repiten con gran frecuencia en el idioma inglés y que no aportan
informacion relevante al analisis.

El proceso POS (Part of Speech) obtiene la categoria sintactica asociada a cada palabra
segun el texto original y se queda solo con los sustantivos. Es decir, analiza las oraciones
del texto original y determina para cada palabra su categoria sintactica (V para verbos, N
para sustantivos, etc.) para poder luego seleccionar los sustantivos.

La importancia de conocer la categoria sintactica asociada a cada palabra que se va a
analizar radica en poder distinguir el significado de cada una de ellas. En nuestro proyecto,
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solo analizamos sustantivos debido a que la jerarquia de WordNet esta completa para los
mismos.

A las palabras resultantes de los procesos anteriores se les aplica el proceso Lemmatiser
en el cual se obtienen los lemas de las palabras.

Recordemos con algunos ejemplos a qué nos referimos cuando hablamos de lemas de las
palabras. Si tenemos las palabras: “computers”, “churches”, "“goes”, “babies”, “knives”,
“eating” y “men” después de aplicar este proceso obtendremos “computer”, “church”,
"go”, "baby”, “"knife”, “eat” y “man” respectivamente.

Una vez obtenidos los lemas de las palabras se descartan aquellos que son nombres
propios y se verifica la existencia de los mismos en WordNet [W30], y se almacenan en la
base de datos aquellas palabras que existen en WordNet.

4.2.3 Categorizador

El objetivo central del Categorizador es identificar los conjuntos de palabras que ocurren
juntas con frecuencia en las paginas web accedidas por cada usuario y agrupar dichos
conjuntos en clusters de conceptos o tépicos utilizando la jerarquia semantica y conceptual
WordNet, identificando de esta forma los topicos que caracterizan a cada usuario.

El categorizador consta de varias etapas, que se repiten por cada usuario a analizar.
Veamos una breve descripcion de cada una de estas etapas.

Etapa I: Obtencidon de Itemsets Frecuentes

En esta primer etapa agrupa juntas aquellas palabras (items) que ocurren juntas con
una determinada frecuencia en el conjunto de paginas web accedidas por el usuario
y sus vecindades, empleando el algoritmo Apriori.

Etapa II: Clustering de Itemsets Frecuentes

En esta etapa trabaja sobre los itemsets frecuentes obtenidos en el paso anterior,
agrupandolos en clusters de conjuntos de palabras frecuentes segln una medida de
similaridad definida en términos de cantidad de palabras y relaciones semanticas
entre las mismas, empleando un algoritmo de Clustering Conceptual del tipo
Aglomerativo y Jerarquico [HM96].

Cada cluster se define por el conjunto de tépicos resultantes de la conceptualizacion
jerarquica que se obtiene al acceder a WordNet con los items que pertenecen al
cluster.

Etapa III: Seleccién del Topico de Mayor Bondad
Una vez obtenidos todos los grupos o clusters de itemsets frecuentes, se determina,
para cada cluster, cudl es el topico de mayor bondad que lo define, es decir, el topico

que mejor describe al cluster empleando las formulas de bondad presentadas en el
capitulo 3.

Etapa IV: Mapeo de Topicos-Usuarios
En esta ultima etapa, se realiza la asignacion de topicos (categorias) a cada usuario

en funcién de los descriptores obtenidos para cada cluster y el peso que cada cluster
posee para el usuario.

La Figura 4.10 ilustra el proceso del Categorizador.
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Figura 4.10: Proceso General del Categorizador

Los pasos del categorizador son los siguientes:

Obtiene los conjuntos de palabras que representan a los requerimientos y sus
vecindades, para cada usuario.

Del conjunto de palabras obtiene los itemsets frecuentes, aplicando el algoritmo
Apriori[AS94].

Luego agrupa los itemsets frecuentes en clusters utilizando las formulas de similaridad
de palabras y similaridad semantica presentadas en el capitulo 3 y el algoritmo de
generalizacion de topicos que accede a WordNet.

Una vez obtenidos los clusters y los topicos que los describen, obtiene para cada cluster
el tépico de mayor bondad que sera el descriptor de dicho cluster.

Finalmente los tdpicos que describen los clusters seran las categorias correspondientes al
usuario que realizé los requerimientos del los cuales se obtuvieron dichos clusters.

4.3 Resumen

En este capitulo hemos presentado la arquitectura del SWMiner, describiendo los diferentes
procesos que realizan sus componentes: el Depurador, el Preprocesador y el Categorizador.
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CAPITULO 5: Implementacion

5.1 Introduccion

En este capitulo detallamos cémo se implementd cada uno de los médulos que componen el
sistema SWMiner: comenzamos con el Depurador, luego continuamos con el Preprocesador
y finalmente presentamos el Categorizador.

El Depurador realiza el Data Cleaning de un log file, en este caso un log file de un
servidor Proxy con formato Extended Common Log Format (ECLF), identifica cada usuario
presente en el mismo vy las transacciones realizadas por cada uno de ellos.

El objetivo del Preprocesador es obtener los palabras relevantes de las paginas de
contenido accedidas por los usuarios y de las pdaginas vecinas a éstas. Es decir, el
Preprocesador se encarga de preprocesar el texto de los documentos y transformarlo en una
forma estructurada para reducir la informacion del documento a una estructura tabular que
serd luego categorizada semanticamente.

El objetivo del Categorizador es identificar conjuntos de palabras que ocurren juntas con
frecuencia en las paginas web accedidas por cada usuario y agrupar dichos conjuntos en
clusters de conceptos o tépicos utilizando una taxonomia jerarquica conceptual,
identificando de esta forma los tépicos que caracterizan a cada usuario.

5.2 Requerimientos del Sistema

Para el funcionamiento del sistema son necesarios los siguientes requisitos:
= Microprocesador Pentium 300MHz 6 superior.
= 128 Mb de memoria RAM ¢ superior.
= 1Gb de espacio en disco rigido o superior.
=  Windows 2000.
= Microsoft SQL Server 7.0.
= Acceso al directorio donde se almacenan los log files del servidor Proxy.

= Acceso a Internet.

5.3 Estructura de Directorios

El sistema arma automaticamente una estructura de directorios para almacenar las paginas
que se analizan. Esta estructura de directorio se genera en el directorio del cual se toman
los log files del servidor proxy.

El directorio Paginas almacena la estructura de directorios correspondiente a cada uno de
los usuarios obtenidos de los log files analizados.

Veamos un ejemplo de la estructura de directorios que crea el sistema al obtener del log
file 2 usuarios.
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Dlrectorlo de los Log Files l

|—’ Paginas I

-—I OutLinks ]

—! InLinks ‘
—‘ OutLinks ‘

Figura 5.1: Ejemplo Estructura de Directorios de los Requerimientos de los Usuarios 1y 2

Cada usuario tiene asignado un subdirectorio con el id del usuario en la base de datos, en
el ejemplo de la figura 5.1 son los subdirectorios 1 y 2. Cada uno de estos subdirectorios
pose un subdirectorio para cada requerimiento realizado por el usuario, que se identifica con
el id del requerimiento en la base de datos. En la figura 5.1 para el usuario 1 existen dos
subdirectorios de requerimientos: 24 y 25, y para el usuario 2, el subdirectorio 32.

Todos los subdirectorios que representan requerimientos almacenan:

un archivo html correspondiente al requerimiento obtenido via ftp al cual se le han
eliminado los scripts y los comentarios. EIl nombre de este archivo es el id.html,
donde id es el identificador univoco del requerimiento en la base de datos.

los archivos html correspondientes a las blusquedas de los inlinks. El nombre de
estos archivos es: busquedaid_n.html, donde id es el id del requerimiento en la base
de datos y n es el contador de archivos de blusqueda. Cada archivo de blsqueda
posee 10 inlinks (los motores de busqueda que utilizamos (Altavista y Google)
devuelven, por defecto, 10 links por consulta), por lo tanto si se analizaron esta
cantidad de inlinks y es necesario analizar mas, necesitamos realizar otra blsqueda
y para no sobreescribir el archivo de blsqueda se utiliza el contador.

Un archivo temporal:

v id.txt, donde id es el identificador univoco del requerimiento. Este archivo
almacena todas las palabras contenidas en el archivo html del requerimiento en
el orden en el que aparecen en él. Este archivo se utiliza para obtener las
categorias sintacticas asociadas a las palabras.

Estos subdirectorios, a su vez, contienen 2 subdirectorios:

Inlinks: archivos html de los inlinks del requerimiento, de los inlinks de los inlinks y
los archivos de busqueda para obtener los inlinks.

Outlinks: archivos html de los outlinks del requerimiento y los outlinks de los
outlinks.
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5.4 Implementacion del Depurador

Es importante realizar una primera aclaraciéon: los log files con formato Extended Common
Log Format que utilizamos en nuestra implementacion son generados por el servidor proxy
de una empresa cuyos empleados acceden a Internet solamente a través de éste; por lo
tanto, en estos log files se registran todos los requerimientos realizados por dichos usuarios.
Estos log files son el input del Depurador.

El Depurador efectiia una Unica pasada sobre cada log file que encuentra en el directorio
de input especificado como pardametro del sistema. Esta pasada consiste en depurar las
entradas del log file, almacenar las entradas validas y los usuarios que las realizaron en una
base de datos.

Depurar las entradas del log file implica aplicar el proceso de Data Cleaning sobre cada
una de ellas. Durante este proceso, el Depurador analiza cada una de las entradas del log
file, verificando si cumplen las condiciones necesarias para ser almacenadas en la base de
datos como requerimientos y usuarios. Las acciones realizadas para tomar estas decisiones
se detallan en el Proceso de Data Cleaning.

Durante el Proceso de Data Cleaning, el Depurador también realiza la identificacién de los
usuarios que generaron las entradas, basdndose en la definicion 3.2 de transaccion
enunciada en el capitulo 3. Esta definicion surge como combinacion del Modelo
Navegacional con Reference Length.

A continuacidn detallamos las acciones que se realizan en el proceso de depuracion o
proceso de Data Cleaning sobre cada una de las entradas de los log files del servidor proxy
y luego presentamos el pseudo cédigo correspondiente a este proceso.

5.4.1 Data Cleaning

El Depurador necesita determinar qué entradas del log son validas para poder luego
almacenar en la base de datos estas entradas como requerimientos y usuarios. A
continuacién listamos las reglas que utiliza para determinar que la entrada que esta
analizando es invalida.

v Entradas correspondientes a archivos de graficos, sonido o video

Decidimos no analizar estas entradas porque consideramos que la informacién que
podemos obtener, por ejemplo el nombre del archivo que contiene la imagen, no
aporta informacién relevante para el analisis semantico.

v Entradas correspondientes a archivos con extensiones: cab, js, vs, css

Estas entradas corresponden a archivos de scripts, archivos de configuracion de
hojas de estilo, etc., los cuales no nos aportan nada a nuestra investigacion.

v Entradas correspondientes a requerimientos fallidos

Determinar si una entrada corresponde o no a un requerimiento fallido, dependerd
del codigo de estado asociado a la entrada.

Consideramos que las entradas cuyo cddigo de estado sea alguno de los siguientes,
son requerimientos fallidos.

206 - Requerimiento incompleto.

400 - Requerimiento incorrecto realizado por el cliente.
401 - Se requiere autorizacién para acceder al documento.
403 - El acceso al documento estd prohibido.

404 - No se encuentra el documento.
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501 - El método GET o POST es incompleto.

v Entradas cuya cantidad de campos no coincida con la cantidad total de campos del
formato de log file.

Solo consideramos invalidas a aquellas entrada en las cuales los campos ausentes
sean relevantes para nuestro andlisis. Tomamos esta decisidon ya que no contamos
con informacion adicional para completar estos campos.

v Entradas generadas por agentes automaticos como Web Spiders, indexadores,
chequeadores de links u otros agentes inteligentes.

Asumimos que al trabajar sobre un log file de un Proxy Server de una empresa, en el
cual se loguean los requerimientos realizados por los empleados de la empresa a
Internet, no existirdn entradas correspondientes a agentes automaticos porgue no
involucran la voluntad de los mismos, por lo tanto, el Depurador no verifica la
existencia de agentes automaticos.

v' Entradas correspondientes a FTP
Las entradas en las cuales el protocolo es ftp son consideradas invalidas.
v' Entradas generadas por el Proxy al cachear paginas

Las entradas del log file cuyos campos Ident o User Agent sean iguales a SYSTEM
o incluyan la palabra “proxy” seran consideradas invalidas porque dichas entradas
representan requerimientos realizados por el servidor proxy para el mantenimiento
de su cache.

v' Entradas correspondientes a accesos internos de la empresa

Las entradas cuyo campo Request corresponda a alguna de las direcciones IP de la
empresa son consideradas invalidas porque so6lo nos interesa analizar el
comportamiento de los usuarios en Internet y no en la intranet de la empresa.

v' Entradas con URLs no permitidas

Consideramos invalidas aquellas entradas cuyo campo Request corresponda una Url
que se encuentre en el archivo de Url’'s no permitidas (StopUrls.txt).Ej: url
correspondiente a un motor de busqueda.

v' Entradas con URLs con palabras no permitidas
Las entradas cuyas URLs contengan alguna de las palabras del archivo
StopWordsInUrls.txt son consideradas invalidas. Ejemplo: mail.
5.4.2 Pseudo coédigo del Proceso de Data Cleaning

El proceso de Data Cleaning es realizado por el algoritmo datacleaning que detallamos a
continuacién.
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Veamos el pseudo cédigo del algoritmo datacleaningEntrada.

En la Figura 5.2 se observa un ejemplo de log file antes de aplicarle el proceso de Data

Cleaning. En este trozo de log file se registraron los requerimientos realizados por el usuario
krodriguez.

10.18.4.1, krodriqeez, -, N, 23/12/2000, 02:57:24, 1, -, -, www.ousicworld.om, -, 80, 150, 1645, 72, http, -, -,
http: / /vwww.musicworld.my/index . html, -, Inet, 200, O

10.18.4.1, krodrquez, -, N, 23/12/2000, 02:58:57, 1, -, -, wwnusicwrld.rm, -, 80, 20, 1645, 79, http, -, -,
http: / /www . musicworld.m/ineges/search.gif, -, Inet, 200, O

10.18.4.1, krodriquez, -, N, 23/12/2000, 03:01:31, 1, -, -, www.nusicworld.m, -, 80, 110, 1645, 74, http, -, -,
http: / /www.musicworld.muy/imeges/5.gif, -, Inet, 200, O

10.18.4.4, rooviela, -, N, 23/12/2000, 03:05:36, 1, -, -, www.irgradgp.aan, -, 80, 1382, 403, 166, http, -, -,

http: / /. rrgroup. o/ ineges/arrow yellow.gif, -, Wadhe, 304, 0

10.18.4.4, rooviela, -, N, 23/12/2000, 03:05:49, 1, -, -, waw.ITgroup.cam, -, 80, 1402, 1931, 144, http, -, -,
hrtp: / /waw. rngroup. caw/im. style.css, -, Wadhe, 304, 0

10.18.4.1, kaodriquez, -, N, 23/12/2000, 03:06:26, 1, -, -, wawrusicwrldaw, -, 80, 1362, 2742, 152, http, -, -,
http: / www musicworld.mu/imeges//11.gif, -, Wade, 304, O

10.18.4.1, krodriquez, -, N, 23/12/2000, 03:06:39, 1, -, -, ww.apsdelivery.ocmm, -, 80, 1382, 1997, 154, http, -, -,
http: / /v . mp3del ivery . aon/albumer. im, -, Wadhe, 304, 0

10.18.4.1, krodriquez, -, N, 23/12/2000, 03:07:01, 1, -, -, www.psdelivery.cam, -, 80, 1402, 372, 148, http;: -~ =
http: / /v pdel ivery . can/cantrer.gif, -, Wade, 304, O

10.18.4.1, krodriquez, -, N, 23/12/2000, 03:07:22, 1, -, -, wwmpdelivery.cam, -, 80, 1382, 1442, 146, Http, -, -,
http: / /waw.tp3del ivery . caw/tfede .gif, -, Wade, 304, O

10.18.4.1, Jaodriquez, -, N, 23/12/2000, 03:07:58, 1, -, -, www.apadelivery.cm, -, 80, 4336, 862, 146, Iftp, -, -,

http: / /. mpadelivery . caw/hesder . js, -, Wadhe, 304, 0

Figura 5.2: Ejemplo Log File antes de aplicar el Proceso de Data Cleaning

Luego de aplicar el proceso de Data Cleaning se obtiene el siguiente log de entradas
invalidas (Figura 5.3).
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10.18.4.1, krodriqez, -, N, 23/12/2000, 02:58:57, 1, -, -, waw.usicworld.ru, -, 80, 20, 1645, 79, http, -, -,
http: / /waw.nusiowarld.ny/imeges/search.gif, -, Iret, 200, O

10.18.4.1, krodrigez, -, N, 23/12/2000, 03:01:31, 1, -, -, waw.usicworld.ru, -, 80, 110, 1645, 74, http, -, -,
http: / fwaw musioworld.ny/imeges/S.gif, -, Iret, 200, O

10.18.4.4, rooviela, -, N, 23/12/2000, 03:05:36, 1, -, -, www.rorap.can, -, 80, 1382, 403, 166, http, -, -,
http: /. rrgroup. aany/ieges/arrow vellow.gif, -, Wade, 304, 0

10.18.4.4, rooviela, -, N, 23/12/2000, 03:05:49, 1, -, -, waw.rrgrap.can, -, 80, 1402, 1931, 144, http, -, -,
http: /. rrgroup. aay/m . style.css, -, Wade, 304, 0

10.18.4.1, krodriqez, -, N, 23/12/2000, 03:06:26, 1, -, -, waw.ausicworld.ru, -, 80, 1362, 2742, 152, http, -, -,
http: / /waw.musioworld. ny/ineges//11.gif, -, Wade, 304, 0

10.18.4.1, krodriqez, -, N, 23/12/2000, 03:07:01, 1, -, -, www.npcdelivery.cam, -, 80, 1402, 372, 148, http, -, -,
http: //waw.mp3delivery. cay/center.gif, -, Wade, 304, 0

10.18.4.1, krodrdquez, -, N, 23/12/2000, 03:07:22, 1, -, -, waw.npdelivery.can, -, 80, 1382, 1442, 146, http, -, -,
http: / /. mp3celivery . aay/tface . gif, -, Wade, 304, 0

10.18.4.1, krodriqez, -, N, 23/12/2000, 03:07:58, 1, -, -, ww.npddelivery.can, -, 80, 4336, 862, 146, http, -, -,
http: / fwww.delivery. cawheader . js, -, Wade, 304, 0

Figura 5.3: Log file de entradas invalidas

Como puede observarse en la Figura 5.3, las entradas de este log file corresponden todas
las imagenes que componen las paginas a las cuales accedio el usuario. De este trozo de
log se obtuvo un usuario (Tabla 5.1) y 2 requerimientos (Tablas 5.2 y 5.3) , los cuales se
muestran en las Figuras 5.1 a 5.3.

Ident i Krodriguez

| Host 110.18.4.1

| FechaHora | 23/12/2000 02:57:34

Request i http://www.musicworid.nu/index.htmi

Status

Tabla 5.2 : Primer requerimiento obtenido del Log File analizado

i IdRequerimiento : 4

FechaHora : 23/12/2000 03:06:39
Request http://www.mp3delivery.com/aiburnmeny. htim
Status 200

Tabla 5.3: Segundo requerimiento obtenido del Log File analizado
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Que se hayan obtenido dos requerimientos al aplicar el proceso de Data Cleaning al log
file de la figura 5.2, no quiere decir que ambos sean analizados, ya que aun falta aplicar el
preprocesamiento en el cual el requerimiento puede ser descartado, por ejemplo, por
considerarse navegacional o por contener texto escrito en un idioma que no sea inglés.

5.5 Implementacion del Preprocesador

Recordemos que el preprocesador se divide en 4 etapas:

= determinar si la pagina que esta siendo analizada es Navegacional o de Contenido.

* obtener todas las palabras del documento html asociado a cada pagina de contenido
e inferir el idioma con el cual fue escrito el documento.

= obtener las pdginas vecinas a las paginas de contenido en inglés, que también deben
estar en inglés.

= obtener las palabras relevantes de los documentos html de todas las paginas
obtenidas en la etapa anterior, segin su ubicacién en el documento y almacenarlas
en la base de datos para que sean analizadas por el Categorizador.

Veamos la implementacion de cada una de estas etapas en detalle.
5.5.1 Distincion de Tipo de Pagina

Esta etapa consiste en establecer el tipo de las paginas accedidas por cada usuario segun
sea de Contenido o Navegacional. Para ello se utiliza el concepto de transaccion (Definicién
3.2) junto con las dos condiciones introducidas con el método Reference Length [W15] en el
capitulo 3.

Para determinar si una pagina es de Contenido o Navegacional, el Preprocesador tiene
en cuenta el tiempo transcurrido en la pagina, calculado como la diferencia en segundos
entre el campo Timestamp (Date y Time en ECLF) del requerimiento actual y el campo
Timestamp del siguiente requerimiento; si esta diferencia es menor a 180 segundos (3
minutos), el requerimiento es considerado de tipo Navegacional, de lo contrario se lo
considera de tipo Contenido. Veamos el pseudo codigo asociado a esta etapa.
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5.5.2 Identificacion de Idiomas

En esta etapa se recorren todas las paginas de contenido. Para cada una de ellas se obtiene
el archivo html via ftp y se analiza el idioma correspondiente al texto contenido en dicho
archivo.

Para la identificacién de idiomas el Preprocesador cuenta con un médulo de identificacion
de idiomas que aplica la técnica de Categorizacion de Texto usando Estadisticas de
Frecuencias de Ngrams [W21, CT94, CAV94,W22] a un conjunto acotado de palabras
extraidas de las paginas. Esta técnica se detalla en el capitulo 3.

Para determinar el idioma de una pdgina se obtienen las primeras 25 palabras del texto
contenido en los tags del archivo html que representa la pagina. Se toman luego las
primeras 10 palabras de longitud mayor a 2. Las cotas de palabras 25 y 10 se fijaron luego
de realizar varias pruebas.

Uno puede preguntarse porqué la longitud de las palabras tiene que ser mayor a 2.
Esto se debe a que si tomamos palabras de longitud 1 se analizarian las vocales, y la
frecuencia de aparicion de éstas en el texto resulta muy alta; en este analisis las vocales no
aportan ninguna informacién para identificar el idioma ya que las mismas aparecen en la
mayoria de los idiomas. Con las palabras de longitud 2 sucede algo similar, por ejemplo la
palabra “No” puede pertenece a varios idiomas (inglés, espafiol, etc).

Una vez seleccionadas las 10 palabras, el Preprocesador obtiene Ilos ngrams
correspondientes a cada una de ellas, calcula la frecuencia de aparicion de los ngrams en el
documento, ordena los ngrams de mayor a menor segun su frecuencia y calcula el puntaje
de estos ngrams respecto a los 76 idiomas disponibles. El idioma que tenga menor puntaje
es el que corresponde a la pagina web que esta siendo analizada. Veamos el pseudo cédigo
asociado a esta etapa.

Veamos el psedocddigo del método documentoEningles.
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Veamos el pseudo codigo de los métodos getNGrams y getPuntajeNGrams

Para finalizar con esta etapa presentamos el método getPuntajeNGrams.
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Ejemplo 5.1. Supongamos que de los tags del documento html que esta siendo analizado
se extraen las primeras 25 palabras y luego se obtienen de ellas las siguientes 5 palabras:
the, whale, and, have y about. De estas palabras obtenemos 90 ngrams, algunos ejemplos
de ellos son: abou, about, bout _, h, ha, av, ve, e_, an, and, nd_, etc.

Luego se ordenan los ngrams segun su frecuencia de aparicion en el texto asociado al
documento html original. Los ngrams de mayor frecuencia son: e, a,t, 0, n, h,e_, I, t u, d,
th, th, he, an, t_, _w, _a, b, etc.

Se calcula el puntaje de estos ngrams buscandolos en los 76 archivos de perfiles de
idiomas, sumando el puntaje asociado a cada ngram en el archivo para obtener el puntaje
total correspondiente a cada perfil.

Cada linea de los archivos de perfiles de idiomas tienen el siguiente formato: Ngram-

Puntaje. Ver Anexo Ejemplo de archivo de Perfiles de Idioma. La tabla 5.4 ilustra el puntaje
obtenido

Inglés

. Espaiiol | 56496
Tabla 5.4: Ejemplo de Puntajes de Perfiles de Idiomas

Finalmente obtenemos el idioma con menor puntaje, que en este caso es Inglés.
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5.5.3 Obtencion de Paginas Vecinas

Esta etapa consiste en recorrer las paginas de contenido en Inglés accedidas por cada uno
de los usuarios y obtener el conjunto de paginas apuntadas por cada pagina p con un
alcance de k niveles (parametro del sistema ingresado por el usuario) de profundidad,
excluyendo aquellas paginas que corresponden a:

e links navegacionales dentro del mismo sitio y aquellos que comienzan con
”ma””,”#”/”ftp","javascript:”,”/” ll../ll ll'/H.

7 4

e links incluidos en el archivo de StopUris
e links escritos en otro idioma que no sea inglés

» links que incluyen alguna palabra del archivo StopWordUr!
Es decir,

k
OutLink = U Links .
=1

donde Links; es el conjunto de pdginas apuntadas por p, Links, es el conjunto de paginas
apuntadas por las paginas de Link;, y asi sucesivamente. En general, el conjunto de paginas
Link;.; es apuntado por las paginas de Link; con 1< i < k, donde todas estas paginas cumplen
las condiciones enunciadas con anterioridad.

También se debe obtener un conjunto acotado de las paginas que apuntan a p con un
alcance de k niveles de profundidad, excluyendo aquellas pdginas que cumplen las
condiciones anteriores. Es decir,

k
InLink = U Links.
i=1

donde Links; es el conjunto de paginas que apuntan a p, Links, es el conjunto acotado de
paginas que apuntan a las paginas de Link;, y asi sucesivamente. En general, el conjunto de
paginas Link;.; apunta a las pdginas de Link; con 1<i < k.

Tanto para los InLinks como para los OutLinks, antes de pasar de un nivel a otro se
analiza el idioma del documento html correspondiente a cada link obtenido vy si el idioma no
es Inglés, se descarta el link.

Para obtener las paginas que apuntan a p, se envia la consulta /ink:p a un motor de
busqueda, por ejemplo a Altavista y el motor devuelve un documento html con el resultado
de la busqueda. El Preprocesador debe parsear este documento para obtener las urls que
apuntan a p. Después de realizar varias pruebas con Altavista, llegamos a la conclusién que
se deben obtener todos los tags href del documento Html que contengan el parametro r
(parametro de la url), el cual contiene una de las urls buscadas.

Por ejemplo, parte del documento devuelto por Altavista al buscar las paginas que
apuntan a www.dc.uba.ar es el siguiente:

<bs><ahref="/r?srpl"style="COLOR:black; TEXT-DECORATION:none"title="Submit web pages
with Express Inclusion"s>

We found 468 results:</b></a><br>

<ahref="/r?ck sm=32e43d2f&ref=20080&w=htin://www. snice.nat ¢ e
Jhtmmih onMoﬁéeOver:”status:‘http://www.anice.net.ar/themestart/government.html';
return true;">Theme Start: Government</a>

<br>Government Gobierno. add item. International / Internacional. Government /
Gobierno. National / Nacional. --&gt; Government / Gobierno Presidencia de
la.. .<br>

<spanclass=x>URL: http://www.anice.net.ar/themestart/government.html

2 LT TnMMEstar s gove
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<ahref="http://jump.altavista.com/trans.go?urltext=http://www.anice.net.ar/themesta
rt /government . html&language=es" class=x>Translate</a>

<brs>
<ahref="http://jump.altavista.com/more from site.go?g&stype=stexts&Translate=on&sc=o
ff&g=1ink%3Awww.dc.uba.ar&si=7fe473c5301200 " class=x>Additional relevant
pages from this site</as&nbsp;

</span><br><br>

<ahref="/r?ck sm=ecb0Olcad&ref=20080&xr=httn:/ ag.dir.yvahoo. com/Eoianca/Comngu

- ~ 2 4
ny SO AT ollie

noe /loursss Jounss oo Lo/
onMouseOver="status="http://sg.dir.yahoo.com/Science/Computer Science/Courses/Cours
ehInformation/'; return true; ">Yahoo! Science&gt ; Computer
Science&gt; Courses&gt; Course Information</as>

En este documento se han resaltado dos de las url’'s que apuntan a www.dc.uba.ar.

Si en vez de utilizar Altavista usamos Google, debemos invocarlo de la siguiente manera:
http://www.google.com/search?g=www.dc.uba.ar, y para obtener los inlinks del documento
html devuelto al realizar la busqueda, debemos tomar todos los tags href y excluir los que
contienen alguno de los siguientes substrings "g=link:", "/help/", "/search?", "/ads/",

"/services/", "/news/", "/language tools?", "/about"; ya que representan links internos del
buscador.

Es importante aclarar que tanto con Altavista como con Google, se obtienen 10 URLs por
busqueda, por lo tanto para pasar a la siguiente pagina resultado es necesario enviarle un
parametro especial al motor de blsqueda.

Preprocesador debera invocar al motor de blusqueda dos veces, de la siguiente forma:

e Para Altavista:

v hitp://www.altavista.comy/cai-bin/query?g=link:www.dc.uba.ar

v\ http://www.altavista.com/cqgi-bin/guery?qg=link:www.dc.uba.aréstg=10¢

e Para Google:

v hitp://www.google.com/search?a=link:www.dc.uba.ar

v\ http://www.qoogle.com/search?a=link:www.dc.uba.ar&start=10

En todos lo casos, ya sea para obtener un InLink o un OutLink, el preprocesador debe
verificar si el documento html obtenido de Internet corresponde o no a un error. Al obtener
el archivo html utilizando el protocolo http, las primeras lineas del archivo tendran un
header, cuya primer linea tiene la siguiente forma:

HTTP/Version Status Descripcion

donde Versién es el nimero de versidén del protocolo, Status es el codigo resultado de la
obtencién del archivo y Descripcién es OK o una leyenda descriptiva del error ocurrido.

El preprocesador debe verificar que el campo Status de la primera Iu'nela del hegder sea
200 (ver Anexo Cédigos de Estado del Protocolo Http). Esta verificacion también debe
realizarse con los requerimientos realizados por los usuarios.

Finalmente, se obtiene el conjunto Q = InLink w OutLink. Veamos el pseudo cédigo
asociado a esta etapa.
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' E! nlétodo ftpInLinksLink hace lo mismo que el método ftpInLinks, sélo difiere en lo
siguiente:

v recibe como parametro un link y no un requerimiento,

v se agrega el parametro CotaNiveles, el cual se va decrementando en cada llamada
recursiva. Al comienzo, el método verifica si la cota de niveles (parametro del
sistema) es o no cero y cuando lo es finaliza la recursividad.

. _La constante CotaMaxInLinks es un parametro del sistema que indica la cantidad de
inlinks gque desea obtener por requerimiento el usuario del sistema.

Igual que antes el método ftpOutLinksLink es similar al método ftpOutLinks so6lo difieren
en los parametros (uno trabaja con links y el otro con requerimientos) y en el chequeo de
niveles (CotaNiveles).

5.5.4 Representacion de Paginas

Las paginas que pertenecen al conjuto Q obtenido en la seccion anterior, se representan con
un conjunto de palabras relevantes, de ahora en mas Items, que se obtienen del documento
html! asociado a cada una de ellas.

Antes de realizar la seleccidn de las palabras que se analizardn, se deben eliminar todos
los comentarios y scripts de diferentes lenguajes de programacion que contenga el
documento html. Este preprocesamiento del documento se realiza para evitar obtener
palabras que no aporten informacion relevante para el analisis semantico.

Como mencionamos en el Capitulo 3, debemos establecer una prioridad a los tags. La figura
5.5 muestra los tags que consideramos que contienen informacion relevante para la
categorizacién semantica, ordenados de mayor a menor segun su prioridad.
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E'1'1tulo de la pagina. La mayoria de los buscadores utilizan las palabras que contleneé
| para clasificar la pagina. ;
Metadata Keywords Palabras clave que identifican a la pagina. Este tag es utilizado por algunos motores?
: : : de busqueda y no todos Ios documentos Ias mcluyen depende del programador {

ﬁMetadata %Clasisﬁcation §Palabras que clasmcan Ia pagina. Este tag es utlllzado por algunos motores de§
/ ‘ busqueda y no todas las paginas lo incluyen, depende del programador. ;

.............................................................................................................................................................

Metadata Description Palabras que describen el contenido de la pagina. Este tag es utilizado por algunosg
: : motores de busqueda y no todas las p&ginas lo incluyen, depende del programador

Cabecera de gran tamano para mdlcar tltulos en eI documento

QCabecera de menor tamano que Ia anterior utllrzada para mdlcar t|tu|os en eI§
i documento {

Palabras contenidas en cabeceras de menor tamano que H2 utnllzadas para |nd|car§
§ tltulos en eI documento 5

Texto de S|m|Iar tamafo que H3 pero no resaltado en negrlta

El texto contenido en este tag se resalta en Negrita

Idem anterior
Texto resaltado en Curswa

Texto en Cursiva, generalmente utilizado para citar un parrafo de otro autor

i Texto en Curswa generalmente utlllzado para cctar un parrafo de otro autor

: Texto de similar tamano al anterior pero no en cursiva
{ Palabras contenidas en cabeceras de menor tamafio que H3 utilizadas para indicar :
; tltulos en eI documento :

Palabras contemdas en cabeceras de menor tamano que H4 utlllzadas para |nd|car
i titulos en el documento

Texto de similar tamafio al H5 pero de trazo mas fino

Palabras contenidas en cabeceras de menor tamafio que H5 utilizadas para |nd1car
titulos en el documento

Descrlpcnon de| lmk aparece cuando se posmona eI mouse sobre eI Imk

: Descripcién de Ia imagen, aparece cuando se posiciona el mouse sobre Ia imagen

Tabla 5.5: Tags Html ordenados por prioridad de mayor a menor

Para un mayor detalle del resultado final de dichos tags ver el Anexo Ejemplos Tags
Html.

Es evidente que no podemos tomar todas las palabras contenidas en un documento html,
porgue podriamos obtener muchisimas palabras por cada documento y por consiguiente la
categorizacion demandaria demasiado tiempo. Por tal razon decidimos agregar un
parametro al sistema, el cual servird de cota para la cantidad de palabras que representaran
a los requerimientos y links.

Antes de obtener esta cantidad de palabras debemos analizar con algun criterio todas las
palabras obtenidas para determinar cuales son las mejores para representar la pagina. El
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criterio de seleccién que utilizamos depende de la prioridad del tag que contiene a la
palabra y en el caso particular del tag Body, una vez obtenidas todas las palabras que sdlo
estan contenidas en este tag, las ordenamos segln su frecuencia de aparicion.

Ademas las palabras seleccionadas tienen que cumplir las siguientes condiciones:

v

Los caracteres que componen las palabras deben ser Alfabéticos, es decir se
descartan las palabras con caracteres especiales (", %$,%,&,/#,etc.) o caracteres
numéricos.

Si alguna de las palabras contiene un caracter especial al comienzo o al final, se
elimina dicho caracter y se procesa nuevamente.

Decidimos invertir tiempo en este punto para no descartar palabras de tags de alta
prioridad, por el simple hecho de que comiencen o finalicen con un caracter especial.
Por ejemplo, si en el tag Title aparece la palabra "Whale,” si no hiciesemos este paso
las descartariamos porque finaliza con coma.

Las palabras seleccionadas deben ser sustantivos (part of speech) [W31]

Las palabras seleccionadas no deben pertenecer al archivo StopWords [W29] (ver
Anexo StopWords).

Si alguna palabra no pertenece al archivo StopWords [W29], se le aplicara la técnica
Lemmatiser para obtener el lema de la palabra y se procedera a analizarlo.

Las palabras seleccionadas no deben ser Nombres Propios. Contamos con un archivo
importado en una tabla de la base de datos que contiene un listado de Nombres
Propios.

Finalmente, las palabras seleccionadas deben estar presentes en la base de datos
jerdrquica WordNet [W30], ya que esta se utilizara para obtener topicos mas
generales en la categorizacion.

Por Ultimo las palabras seleccionadas con los criterios mencionados con anterioridad se
almacenan en la base de datos para su posterior analisis semantico.

Veamos el pseudo codigo asociado a esta etapa.
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Recordemos que WordNet [W30] es una base de datos semantica jerarquica compuesta
por synsets (conjuntos de sinénimos), por lo tanto verificar la existencia de un item en ella
consiste en hallar al menos un synset que contenga al item que esta siendo analizado.
Ejemplos de synsets pueden encontrarse mas adelante en la implementaciéon del
Categorizador.

Ejemplo 5.2. La Figura 5.4 muestra el cdédigo Html correspondiente a la url www. whale-
web.com.
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<!DOCTYPE HTML PUBLIC "-//W3C//DTD HTML 4.0 Transitional//EN">
<HTML>

<HEAD>
<TITLE>Whale Web</TITLE>
<META content="text/html; charset=windows-1252"
http-equiv=Content- Type>
<META content="MSHTML 5.00.3315.2870" name=GENERATOR>
</HEAD>
<BODY aLink=#8fb4dd bgColor=#000072 link=#8fb4dd text=#000072 vLink=#8fb4dd>
<MAP name=mainpage><AREA coords=3,23,83,53 href="http://
www.whale-web.com/siteinfo.html" shape=RECT>
<AREA coords=3,53,83,80 href="http://
forums .whale-web.com/postlist.php?Cat=&amp;Board=news" shape=RECT>
</MAP>
<MAP name=ring>
<AREA coords=21,27,75,44
href="http://www.webring.org/cgi-bin/webring?ring=tursiops&amp;id=26&amp ;prev"
shape=RECT>
<AREA coords=83,27,123,44
href="http://www.webring.org/cgi-bin/webring?ring=tursiops&amp;id=26&amp;next5"
shape=RECT >
<AREA coords=132,27,161,44 href="http://www.tursiops.org/ring.html"
shape=RECT><AREA coords=167,27,201,44
href="http://www.webring.org/cgi-bin/webring?ring=tursiops&amp;id=26&amp;next"
shape=RECT></MAP>
<CENTER>
<TABLE border=0 borderColor=#000072 cellPadding=0 cellSpacing=0 width="100%">
<TBODY >
<TR>
<TD bgColor=#4c72bb width=141><IMG alt="Sumar! =)"
src="Whale Web archivos/sumar-top.jpg"></TD>
<TD bgColor=#4c72bb><IMG alt="Whale Web Header"
src="Whale Web archivos/ww-head.jpg"></TD>
<TD align=right bgColor=#4c72bb><IMG align=right alt=Menu border=0
src="Whale Web archivos/main-top.jpg" useMap=#mainpage></TD></TR>
<TR>
<TD align=middle bgColor=#4c72bb vAlign=top>
<CENTER><P>&nbsp;
<P><FONT color=#000072 face="comic sans, comic sans ms" size=-1><A
href="http://www.whale-web.com/finna.html" target=top>In Memory of
Finna</A></FONT></CENTER>
<P><P><I>From space, the planet is blue. From space, the planet is the
territory, not of humans, but of the whale.<BR>~Heathcote Williams</I>
<UL></UL></TD>
<TD bgColor=#8fb4dd colSpan=2 width="100%"><FONT
face="comic sans, comic sans ms" size=-1>
<P><P>
<TABLE border=0><TBODY>
<TR>
<TD>&nbsp ;<A href="http://www.whale-web.com/whales/index.html"><IMG
border=0 height=86 src="Whale Web archivos/whales-main.jpg"
width=213></A> </TD>
<TD><FONT face="comic sans, comic sans ms" size=-1>Many have been
hunted to near extinction - some may never recover. Only recently
have we learned more about the largest animal to have ever lived, or
about the whale that composes songs year after vear.</FONT></TD></TR>
<TR>
<TD>&nbsp ;<A
href="http://www.whale-web. com/dolphins/index.html"><IMG border=0
height=86 src="Whale Web_archivos/dolphins-main.jpg" width=232></A>

</ TD>
<TD><FONT face="comic sans, comic sans ms" size=-1>We've been entranced
for wesws by the bottlenose's wmuilsz and siunsd in aws of the largest dolphin
- orca - the top predator of the ocean that is

<A href="http://www.whale-web. com/porpoises/index.html"><IMG border=0

height=86 src="Whale Web archivos/porpoises-main.jpg" width=256></A>
</TD>
<TD><FONT face="comic sans, comic sans ms" size=-1>The smallest

family, these shy and retiring cetaceans are often overlooked. Dive
into their world to learn more about them.</FONT></TD></TR>
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<TR>

<TD>&nbsp; <A href="http://www.whale-web.com/resources/index.html" ><TMG

border=0 height=86 src="Whale Web_archivos/resources-main.jpg"
width=268></A>

</TD>
<TD><FONT face="comic sans, comic sans ms" size=-1s>Learn more about
cetaceans in general with videos, frequently asked questions,
scientific classifications, myths and legends, and careers with
marine mammals.</FONT> </TD></TR>
<TR>
<TD>&nbsp; <A href="http://forums.whale-web.com/"><IMG border=0
src="Whale Web_archivos/forum-main.jpg"></A> </TD>
<TD><FONT face="comic sans, comic sans ms" size=-1>Talk and discucs
cetaceans with others on the Whale Web forums!</FONT></TD></TR>
<TR>
<TD>&nbsp; <A href="http://www.whale-web.com/store.html"><IMG
border=0 height=86 src="Whale Web_archivos/store-main.jpg"
width=190></A> </TD>
<TD><FONT face="comic sans, comic sans ms" size=-1>Help us keep this
site going by buying a fantastic book, video, or CD featuring
cetaceans! We have read or thoroughly examined every one of these
products and own most of them. We'll give you our reviews so you
know you're getting some of the best items available.</FONT></TD></TR>
<TR>
<TD>&nbsp; <A href="http://www.whale-web.com/guestbook/guestbook.html "><IMG
border=0 src="Whale Web archivos/logbook-main.jpg"></A> </TD>
<TD><FONT face="comic sans, comic sans ms" size=-1>Sign our logbook
and let us know what you thought of your whale
watch!</FONT></TD></TR></TBODY></TABLE>
<CENTER>
<P><IMG border=0 src="Whale Web_archivos/ring.jpg" useMap=#ring>
<P><FONT face="comic sans, comic sans ms">You are whale watcher number
<IMG src="Whale Web_archivos/Count.gif"> since June 15th,
2000!</FONT></CENTER><P>&nbsp; </FONT></P></TD></TR></TBODY>
</TABLE></CENTER>
<P><FONT color=#8fb4dd face="comic sans, comic sans ms" size=-2>last updated
2/5/01<BR>Whale Web copyright 1996-2000<BR><A
href="mailto:kasatka@whale-web.com">kasatka@whale-web.com</A><BR><A

href="mailto:keet@whale-web.com">keet@whale-web.com</A><BR></FONT></P>
</BODY >

</HTML>

Figura 5.4: Cdédigo Html correspondiente a la url www. whale-web.com

Supongamos que ejecutamos el Preprocesador seteando el parametro que especifica la
cantidad de palabras por pagina en 30 y que obtuvimos los siguientes items: WHALE,
CETACEANS, SPACE, PLANET, LARGE, YEAR, LEARN, MEMORY, FINNA, TERRITORY, HUMAN,
EXTINCTION, ANIMAL, COMPOSE, ENTRANCE, SMILE, STAND, AWE, DOLPHIN, TOP, OCEAN,
MAN, SMALL, SHY, RETIRE, OVERLOOK, VIDEO, QUESTION, CLASSIFICATION y MYTH. El
item WHALE lo obtuvimos del tag Title y los demas items del tag Body, luego de ordenar
todos sus items segun la frecuencia de aparicion de los mismos en el texto.

5.6 Implementacion del Categorizador

El Categorizador realiza el proceso de analisis por cada usuario y al igual que el
Preprocesador, también decidimos separarlo en diferentes etapas: Generacion de Itemsets
Frecuentes, Clustering de Itemsets Frecuentes, Seleccién del Tépico de Mayor Bondad vy
Mapeo Toépicos-Usuarios.

En la primer etapa se obtienen todos los conjuntos de palabras frecuentes de las paginas
web accedidas por el usuario y sus vecindades, utilizando el algoritmo Apriori de Association
Rules [AS94]. En la etapa siguiente, se obtienen los grupos o clusters de conjuntos de
palabras frecuentes empleando un algoritmo de Clustering Conceptual del tipo Jerarquico y
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Aglomerativo[HM96]. Luego se identifica cada cluster con el topico de mayor bondad entre
toc_ios Ios, topicos que caracterizan al cluster[LK99]. La lltima etapa consiste en realizar la
_aS|gnacion de estos topicos al usuario con su correspondiente peso, realizando un mapeo
Inverso que depende de las paginas a las cuales accedié el usuario.

Cada una de estas etapas se ejecuta para cada usuario por separado. El pseudo cédigo
del al oritmo principal el sigui

5.6.1 Generacion de Itemsets Frecuentes

En esta etapa se obtienen los conjuntos de palabras (items) que ocurren juntas con cierta
frecuencia, llamados itemsets frecuentes en el conjunto de paginas web formado por el
requerimiento en analisis y la vecindad definida para dicho requerimiento.

La frecuencia de ocurrencia de un itemset es variable y se determina a través de un
parametro del sistema (Soporte de Association Rules). Para obtener los itemsets frecuentes
' mos al algoritmo Apriori [A

El algoritmo Apriori invocado en este método, genera los candidatos de itemsets
frecuentes en cada paso usando los itemsets frecuentes encontrados en el paso anterior. La
intuicién basica es que cualquier subconjunto de un itemset frecuente debe ser frecuente.
Veamos el pseudo codigo correspondiente a este algoritmo.
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Inicialmente, el algoritmo genera un itemset candidato a ser itemset frecuente por cada
item frecuente en la vecindad del requerimiento r. Luego entra en un ciclo que se ejecuta
mientras existan candidatos a evaluar, en el cual se calcula el soporte de cada candidato y
se definen como itemsets frecuentes aquellos que verifican el soporte minimo s, y a partir
de estos itemsets frecuentes obtenidos se generan los nuevos candidatos.

Para implementar este algoritmo utilizamos una estructura de datos compleja
denominada hash-tree para tratar en memoria los candidatos y los itemsets frecuentes
hallados en cada pasada del algoritmo.

5.6.2 Clustering de Itemsets Frecuentes

Una vez obtenidos los itemsets frecuentes, en esta etapa se generan los grupos o clusters
de itemsets frecuentes similares segin la medida de similaridad definida en términos de
cantidad de palabras y relaciones semanticas entre las mismas en el capitulo 3.

Es aqui donde se utiliza la jerarquia de conceptos Wordnet para agrupar aquellos
itemsets frecuentes que tienen una misma conceptualizacidon, es decir que tienen conceptos
en comun. De esta manera, se agrupan juntos aquellos itemsets frecuentes que son mas
similares en términos de cantidad de palabras y relaciones semanticas entre las mismas,
formando clusters de itemsets frecuentes “cohesivos”, dejando de lado aquellos itemsets
frecuentes aislados.

Cada cluster queda determinado por un conjunto de topicos que conceptualizan a los
itemsets frecuentes que pertenecen al cluster. Una vez obtenidos los clusters de itemsets
frecuentes de todos los requerimientos del usuario en analisis, se aplica nuevamente el
algoritmo de clustering, sobre los clusters obtenidos, para generar una abstraccion aun
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mayor en el nivel de conceptualizacién de tépicos. Veamos el pseudocddigo asociado a esta
etapa.

5.6.3 Obtencion de Topicos

Para agrupar los itemsets frecuentes en clusters, utilizamos el algoritmo getTopics. Este
algoritmo devuelve los padres en comn mas bajos en la jerarquia de WordNet [W30] de los
synsets que representan a los items recibidos como parametro. El algoritmo que utilizamos
en este proyecto surge del algoritmo de conteo de conceptos de la tesis “Robust Autormated
Topic Identification”[LIN97] . Veamos su pseudocodigo.
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Como vimos en el Capitulo 3, la minima unidad utilizada por WordNet [W30] son los
synsets o conjuntos de sinénimos. Cada synset posee un identificador univoco (offset), el
conjunto de palabras que lo componen y una descripcion.

Supongamos que ejecutamos el algoritmo con los siguientes parametros: Rt = 0.68 Ds
= 6 y {pear, apple}. El primer paso del algoritmo es hallar los synsets que representan a
cada uno de los items recibidos como parametro, invocando al método getSynsets. Por
ejemplo, al invocar a este método con los items Apple y Pear se obtienen:

e Dos synsets para Apple:

Universidad de Buenos Aires
Facultad de Ciencias Exactas y Naturales

82/181



SWMiner - Capitulo 5: Implementacion

v' Synset con offset 05775435 compuesto Unicamente por la palabra Apple y cuya
descripcion es “fruit with red or yellow or green skin and sweet to tart crisp
whitish flesh”.

v' Synset con offset 08933828 compuesto por las siguientes palabras: Apple,
Orchad apple tree y Malus pumila y cuya descripcion es “native Eurasian tree
widely cultivated in many varieties for its firm rounded edible fruits”

e Dos synsets para Pear:

v Synset con offset 05803355 compuesto Unicamente por la palabra Pear y cuya
descripcion es “"sweet juicy gritty-textured fruit available in many varieties”.

v" Synset con offset 08951407 compuesto por las palabras: Pear, Pear tree y Pirus
communis y cuya descripcion es “Old World tree having sweet gritty-textured
juicy fruit; widely cultivated in many varieties”

El segundo paso del algoritmo es obtener todos los synsets padres de los synsets
obtenidos en el paso anterior. Este paso lo realiza el método propagateParents y si lo
invocamos con los 4 synsets del ejemplo anterior obtenemos la siguiente jerarquia de
synsets (Figura 5.5).

Entity, Something

[

Vascular Form & i Food, Nutrient Plant Part

Woody Plant i Foodstuff, FoodProduct Plant Organ

,,,,,,,,,,,,,,,,,,,,,,,,,,,,

Angiospermus Tree

P I

Fruit Tree Editable Fruit

: Pear Apple Tree Apple Pear :
i Synset 08951407 | ! [ Synset 05775435 :Synset 05803355

: Apple :
i Synset 08933828 :

Figura 5.5: Jerarquia de Synsets para Apple y Pear

El siguiente paso del algoritmo es procesar todos los synsets obtenidos, para ello debe
calcular el peso y la proporcion de cada uno de los synsets. El calculo del peso lo realiza el
meétodo propagateWeight y se basa en la Definicion 3.6 y el calculo de la proporcion lo
realiza el método calculateRatio, que se basa en la Definicion 3.5.
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Veamos el codigo del método computeRatio que se aplica a todos los synsets obtenidos.
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Entity, Something

[

Life Form

P=2, R= 0.5, D=0

Plant, Flora
g s . T

H
H

Plant Part

PZR—lD

i Angiospermus Tree
P R=1|D=6

Fruit Tree

i Sk P

Organ

P=2, R= 1, D=4

Pe

| Synset 08951407 |

ar Apple Tree

Apple

P=1,R=1,

D=8 P=1, R= 1] D=8

Synset 05803355 D 708

P1R—-1D7u8

Apple

P=1, R= 1, D=9 Synset 08933828

REFERENCIA: P - PESO
R - PROPORCION

D - PROFUNIDAD

Figura 5.6: Calculo del Peso, Proporcion y Profundidad de los nodos
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Veamos el valor del peso, la profundidad y la proporcion de los nodos (synsets) de la
jerarquia de la Figura 5.6.

El siguiente paso del algoritmo getTopics es invocar al método getNodosTop para obtener
los nodos o synsets mas arriba en la jerarquia actual. En el caso particular del ejemplo de la
figura 5.6, se obtiene en la primera pasada el synset Entity.

Luego como el synset Entity tiene peso (2) y profundidad (0) , el algoritmo obtiene sus
hijos directos (Life Form, Object y Phisical Object) y continua ejecutandose. Finalmente el
resultado del algoritmo es la lista fiList con los siguientes synsets: Fruit Tree y Fruit.

Si observamos la Figura 5.6, vemos que estos synsets no son los padres en comin mas
bajos de la jerarquia para Apple y Pear. La razdon por la cual no se obtuvieron esta
relacionada con los parametros con los cuales invocamos al algoritmo (Rt = 0.68 y Ds = 6),
si volvemos a ejecutar el algoritmo con Rt = 0.68 y Ds = 7, obtendremos los siguientes
synsets: Fruit Tree y Pome, que si son los padres mas bajos en la jerarquia.

En nuestro proyecto necesitamos obtener siempre los padres mas bajos de la jerarquia,
aca surge la primer modificacion que realizamos al algoritmo. Nuestra modificacion consiste
en obtener la maxima profundidad (MaxDepth) de la jerarquia relacionada a los items
actuales, en este caso seria 10 (nodo de Apple, Figura 5.6) e invocar recursivamente al
algoritmo incrementando en cada llamada la profundidad en 1 hasta obtener los padres en
comun mas bajos en la jerarquia, teniendo en cuenta en cada llamada que la profundidad
sea menor MaxDepth - 1.

Después de realizar esta modificacion, ejecutamos nuestro algoritmo getTopics con
Rt=0.68 y Ds=2 y obtuvimos Fruit Tree y Pome y con el algoritmo original de la tesis
“Robust Automated Topic Identification”[LINS7] obtuvimos: Fruit y Fruit Tree.

Otra de las modificaciones que realizamos al algoritmo esta relacionado con Clustering. El
primer paso del algoritmo de Clustering es generar un cluster con cada uno de los itemsets
obtenidos con el algoritmo de Association Rules y obtener los topicos relacionados a cada
uno de los itemsets con el algoritmo getTopics. Si se invoca al algoritmo original con un solo
item, éste no devolvera nada ya que su funcién es devolver los padres en comin mas bajos
de la jerarquia de un conjunto de items. Para nuestro propoésito especifico necesitamos
obtener la lista de topicos que representan a este item, por lo tanto modificamos nuestro
algoritmo getTopics para que devuelva la lista de synsets que contienen al item.

Por ejemplo, si invocamos al algoritmo original con Apple la lista de tépicos resultante
estara vacia y si invocamos a nuestro algoritmo obtendremos los synsets que contienen al
item Apple:

v Synset con offset 05775435 compuesto Unicamente por la palabra Apple .

v Synset con offset 08933828 compuesto por las siguientes palabras: Apple,
Orchad apple tree y Malus pumila

Otro caso particular que detectamos en el cual el algoritmo original de la tesis “"Robust
Automated Topic Identification”[LIN97] obtiene una lista de toépicos vacia es cuando se lo
invoca con items de una misma rama. Por ejemplo, si invocamos a este algoritmo con
Rt = 0.68, Ds = 7 y {tree, woody plant} obtendremos una lista vacia.

Para resolver este problema decidimos agregar otro algoritmo gque soélo se ejecute cuando
nuestro algorimo devuelva una lista de topicos vacia. Este nuevo algoritmo verifica si existe
una relaciéon padre-hijo, entre los items que esta analizando y en caso de existir devuelve el
hijo, ya que consideramos que es mas especifico que el padre (generalizacion de sus hijos).

Continuando con el ejemplo anterior, nuestro nuevo algoritmo devuelve una lista
conteniendo al synset Tree. En este ejemplo invocamos a nuestro algoritmo con 2 items.
Veamos que sucede cuando lo invocamos con mas de 2 elementos de una misma rama, por
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ejemplo con {tree, vascular form, fruit tree}. En este caso obtenemos una lista con un
unico synset, fruit tree, que es el mas bajo en la jerarquia.

Finalmente nuestro algoritmo getTopics es el siguiente:

En el algoritmo resaltamos ias modificaciones que incorporamos respecto del algoritmo
original de la tesis "Robust Automated Topic Identification”[LIN97].
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Como mencionamos antes, agregamos un nuevo algoritmo al que denominamos
choiceTopics, este algorimto obtiene los topicos correspondientes a varios tems ubicados en
la misma rama de la jerarquia de WordNet [W30] y lo invocamos en el algoritmo de
Clustering para calcular la similaridad entre los items de 2 itemsets.

Continuemos con los métodos invocados en el método Clusterer. Veamos primero el
seudocodigo asociado al método findNearestClusters

Veamos como se calcula la similaridad semantica entre dos clusters.
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Este método invoca al método computeltemsetsSimilarity que calcula la similaridad
semantica entre los itemsets que componen los clusters basandose en la similaridad
semantica de los items que componen los itemsets y generalizando estos items con el
algoritmo getTopics.

Las formulas implementadas para calcular las similaridades semanticas entre clusters,
itemsets e items corresponden a las Definiciones 3.7, 3.8 y 3.9.

La similaridad de palabras entres dos itemsets se calcula de la siguiente manera:
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El método computeClustersWeight que calcula el peso de todos los clusters obtenidos
para el usuario utiliza la Definicidon 3.10 del capitulo 3.

El peso de los clusters se emplea para asignar pesos a las distintas categorias resultantes
para el usuario en analisis. Un cluster con peso alto significa que una gran cantidad de las
paginas accedidas por el usuario caen en él, lo cual nos da la pauta de que la categoria
resultante de dicho cluster tiene mucho peso en el perfil del usuario.

5.6.4 Seleccion del topico de mayor Bondad

Por cada cluster resultante de la etapa anterior se establece cual es el tépico, entre todos
los topicos que caracterizan al cluster, que mejor lo describe. Para ello implementamos un
algoritmo que calcula la bondad de un tépico para un cluster y seleccionamos aquel topico
con mayor bondad.

El algoritmo computeBondad utiliza las definiciones de frecuencia de un tdépico en un
cluster (Definicion 3.11), frecuencia relativa de un tépico en un cluster (Definicién 3.12) y
bondad de un tépico en un cluster (Definicion 3.13).

Universidad de Buenos Aires
Facultad de Ciencias Exactas y Naturales

90/181



SWMiner - Capitulo 5: Implementacion

El método computeBondad hace uso de la funcidon sumatoriaFrecuenciasRelativas que
acumula la frecuencia relativa del topico recibido por parametro en el resto de los clusters.
Veamos el pseudocddigo del calculo de la frecuencia relativa de un topico en un cluster.
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Ejemplo 5.3. Supongamos que los tdépicos del cluster ¢ compuesto por los itemsets

I,={Apple} y I,={Pear} son t;=Fruit Tree y t;=Pome (ver figura 5.6).

computeBondad(c) = max{ (fR(c,t;) * (fR(t;) / SFR(c,t1))), (fR(c,tz) * (fR(c,t2) / SFR(C,t5))) } =
=max{1, 1} =1

con fR = frecuenciaRelativa y sFR = sumatoriaFrecuenciasRelativas.

Tanto t; como t, son buenos descriptores del cluster c. Esto se debe a que los tépicos del
cluster verifican ser padres de todos los items que componen al cluster.

5.6.5 Mapeo Tépicos-Usuarios

En funcién de los clusters y topicos obtenidos en la etapa anterior, cada uno de los topicos
gue caracteriza un cluster define una categoria del usuario en analisis. El peso de dicha
categoria se establece en funcion del peso del tépico correspondiente. En esta etapa se
actualiza la base de datos almacenando las categorias resultantes para cada usuario en
analisis, cada una con su respectivo peso.

El mapeo de usuarios consiste en asignar a los usuarios los topicos que describen a los
clusters obtenidos a partir de los requerimientos de cada uno de ellos.

5.7 Resumen

En este capitulo detallamos como fue implementada cada una de las diferentes etapas de
SWMiner, presentamos el pseudo codigo asociado a cada una de ellas y describimos nuestro
algoritmo de obtencién de tépicos (getTopic - Modificado) especificando las diferencias de
éste con el algorimo getTopic de la tesis Robust Automated Topic Identification [LIN97].
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CAPITULO 6: Experimentacion

6.1 Introduccion

En el presente capitulo detallamos los experimentos realizados con SWMiner, mostramos los
resultados obtenidos en cada una de las etapas y los comparamos con los resultados
obtenidos con TOPIC [W36], con el Directorio Google [W37, W38] y con una categorizacion
realizada a mano.

6.2 Experimentacion

Para cada uno de los logs con los cuales realizamos los experimentos, se efectudé un
seguimiento de todos los requerimientos obtenidos en la etapa de depuracidon, asi como
también de todos los IN y OUT links obtenidos en las vecindades de los requerimientos.
Luego se evaluo la performance y eficacia de las siguientes etapas del sistema:

Identificacion de Idiomas

Part of Speech

Lemmatiser

Clustering e Identificacion de Topicos

Se compararon los resultados obtenidos con SWMiner contra los resultados obtenidos con
TOPIC [W36], con el Directorio Google [W37, W38] y con una categorizacién realizada a
mano.

6.2.1 Identificacion de Idiomas

Para medir la performance del algoritmo de identificacion de idiomas de Cavnar y Trenkle
[W21, CT94, CAV94, W22], utilizamos la Definicion 3.18 [Hits, Misses y Mistakes para
Identificacion de Idiomas].

Comparamos el idioma obtenido por el algoritmo para cada una de las paginas analizadas
contra el idioma real de las mismas. El conjunto de paginas analizadas en cada experimento
corresponde al conjunto formado por todos los requerimientos junto con todos los IN y OUT
links en la vecindad de los mismos.

6.2.2 Part Of Speech

Para medir la performance del algoritmo de Part Of Speech [W31, W32], utilizamos la
Definicién 3.20 [Hits, Misses y Mistakes para Part Of Speech].

Tomamos un requerimiento en forma aleatoria de entre todos los requerimientos de cada
log con su vecindad de IN y OUT links completa; y por cada pagina correspondiente,
analizamos las primeras 100 palabras extraidas en la etapa de preprocesamiento de
documentos web, comparando los sustantivos identificados por el algoritmo contra los
sustantivos identificados manualmente.

6.2.3 Lemmatiser
Para verificar la performance del algoritmo de Lemmatiser [W26, W27, W28], utilizamos la

definicion 3.19 [Hits, Misses y Mistakes para Lemmatiser].

Analizamos todos los sustantivos extraidos de cada una de las paginas involucradas en la
evaluacion de Part of Speech, y comparamos los lemas obtenidos por el algoritmo de
Lemmatiser contra los lemas identificados manualmente.
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6.2.4 Clustering e Identificacion de Topicos

Para cada una de las paginas involucradas en el andlisis de un log se extrae una cantidad X
de palabras (entre todos los sustantivos identificados anteriormente) de los tags Html/
considerados con mayor peso, las cuales representan a la pagina. X es configurable, ya que
es uno de los pardametros del SWMiner.

Cabe aclarar que no siempre se obtiene la cantidad especificada X de palabras por
paginas ya que muchas de las palabras son descartadas por no ser consideradas sustantivos
por el algoritmo de Part Of Speech o por ser palabras de la lista de Stopwords o por no
existir en WordNet. Es muy importante la existencia en WordNet de las palabras con las
cuales se trabaja, ya que SWMiner utiliza esta jerarquia semantica para obtener los tépicos
que conceptualizan a las palabras contenidas en los itemsets frecuentes.

Los conjuntos de palabras extraidas representan las transacciones sobre las cuales se
aplica el algoritmo de Association Rules [GON96, ASI93, AS94] para obtener los itemsets de
palabras frecuentes que aparecen en el conjunto de paginas en analisis de un usuario
formado por los requerimientos y sus vecindades.

El algoritmo de Clustering aplica las Definiciones 3.7 [Similaridad de palabras entre
Itemsets], 3.8 [Similaridad Semantica entre Itemsets] y 3.9 [Similaridad entre Clusters] y
utiliza la cota de Minima Similaridad entre Clusters TOP(parametro del sistema) para
determinar cuando debe agrupar los clusters.

Para obtener los topicos que finalmente describen a cada cluster resultante utilizamos las
Definiciones 3.11 [Frecuencia de un Topico en un Cluster], 3.12 [Frecuencia Relativa de un
Tépico en un Cluster] y 3.13 [Bondad de un Topico en un Cluster].

6.2.5 SWMiner vs. Google

El Directorio Google [W37] integra la sofisticada tecnologia de busqueda de Google con las
paginas del Open Directory (Directorio Abierto) [W38]. El Open Directory es un amplio
directorio publico dirigido por Netscape, creado y mantenido por un grupo mundial de
redactores voluntarios que evaltan sitios para su inclusion en el directorio. Las paginas web
seleccionadas por estos redactores son organizadas dentro de una serie de amplias
categorias debajo de las que existen muchas sub-categorias mas especificas. EI Open
Directory es la mas amplia base de datos de contenido web distribuida y clasificada por
humanos. Google, asi como también Lycos y HotBot entre otros, utiliza esta jerarquia como
la base de su propio directorio.

Para medir la eficacia del algoritmo de identificacion de tépicos, utilizamos la Definicién
3.21 [Hits, Misses y Mistakes para Identificacion de Topicos]. Comparamos las categorias
obtenidas por SWMiner para un usuario determinado del log en analisis, contra las
categorias asignadas al conjunto de paginas web accedidas por dicho usuario en el
Directorio Google. Google establece para cada pagina web una jerarquia de categorias.

Del mismo modo que las categorias que define SWMiner para un usuario se corresponden
con los topicos mas bajos en la jerarquia de WordNet que cumplen con las condiciones
necesarias, por cada pagina correspondiente a cada requerimiento del usuario decidimos
tener en cuenta solamente las 4 Ultimas categorias de la jerarquia de categorias asignada
por Google a cada pagina, ya que las categorias superiores son demasiado genéricas y no
aportan informacién para discriminar el significado semantico de las paginas.

6.2.6 SWMiner vs. TOPIC
Comparamos las categorias asignadas por SWMiner al usuario del log en analisis contra los

tépicos que se obtienen con la herramienta TOPIC (7Jronto Fage Influence Computation)
[W36] para cada uno de los requerimientos del log.
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6.2.7 SWMiner vs. Categorias asignadas manualmente

Por ultimo, aplicamos la Definicion 3.21 nuevamente para comparar las categorias
asignadas por SWMiner con las categorias asignadas en forma manual segin el contenido
de los documentos Htm/ correspondientes a los requerimientos accedidos por el usuario del
log en analisis.

6.2.8 Experimentos

Con la finalidad de validar la necesidad de algunas etapas definidas en SWMiner, sometimos
los logs a diferentes experimentos. A saber:

=  SWMiner con Normalizacion Morfoldgica de palabras y con Clustering
= SWMiner con Normalizacion Morfoldgica de palabras y sin Clustering
= SWMiner sin Normalizacion Morfoldgica de palabras y con Clustering
= SWMiner sin Normalizacién Morfoldgica de palabras y sin Clustering

Entendiendo por Normalizacién Morfoldgica de palabras a las etapas de aplicacion de Part
Of Speech y Lemmatiser.

Los logs utilizados en los distintos experimentos fueron generados en forma manual,
conteniendo en su mayoria requerimientos de paginas especificas de animales, dado que la
jerarquia de animales se encuentra bien definida en la jerarquia WordNet. Los
requerimientos que componen el log genérico utilizado en el Ultimo experimento, fueron
extraidos del sitio web de TOPIC [W36] de la pagina
http://www.cs.toronto.edu/db/topic/examples/known-auth.html con la finalidad de
comparar los resultados obtenidos con SWMiner contra los obtenidos con TOPIC.

6.3 Experimentos con Log de Mamiferos Marinos

6.3.1 SWMiner con Normalizaciéon Morfolégica y con Clustering

6.3.1.1 Parametros de SWMiner

En la tabla 6.3.1 detallamos el valor de los parametros y/o variables del sistema utilizados
en en los siguientes experimentos.

Cantidad de Out Links por Link 2

Cantidad de Niveles 2
Cantidad de Palabras por Pagina | 50
?;;;)orte Association RuIesO3
Similaridad Minima entre Clusters 0.7
Wo.r..dNet T s e 068

Tabla 6.3.1: Parametros del SWMine
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6.3.1.2 Requerimientos y su Vecindad

En los siguientes experimentos el Depurador del SWMiner analizdé un log del cual obtuvo los
3 requerimientos que se describen en la Tabla 6.3.2.

Requerimientos del Log

http://dkd.nat/whaies/

: nttp://www.whale-web.com/

3 | http://www.crru.org.uk/

Tabla 6.3.2: Requerimientos del Log

Uno de los primeros pasos del preprocesador del SWMiner es identificar el idioma
correspondiente al texto de los requerimientos. Observando el texto de estos 3
requerimientos concluimos que los 3 corresponden al idioma inglés y al ser analizados por el
SWMiner, éste identificd el idioma correctamente.

Vecindad de los requerimientos

Las Tablas 6.3.3, 6.3.4 y 6.3.5 y las figuras 6.3.1, 6.3.2 y 6.3.3 muestran los links y out
links obtenidos para cada uno de los requerimientos anteriores.

5 4 ’ IN : hitp://dkd.net/services/index.html

6 4 | IN i hitpy//dkd.net/music/tune35.html

9 IN - http://techcenter,davids-’m.klz.nc.m/cprirnq0271;e<ourcesHP.htm

10 o IN http://www.omanforum..';r.'v.l%'/"index.cfm/fuseacts'c;'i;s/threaé:i/CFB/l/TID/S?‘&!é """"
Z/StartRow/31.¢cfim

noo IN : http://www.boa.t.;nqoz‘cam,aLJ,.";JHc)”;a”t'i.r.\-f'qnl'iH;'s-:-r.w.;c?r.\.

12 11 IN http://www.boatmqoz.cc'm,au/rxev\/sgﬁrz—a:r{'-crr;x“

13 11 vvvvv IN httD'.//wwvv.boa;:.i.ﬁ;;z.com.au/newsqen.h";l'n ........................

15 E http://www.infoperak.comy/index. htm

16 15

i http://www.infoperak.com/assemain.htm

17 15 IN hitp://www.infoperak.com/rts.htm

18 ouT http://dkd.net/whalas/hbwdolgh. htrni

19 18 ouT http://dkd.net/whales/hbwhb.html

20 | 18 | OUT | hitpi//dkd.net/whales/index.html

21 OUT | hitp://dkd.net/whales/stranded i

22 21 ouT http://dkd.net/whales/hbhback.html

23 21 OUT http://dkd.ﬁr;;t;whaIes,’hbwbehav.html "

22 OUT  hupi//dkdnet/whales/wsoundsheml
25 24 OUT mp:[/dkd.net/.;/.\./.haIes/hbminke..gt”r;i ..................................
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26 24 ouT hitp://dkd.net/whales/oceania.html

' http://dkd.net/whales/hbwhoats.html

http: //www Qceania.erg. au/exped|t;on/exoed[taon hfml

29 27 | OUT hitp: Jiwialeplanet.net/herveybay

Tabla 6.3.3: In y Out Links del Requerimiento 1

InLinks v OutlLinks del
Reguerimiento 1
Nivel 1 Nivel Q Nivel 1

Figura 6.3.1: In y Out Links del Requerimiento 1

31 IN ; http://members.aol.cony/spot645/KillerWhalesinCaptivity.himi

32 IN http://www.andrea-schroeder.com/Orcae.html

33 IN htta:/iwww.thsics.helsinkiAﬁ/v.lga"i/;/‘v‘rha!cons.html

34 33 IN m;h‘rtp //www.physics.helsinki.fi/whale/reflect. hitml

35 33 IN ;http.//wv‘iw.phvs:cb.he[smki.ﬂ ‘whale/comi cs/seh/arch eti. html

36 Ii\.l Nepliweweoraiomedeiedtn.

37 ) 36 PIN | h’rtp //WWW rore. net/%7Eaemm/wha!es/exolore h‘rm

38 >36v ' IN http://www, blrmtmever com/Delphme/lmksdelphmp html
40 : ' IN htto://www,tomiqa'y'a.shibuya.tokyo.'T.I'D.;-iill\//’linklibrarv.html
41 40 IN http://www.tomigaya.shibuya.tokyo.jp/%7Ebigiwin/BTX/linkpage.html
43 : ouT http://www.wh“aIe-web.com/ﬂnna.htmi -
44 i out ;fhttp://www.whaie—web,com/whaﬁes/index.html
45 : 44 OUT ht‘to;/‘::;‘\;‘\;\‘/:/‘\;,whaEe—web,com/whaEes/bi;;,html .....
""""""" 46 44 ouT ;"}‘;é;v::";\'/vww.whaIe—web.“comlwhales/ﬂn.htmi
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47 i : ouT ;htto://www.whaie~web,ccm/doiphins/index.html

48 47 ouT | http://weew.whale-web.com/dolphins/ahd.htmi

49 47 ouT ' http://www.whale- web com/do!phms/bottlenosa htrﬁl
.......... 50 OUT -?.http.//W\;«'/'\‘f'vu,'whaIe~web,c;'r.v.w'./'porpmaes/mdex.htm(
51 50 i out htfp //www «vhata web CCI’Y\/DOI‘]Z)Ohe s/vaquita. ht Tif
52 o 50 OUTht"D LIWWW. whaia web cony, ob}bézgéé,; Ifarbor html D
53 ouT http://www.whale-web.com/resources/index.htmi
54 53 ouT http://www.whale-web.com/resources/scinarnes. hitml
...... 55 53 OGT http //www . whate- web fole} mv,";e":;ourcac/cla;;.|'t;;";tlon html

Tabla 6.3.4: In y Out Lmks del Requerimiento 2

InLinks v Outlhinks del
Requerimlenta 2z
Nivel 1 tivei O | Niv i

Figura 6.3.2: In y Out Links del Requerimiento 2

56 IN  http.//www.crru.org.uk/humpback.hitm
57 56 IN http://curworld.compuserva.com/homepages/BMLSS/news2001 . htm
59 .56 . IN http://curworld.compuserva.com/homepages/BMLSS/Cetacea.htm
[ T OUT et www, erry Org. b Wh O N
62 61 . our hitp://www.bdmir.org.uk )
63 61 OUT http://search.freefind.com/find.htmi?id=210238&m=08&p=0
64 | OUT__inttp://www.crru,org,uk/moray.htm

65 64 i OUT inttp://www.crru,org.uk/sunset.htm

66 64 . out pttp://www.crru.org.uk/sponsors. htm

.67 | OUT http:i/fwww.crru.org.uk/training.htm
| OUT _ihttp://www.bdmir.org.uk/pages/handbook.html e
OUT http://www.bdmir.org.uk/pages/memberhtmi

Universidad de Buenos Aires
Facultad de Ciencias Exactas y Naturales

98/181



SWMiner - Capitulo 6: Experimentacion

70 OUT  http://www.crru.org.uik/research.htm
74 70 OUT  http://cgi.europhiukes.nat/html pages/index.shtm!
75 70 _OUT  hitp://www.crru.org. ui/prestudies htm =~
76 i OUT  ihttp://www crru.org.uik/studies htm
77, 76 i OUT  ihttp://www.crru.org.uk/help htm
i 78 76 _OUT  http://www.crru.org.uk/research. htm#studies

Tabla 6.3.5: In y Out Links del Requerimiento 3

InLinks v OutlLinks del
Reguerimiento 3

Nivel 1 Nivel O Nivel 1 Nivel 2

12

Nivel

Figura 6.3.3: In y Out Links del Requerimiento 3

Como puede observarse en las Tablas 6.3.3, 6.3.4 y 6.3.5, SWMiner no obtuvo la
cantidad de in y out links por requerimiento y por link especificados como parametros del
sistema. Analicemos algunos de estos links en detalle para entender porqué sucedio esto.

Lo primero que podemos observar en la tabla 6.3.3 es la ausencia de los links 7, 8 y 14,
esto se debe a que, para cada uno de los links, el sistema obtuvo via ftp archivos html de
OKb. Al hacer ftp se produjo el siguiente error: "Socket closed”. En segundo lugar, en la
Tabla 6.3.3, podemos observar la ausencia de inlinks para el link con id 9, esto se debe a
que Altavista no encontré ninguna pagina que apunte a dicho link.

Observando la Tabla 6.3.4 detectamos la ausencia de los links 39 y 4. Con estos links
sucedioé lo mismo que con los links 7, 8 y 14 del requerimiento 1, se obtuvieron archivos
htm! de OKb. También notamos que para el link 40 s6lo se obtuvo un inlink (link con id 41),
esto se debe a que Altavista obtuvo 2 paginas que a puntan a este link y que sélo una de
ellas fue considerada por el sistema como escrita en idioma inglés. También notamos que
para el link 43 no se obtuvieron outlinks.
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El requerimiento 3 es un caso especial, ya que el cédigo html correspondiente a la pagina
http://www.crru.org.uk/ contiene frames, y SWMiner reemplaza la url original por el link
indicado en este coédigo como el correspondiente a la pagina pero sin frames, es decir por
http//www.crru.org.uk/sitemap.htim. Analizando el contenido de la Tabla 6.3.4 detectamos
que para este requerimiento solo se obtuvo un inlink. El motivo por el cual sucedi6 esto se
debe a que Altavista sélo encontrdé una pagina que apunte al requerimiento.

En la Tabla 6.3.5 puede observarse la ausencia de los links 60, 71, 72 y 73. el motivo por
el cual sucedié esto es que el sistema los consideré no escritos en inglés, aunque al
observar el texto correspondiente a cada uno de ellos podemos ver que estdn escritos en
inglés. Este error lo tuvimos en cuenta al calcular los porcentajes Precision y Recall
correspondientes al algoritmo de identificacion de idiomas.

En la Figura 6.3.4 se puede observar que la pagina correspondiente al link 71 fue escrita
en idioma inglés, aunque para el sistema no lo esta.

EUROPHLUKES -
Initiating a European Network
to develop a European

Cetacean Photo-ID System and
Database

EUROPHLUKES
porpoises), C
identification i

be alarge database of photos of cetaceans (whales, dolphins and

are extremely difficult to study in their ratural e ':mmnnr Fhaoto-
chnigue to recognise individual animals from pho
na rmuch of the information needed for mahaging
inable marine ecosystem

apartofa

make it pu;blble to er the ques
photographed in Europesan waters, an vf 50, uhern and v

EUF\\ OPHLUKES

S (sn(rtcj A(ﬂJ( )thm th=- Ers niay, v
e e wlr;nmr-nr rh» matlL muammme The Lunrrdl’r nu

r mare information contact:
Ruben Huele

Europhlukes coordinator

ntre of Environmental Scence

Figura 6.3.4: Pagina correspondiente al link 71

6.3.1.3 Evaluacion del algoritmo de Identificacion de Idiomas

Para medir la performance de la metodologia de Cavnar y Trenkle [W21, CT94,
CAV94,W22] analizamos todos los in y out links correspondientes a los requerimientos 1, 2
y 3. Para completar la Tabla 6.3.6 utilizamos la Definicion 3.18 [Hits, Misses y Mistakes para
Identificacion de idiomas]

http://dkd net/whales/ P24 0 ‘ 0 : 1,00 i 1,00

_http//fwww.whale-web.com/ 23

hittp://www.crry.org. uk/

Tabla 6.3.6: Precision y Recall para Identificacion de Idiomas

Precision - Valor Promedio: 1
Recall - Valor Promedio: 0,93
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De estos valores podemos concluir que el 100% de las paginas reconocidas por el
algoritmo de identificacion de idiomas como escritas en idioma inglés efectivamente lo son
y que del total de las paginas analizadas, el algoritmo reconocié correctamente el idioma
del 93%. El no haber detectado el 7% de las paginas restantes como escritas en idioma
inglés no incrementa el porcentaje de error del sistema, ya que el mismo sdlo continua
analizando las paginas que reconocié como escritas en idioma ingles vy el idioma del 100 %
de éstas fue correctamente reconocido.

6.3.1.4 Evaluacion del algoritmo de Part Of Speech

Para analizar la performance del algoritmo de Part Of Speach [W31, W32] analizamos 100
de palabras del requerimiento 1 (http://dkd.net/whales/) y de cada uno de sus IN vy OUT
links. Para completar esta Tabla 6.3.7 utilizamos la Definicion 3.20 [Hits, Misses y Mistakes
para Part Of Speach]

0,95

........................................ 0,94 i..0947 i
........................... 0,74 . ..i...085
2 ..983
0,81
0,79
0,79
- 0,72
...... 18 077
20 073
21 ...071.
| 12 0,84
29 48 27 35 | 066
30 37 | 30 33 0,53

Tabla 6.3.7: Precision y Recall para Part Of Speach
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Precision & Recall para Part of Speach
1,00
‘\\ /AN
- 0,80 [ ‘\/I > \ //"‘\ = N
o |
‘w 060 N/
8 040
% 020
0,00 T T T T T T T T T T T T T T T 1
~ OO © U N WO W - 0 0 N M <
< S N N © © © © © © N~ NN~
O O O O O O O o o o o o o
Recall

Figura 6.3.5: Precision y Recall para Part Of Speech

Precision - Valor Promedio 0.78
Recall - Valor Promedio 0.63

Estos valores indican que 78% de los sustantivos obtenidos por el algoritmo de Part of

Speach son correctos y que del total de sustantivos existentes el algoritmo reconocio el
63%.

6.3.1.5 Evaluacion del algoritmo de Lemmatiser

Para verificar la performance del algoritmo de Lemmatizacion [W26, W27, W28] analizamos
todos los sustantivos obtenidos del requerimiento 1 (http://dkd.net/whales/) y de cada uno
de sus IN y OUT links. Para completar la Tabla 6.3.8 utilizamos la Definicion 3.19 [Hits,
Misses y Mistakes para Lemmatiser]

......................................... 1B Qb 100
....................... 9. 0
11 0
12 190 92 5
13 184 74 4
15 48 24 0
...................... 16 1124 0
17, 9 | ..23 0
19 31 13 0
............... 20.... 36 BB
9 ............ 2
20 .............. 1
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Tabla 6.3.8: Precision y Recall para Lemmatiser

Precision & Recall para Lemmatiser

1,05 -
5 1,00 ‘ : e —
@ g5\ \/\ \ /\/
[T ! [ \/ \\/
P |
& 0,90
0,85

Figura 6.3.6: Precision y Recall para Lemmatiser

Precision - Valor Promedio: 0.98
Recall - Valor Promedio: 0.68

Estos valores indican que el 98% de los lemas obtenidos por el algoritmo de
Lematizacion son correctos y del total de palabras analizadas el algoritmo obtuvo los lemas
del 68%.

6.3.1.6 Itemsets Frecuentes

En esta seccidn presentamos los itemsets frecuentes obtenidos al aplicar el algoritmo de
Association Rules [GON96, ASI93, AS94] sobre todas los sustantivos que representan a
cada uno de las paginas involucradas en este analisis. Las Tablas 6.3.9, 6.3.10 y 6.3.11
describen los itemsets frecuentes obtenidos para cada uno de los requerimientos.

8 0.36000001430511475 RIGHT
0.31999999284744263 BOAT

42 0.31999999284744263 HUMPBACK
: ‘QUEENSLAND
WHALE
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43 0.31999999284744263 EDOLPHIN
3 ‘QUEENSLAND
WHALE
WORLD

44 0.31999999284744263 DOLPHIN

| HUMPBACK
QUEENSLAND
WHALE

............

45 0.31999999284744263 CETACEAN
| HUMPBACK
QUEENSLAND
..................... WHALE
46 20.31999999284744263 HUMPBACK
| 10Go

‘QUEENSLAND

TR R i T AR b o

Tabla 6.3.9 :

53 0.375 ;WHALE
__________________________________ .. CETACEANS
57 0.375 WHALE
éQUESTION
% tORRECﬁON

Tabla 6.3.10 : Itemsets Frecuentes del Requerimiento 2

En la Tabla 6.3.10 podemos observar que aparece la palabra Cetaceans. Esta palabra
pertenece al 32 % de las palabras a las cuales el algoritmo Lemmatiser no pudo hallarles su
lema; en el caso particular de esta palabra el algoritmo debid haber hallado Cetacean.

92 :0.73684209585189819 iDOLPHIN

‘PORPOISE

124 10.73684209585189819 WHALE
DOLPHIN
CETACEAN
RESCUE
| : KILLER
UNIT

Tabla 6.3.11 : Itemsets Frecuentes del Requerimiento 3
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6.3.1.7 Clustering e Identificacion de Toépicos

El algoritmo de Clustering se ejecuta una vez para cada requerimiento y una vez mas para
intentar agrupar los clusters de todos los requerimientos del usuario. Para obtener los
clusters el algoritmo aplica las Definiciones 3.7 [Similaridad de palabras entre Itemsets],
3.8 [Similaridad Semantica Inter-Itemsets], 3.9 [Similaridad Intra-Cluster] y 3.10
[Similaridad Inter-Clusters] y el parametro del sistema Similaridad Minima entre Clusters
utilizado por el algoritmo de Clustering para determinar si dos clusters deben ser agrupados
0 no.

En la Tabla 6.3.12 detallamos los diferentes valores de similaridad obtenidos en cada
pasada del algoritmo de Clustering entre todos los pares de itemsets correspondientes al
requerimiento 1 y resaltamos en negrita los itemsets que se agrupan en cada pasada.

1 8 22 . 0,833333 |
42 0,75
43 0,6
44 : 0,8
45 0,5
e s
22 42 . 0,538462
: 43 0,625
aa | 0806452 |
45 . os38a62 |
) 46 . 0,538462
a2 a3 . o067078 |
42| 0813953
45 | 0,46667
........................ 460703704 |
43 44 | 0,813953
. as . 0,636364
..... 4. 0058763
a4 45 . 0652174 |
,,,,,,,,,, .46 0975401
as | a6 . 0,466667
2 8 22 . 0,833333
@ 0,75
43 0,6
45 0,5
.............. 4446 | 0833333 |
22 42 i 0,538462
L a3 0,625
45 . 0538452
4446 0,795455
a2 43 . 0,967078
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45 . 0,46667
........................................... 44-46 0828571

43 45 . 0,636364

44-46 | 0,949367
45 4446 . 0,793103

3 8 22 . 0,833333

45 0,5

a4-46 | 0,833333
e 4243 | 0769231 |

22 45 0,538462

44-46 | 0,795455
42-43 i 0,689655

a5 44-46 0,793103
44-46 42-43 ¢ 0,954023
4 8 5 22 . 0,833333
. 4445 | 0833333
22 44-46 0,795453
,,,,,,,,,,,,,,,, 42-43-45 0,714286
....................... 44-46 42-43-45 0,949749 |
5 8 22 0,833333
42-43-44-45- |
.......... 46 e 0’828571
 42-43-44-45- |
.............. 22 b A6 i....0,790698
42-43-44-45-
LI ho...46 4 822 i 058 ]

Tabla 6.3.12: Pasadas del Algoritmo de Clustering para el Requerimiento 1

La Figura 6.3.7 describe graficamente como se fueron agrupando los clusters.
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9 |
| 1

| ltemsets 42y 43

|
|
|
|
|
| c2 X

Itemset 8 ltermset 22

c3 A
ltemset 42 Itemset 43

Figura 6.3.7: Clusters del Requerimiento 1

Las Tablas 6.3.13 y 6.3.14 detallan las pasadas del algoritmo de Clustering
correspondientes a los requerimientos 2 y 3 respectivamente.

1 : 53 D7 0,62963

Tabla 6.3.13: Pasada del Algoritmo de Clustering para el Requerimiento 2

Tabla 6.3.14: Pasada del Algoritmo de Clustering para el Requerimiento 3

No realizamos las figuras correspondientes a la ejecucidén del algoritmo de Clustering
para los requerimientos 2 y 3 porque son triviales, para el requerimiento 2 se obtuvieron 2
clusters, uno para el itemset 53 y otro para el itemset 57 y para el requerimiento 3 se
obtuvo un solo cluster formado por los itemsets 92 y 124,

La Tabla 6.3.15 describe los clusters obtenidos con sus respectivos topicos y el
requerimiento al que corresponden. Estos clusters son los que se obtienen antes de aplicar
el algoritmo de Clustering a todos los clusters del usuario con el fin de agrupar los clusters
similares.

1 1 i 42-43-44-45- |person, individual, someone, somebody, mortal, human,

46 soul
natural object
vertebrate, craniate

Whale

2 8-22 Right
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instrumentality, instrumentation
rightfield, right

right, rightfulness

right, right hand

vertebrate, craniate
Whale
Dolphin

Tabla 6.3.15:

Tépicos de los clusters

Una vez obtenidos todos los clusters correspondientes a cada requerimiento del usuario,
el sistema aplica una vez mas el algoritmo de Clustering sobre todos ellos con el fin de
agrupar los clusters con tépicos similares y reducir asi la cantidad de tépicos que le asignara

al usuario.

La Tabla 6.3.16 detalla las distintas pasadas del algoritmo de Clustering para agrupar
todos los clusters de los requerimientos y la Figura 6.3.8 muestra dichas pasadas

graficamente.

i ' 42-43-44-45-46 8-22 0,58
: 5 53 0,419355
57 i 0,416667
_______________ 92-124 _0,973168
8-22 53 0,25
57 0,4
......... 92:128 b D2
53 57 0,62963
92-124 0,835616
2 8-22 53 0,25
57 0,4
- 42-43-44-45-46-92-124 : 0,857895 :
53 57 0,62963
...A4-46-92-124 0,848819
57 44-46-92-124  :.0,845114
3 53 57 0,62963
foresnnssmesssie s A 2 O-44-45-46-92-124 : 0,835841 :
__________________________________ 57 44-46-92-124 0,837796

_142-43-44-45-46-53-92-124 | 0,837796 _

Tablas 6.3.16: Pasadas del Algoritmo de Clustering para todos los Requerimientos
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7\

c8 |
|[Nemsets 8,22, 42, |
| 143,44 45 46, 53 |
\ 92 124
L y 2t
—
€7 |
ltemsets 8,22, 42,
43.44 45 46,92 ‘
124
| e ) |
| | | ‘
c6 |
Itemsets 42, 43, ‘

44,45 46,92y
124 /
ci

3
Itemset 42, 43, c2 C“Q c4 R 5]
44 45y 46 Iltemsets 92 y 124 Itemsets 8y 22 ltemset 53 ‘ Itemset 57

Figura 6.3.8: Clustering de Clusters

La Tabla 6.3.17 describe los tdpicos correspondientes al cluster final.

person, individual, someone, somebody, mortal, human, soul

i vertebrate, craniate

iwhale

.92 irightfield, right

124 . right, rightfulness

Tabla 6 3.17: Tépicos deI Cluster Final

Al observar los topicos obtenidos en las Tablas 6.3.15 y 6.3.17 notamos que al aplicar el
algoritmo de Clustering a los clusters del requerimiento sélo se evitan tener topicos
repetidos, ya que el algoritmo obtuvo los mismos topicos.

6.3.1.8 Categorias

Finalmente las categorias asignadas al usuario del log son los tdpicos de mayor bondad de

cada uno de los clusters generados para el usuario a partir de los requerimientos del
mismo.
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A continuacion presentamos los topicos de mayor bondad correspondientes a los clusters
obtenidos para cada uno de los requerimientos (Tabla 6.3.18) y el tépico de mayor bondad
correspondiente al cluster final (Tabla 6.3.19). Para obtener dichos tépicos SWMiner utiliza
las definiciones 3.11 [Frecuencia de un Topico en un Cluster], 3.12 [Frecuencia Relativa de
un Topico en un Cluster] y 3.13 [Bondad de un Tépico en un Cluster].

1 42-43-44-45-46 i Whale
_____________________________ 2 8-22 : Instrumentality, instrumentation
........ 2 3 53 i Whale
_________________________________________________ 4 i 57 i message, content, subject matter, substance

5 ¢ 192-124  : killer whale, killer, orca, grampus, sea wolf, Orcinus orca
Tabla 6 3 18 Toplcos de Mayor Bondad de los clusters de los Requerimientos

Por lo tanto si SWMiner solo aplica el algoritmo de Clustering a los requerimientos del
usuario los tépicos de la Tabla 6.3.18 serian las categorias correspondientes al usuario que
realizd los requerimientos pero como aplica una vez mas el algoritmo de Clustering sobre
todos los clusters obtenidos termina asignandole al usuario, las categorias descriptas en la
Tabla 6.3.22.

1 ’8 22-42-43-44-45 i killer whale, killer, orca, grampus

46 53 57 92 124 192 - sea wolf Orcmus orca

Tabla 6.3.19: Tépico de Mayor Bondad del Cluster Final

Si comparamos las categorias de ambas tablas, vemos que las categorias de la Tabla
6.3.18 son mas especificas que las de la Tabla 6.3.19, sin embargo en la primera aparecen
categorias que poco tienen que ver con los mamiferos marinos, como ser las
correspondientes a los clusters 2 y 4.

6.3.1.9 SWMiner vs. Google

En esta seccidén, comparamos los topicos obtenidos por SWMiner para cada requerimiento
contra el directorio de categorias de Google. La Tabla 6.3.20 describe las categorias
asignadas por Google a cada requerimiento.

1 EhttD:/,’dkd.net/whaies/ EScience > Biology > Flora and Fauna >

EAnimaIia > Chordata > Mammalia > Cetacea

2 http://www.whale-web.com/ EScience > Biology > Flora and Fauna >

EAnlmaha > Chordata > Mammalia > Cetacea

Tabla 6.3.20: Categorias de los requerimientos en el Directorio Goog/e

La Tabla 6.3.21 muestra el subconjunto de categorias asignadas por Google para los 3
requerimientos, que se consideran en las comparaciones con SWMiner. Cabe recordar, que
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decidimos tomar las ultimas 4 categorias de cada jerarquia definida en el Directorio Google
para cada requerimiento.

:Animalia, Chordata, Mammalia,Cetacea, I ific Animals, Whales:

Tabla 6.3.21: Categorias de Google

Para completar la Tabla 6.3.23 utilizamos la Definicion 3.21 [Hits, Misses y Mistakes
para Identificacion de Toépicos], la Tabla 6.3.22 detalla qué categorias consideramos Hits,

Mistakes y Misses al comparar las categorias de la Tabla 6.3.21 con las obtenidas por
SWMiner (Tabla 6.3.19) .

5 i 6 L i 0.83333333 0.41666667

Tabla 6.3.23: Precision y Recall
Precision - Valor Promedio: 0.83333333

Recall - Valor Promedio: 0.41666667

De estos valores podemos concluir que el 83 % de los tdpicos obtenidos coinciden o
estan relacionados con las categorias obtenidas del directorio de Google y que de todas las
categorias de Google el algoritmo obtuvo el 41%.

6.3.2 SWMiner con Normalizaciéon Morfolégica y sin Clustering

En esta seccion presentamos el resultado obtenido al ejecutar SWMiner con Normalizacion
Morfolégica de las palabras correspondientes a los requerimientos y sus vecindades y sin
aplicar Clustering. Es decir con los itemsets frecuentes de cada uno de los requerimientos y
sus vecindades accedemos a WordNet para obtener los topicos que generalizan los items
gue los componen y luego asignamos dichos topicos a los requerimientos. La Tabla 6.3.24
describe los topicos asignados a cada itemset.

IGHT

‘RIGHTFIELD

‘RIGHTFULNESS

‘RIGHT WING

‘BOAT INSTRUMENTALITY

__QUEENSLAND _ INSTRUMENTATION.

__HUMPBACK  NATURAL OBJECT
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_WHALE

WHALE
EHUMPE_;ACK

/QUEENSLAND SOMEBODY

MORTAL

CORRECTION _|SUBJECT MATTER |
e i OUBSTANCE
DOLPHIN VERTEBRATE

,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,

DOLPHIN DOLPHIN

CETACEAN KILLER WHALE

RESCUE

KILLER {ORCA

Tabla 6.3.24: Tépicos de los Itemsets Frecuentes de los Requerimientos

Finalmente el sistema le asigna al usuario los siguientes tépicos como categorias.
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Si comparamos las categorias que obtuvimos con la ejecucion completa del SWMiner
(Tabla 6.3.19) y las de la Tabla 6.3.25 notamos que se incrementa la cantidad de categorias
pero sblo vertebrate, craniate y whale son toépicos de interés del usuario por lo tanto
podemos concluir que al ejecutar SWMiner Completo obtenemos mejores categorias para el
usuario.

6.3.2.1 SWMiner vs. Google

Supongamos que cada uno de los itemsets obtenidos es un cluster y comparemos las
categorias obtenidas para cada una de los requerimientos con las categorias obtenidas en
el Directorio Google (Tabla 6.3.21).

La Tabla 6.3.26 detalla las categorias que consideramos que corresonden a Hits, Mistakes
y Misses al comparar las Tablas 6.3.19 y 6.3.25.

Einstrumentality, instrumentation, , message, content, subject matter, substance,
: inatural object, person, individual, someone, somebody, mortal, human, soul, Right, :
iMistakes ivertebrate, craniate i

1 b7 17 . 0.05555556 i 0,125

Precision - VValor Promedio: 0.05555556

Recall - Valor Promedio: 0.125

De estos valores podemos concluir que el 5 % de los topicos obtenidos coinciden o estan
relacionados con las categorias obtenidas del directorio de Google y que de todas las
categorias de Google el algoritmo obtuvo al 12%. Por lo tanto los valores de Precision y
Recall obtenidos al comparar la ejecucion de SWMiner Completo (Tabla 6.3.19) son
mejores que los obtenidos al ejecutar SWMiner sin Clustering.

6.3.3 SWMiner sin Normalizacion Morfolégica y con Clustering

En esta seccién detallamos los resultados obtenidos al ejecutar SWMiner sin normalizacidon
morfoldgica de las palabras que representan a cada requerimiento y su vecindad y
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aplicando el algoritmo de clustering y comparamos los resultados obtenidos con la ejecucién
completa del SWMiner.

Lo primero que podemos destacar es que al no aplicar normalizacion lexicografica se
incrementd bastante el tiempo de ejecucidén del Preprocesador, ya que en cada una de las
subetapas de normalizacion disminuia la cantidad de palabras a analizar y al no pasar por
estas se aplican las subetapas siguientes (verificacion de la existencia de las palabras en
WordNet y en StopWords, eliminacién de caracteres especiales, etc.) sobre todas las
palabras extraidas de los documentos html.

En segundo lugar, al no hacer normalizacién morfolégica de las palabras SWMiner
obtiene en la mayoria de los casos la cantidad de palabras deseadas por el usuario
(parametro del sistema), al aplicar la normalizacion no siempre se obtiene esta cantidad de
palabras porque se descartan aquellas que no son sustantivos. Debido a esto fue necesario
modificar el soporte del algoritmo de Association Rules ya que al ejecutar el Categorizador
con soporte 0.30 la cantidad de itemsets obtenida se incrementd notablemente. El nuevo
valor especificado en este parametro es 0.50.

La Tabla 6.3.28 describe los clusters obtenidos con los itemsets que los componen, los
items que componen a estos ultimos y el requerimiento al que corresponden. Estos clusters
son los que se obtienen antes de aplicar el algoritmo de Clustering a todos los clusters del
usuario con el fin de agrupar los clusters similares.

‘WHALE

_WATCHING _ :

2 11 'SOUNDS _ BODY OF WATER, WATER _
o __QUEENSLAND i ’
3 13 ‘RIGHTS ‘MORALITY

RESERVED

WHALE

EQUEENSLAND

'LOGO

'DOLPHIN

23 WHALES \WHALE

.
e CETACEAN
........................................................................................... RESCUE o]
UNIT

La tabla 6.3.29 describe los clusters obtenidos al aplicar el algoritmo de Clusters a todos
los clusters de los requerimientos.
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2 i 13 RIGHTS

‘RESERVED

'QUEENSLAND

' CETACEAN

‘WILDLIFE

‘RESCUE

Tabla 6.3.29: Clusters Finales de SWMiner sin Normalizacion y con Clustering
La Tabla 6.3.30 describe los topicos correspondientes a cada uno de los clusters y la

Tabla 6.3.31 describe los tépicos de mayor bondad de cada cluster que son las categorias
que se le asignan al usuario.

1 'BODY OF WATER, WATER

Tabla 6.3.31: Categorias asignadas al Usuario .

6.3.3.1 SWMiner vs. Google

La Tabla 6.3.33 describe los valores de precision y recall obtenidos al comparar las
categorias asignadas al usuario por SWMiner (Tabla 6.3.31) con las categorias obtenidas del
directorio de Google (Tabla 6.3.21).
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Tabla 6.3.33: Precision y Recall

Precision - Valor Promedio: 0.25

Recall - Valor Promedio: 0.125

De estos valores podemos concluir que el 25% de los topicos obtenidos coinciden o estan
relacionados con las categorias obtenidas del directorio de Google y que de todas las
categorias de Google el algoritmo obtuvo el 12%.

6.3.4 SWMiner sin Normalizaciéon Morfologica y sin Clustering

En la Tabla 6.3.34 presentamos los resultados obtenidos al ejecutar SWMiner sin aplicar
normalizacion morfoldgica ni clustering.

'BODY OF WATER, WATER '

13 RIGHTS

____RESERVED
14 WHALE
'QUEENSLAND

:\VERTEBRATE, CRANIATE

CETACEAN
'RESCUE

Tabla 6.3.34: SWMiner sin Normalizacién y sin Clustering

La Tabla 6.3.35 describe las categorias que se le asignan la usuario

Tabla 6.3.35: Categorias asignadas al usuario

6.3.4.1 SWMiner vs. Google

Supongamos que cada uno de los itemsets obtenidos es un cluster y comparemos las
categorias asignadas al usuario por SWMiner (Tabla 6.3.35) con las categorias obtenidas en
el Directorio Google (Tabla 6.3.21).
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Hits Whale

Misses Animalia, Chordata, Mammalia, Issues, Animal Welfare, Specific Animals

Mistakes |Body of water, Water, Morality, Vertegrate, Craniate

Tabla 6.3.36: Hits, Misses y Mistakes

1 7 5 0.16666667 0.125
Tabla 6.3.37: Precision y Recall

Precision - Valor Promedio: 0.166666667

Recall - Valor Promedio: 0.125

De estos valores podemos concluir que el 16% de los tépicos obtenidos coinciden o estan
relacionados con las categorias obtenidas del directorio de Google y que de todas las
categorias de Google el algoritmo obtuvo el 12%.

6.3.5 SWMiner vs. TOPIC

En esta seccion comparamos los resultados obtenidos con la ejecucién completa de
SWMiner con los tépicos obtenidos por TOPIC [W36]. En la Tabla 6.3.38 se describen los
tépicos obtenidos al ejecutar TOPIC con Lycos, para cada uno de los requerimientos del log
de mamiferos marinos.

: 1
| (http://dkd.net/whales/)

{9.11645e-05 i Hervey Bay

1.07326e-05 . Queensland

' 5.40152¢-06

8.93443e-07
2 : :
(htto://veww.whale- No se encontraron tépicos ;
: 3 0.196078 http://www.cs.toronto.edu/db/topic/topic.cgi?url =www.crry.org.uk/
(http://www.Crru.org.uk/) P : &engine=Lycos&ino=300&tarms=www.Crru.org.uk
__________________________________________________________ 7.52887¢:05  Cetacean

Tabla 6.3.38: Topicos de los Requerimientos obtenidos con TOPIC

Como no obtuvimos ningun tépico correspondiente al requerimiento 2, ejecutamos TOPIC
indicandole que devuelva las paginas de mayor reputacion sobre el topico whale (ver Tabla
6.3.19).

£ 0.00259041 [Go to WhaleNet
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4,2278

381677

3,58189  Welcome to WhaleNet - Boston, Massachusetts

. 2,05518

_WhaleSongs
1,90838 Charlotte, The Varmont Whale

En la tabla 6.3.39 podemos ver que la pagina correspondiente al requerimiento 2 (ver
fila sombreada) posee una buena reputacion sobre el topico whale que fue el obtenido por
SWMiner.

Al comparar los topicos obtenidos con la ejecuciéon de SWMiner completa (ver Tabla
6.3.19) con los de la Tabla 6.3.38 notamos que los tépicos killer whale, orca, grampus, sea
wolf y Orcinus orca estan relacionados a los tépicos Whales y Cetacean obtenidos por
TOPIC y que SWMiner no obtuvo los tépicos Hervey Bay, Quensland, Australia, Rescue,
Research y la url. Hervey Bay, Rescue y Research no fueron obtenidos porque no cumplen
el soporte minimo utilizado al obtener los itemsets frecuentes; Queensland y Australia
fueron descartados por SWMiner porque no tiene en cuenta los nombres propios al realizar
el preprocesamiento de los documentos web. El tépico correspondiente a la url no fue
identificado por SWMiner porque sélo reconoce sustantivos como topicos.

6.3.6 SWMiner vs. Categorias asignadas manualmente

En esta seccidn detallamos los resultados obtenidos al comparar las categorias asignadas al
usuario por la ejecucion de SWMiner completo (Tabla 6.3.19) contra las categorias
asignadas en forma manual al observar el contenido de los documentos Html
correspondientes a los requerimientos accedidos por el usuario (Tabla 6.3.41).

La Tabla 6.3.40 describe las categorias asignadas manualmente por requerimiento y la
Tabla 6.3.41 muestra el conjunto total de categorias.

Tabla 6.3.41: Conjunto total de categorias asignadas a mano
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Tabla 6.3.42: Hits, Misses y Mistakes

- - 1 0.83333333 | 0.38461538

Tabla 6.3.43: Precision y Recall

Precision - VValor Promedio: 0.83333333

Recall - Valor Promedio: 0.38461538

De estos valores podemos concluir que el 83% de los topicos obtenidos coinciden o estan
relacionados con las categorias identificadas a mano y que de todas las categorias definidas
manualmente el algoritmo obtuvo el 38%.

6.4 Experimentos con Log de Animales Salvajes

En esta seccidon se muestran los resultados obtenidos con los distintos experimentos
realizados con un log de Animales Salvajes. Para ver el detalle completo de la
experimentacion realizada remitirse al Anexo de Experimentacion.

6.4.1 SWMiner con Normalizacion Morfolégica y con Clustering
6.4.1.1 Requerimientos del Log

En este experimento se analizé un log compuesto por 3 requerimientos de un mismo
usuario, llegando a analizar en total un conjunto de 100 paginas incluyendo las vecindades
involucradas.

Tabla 6.4.1: Requerimientos del Log

6.4.1.2 Evaluacion del algoritmo de Identificacion de Idiomas

Para completar la Tabla 6.4.2 utilizamos la Definicion 3.17 [Hits, Misses y Mistakes para
Identificacion de Idiomas]

i http://www.nature-wildiife. com/girtxt.htm

1 10,84615385

| http://www.cathouse-fec.org/catsinfo. htmi 24 3 0
httpi//www.geocities.com/RainForest/ |
i 4076/indext .htmi

Tabla 6.4.2: Precision y Recall para Identificacién de Idiomas
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Precision - Valor Promedio 0,94871795

Recall - Valor Promedio 0,87407407

Como puede observarse, el algoritmo de identificacién de idiomas tiene en este caso, una
precision del 94%.
6.4.1.3 Evaluacion del algoritmo de Part Of Speech

Para completar la Tabla 6.4.3 se utilizd la definicion 3.19 [Hits, Misses y Mistakes para Part
Of Speech]

e
“H

0,45 036

A6 A3 8 S 0,59090909 . 0,61904762
USRI 1 SRR UONNE - U SR 1- OO S 8 b 0,7037037  .....0.,54285714
8 0,7037037 0,51351351

0,76470588 | 0,26530612

0,72413793 | 0,46666667

0,76923077 . _ 0,60606061

0,77419355 A 0,563333333

0,775 . 0,65957447

0,77777778 __:  0,61764706

43 15 | 6 | 0,78947368 | 0,71428571
................. 27 24 30 6 L 08 | 044444444
,,,,,,,,,,,,,,,, 45 .32 . 16 8 . 08 . 066666667 |
................. 47 .32 . 16 8 . 08 . 066666667

5 0,85294118 0,725
____________________________________________________________________________________________ 2. ......089047619 039583333
3 i 0,90909091 |  0,66666667
________________ 31 : 3 0,925 0,82222222
36 30 3.1 096774194 . 0,90909091
30 32 2 o o 1 094117647
39 15 69 2 088235204 017857143
25 26 0 21 i 4 0,86666667 | 0,55319149
26 26 34 3 0,89655172 0,43333333

Tabla 6 4.3: Precision y Recall para Part Of Speech

Precision - Valor Promedio 0,80121493

Recall - Valor Promedio 0,57831113

De estos valores se desprende que el algoritmo de Part Of Speech ha detectado
correctamente el 57 % de los sustantivos existentes y tiene una precision promedio del
80%; es decir el 80% de los sustantivos obtenidos por el algoritmo son correctos.
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\
Precision & Recall para Part of Speach ‘
1,20
c 1,00 +
2 0,80 - ~ o~ |
- 060 - \ / ‘_\/.W }
(%) ) | V |
@ 0,40
o 0,20
0,00 -~ : : ;
%Gafb’\‘b%‘]/@’\'\%b‘
Q* Q?')Q?‘Q?‘ <O <o Q)QQ)Q Q/} %Q?)
Recall

Figura 6.4.1: Precision y Recall para Part Of Speech

6.4.1.4 Evaluacion del algoritmo de Lemmatiser

Para completar la Tabla 6.4.4 utilizamos la definicion 3.18 [Hits, Misses y Mistakes para
Lemmatiser] .

T 2 i 44 86 . . 0 1 ..0,33846154
24 _________________________________ 94 i 36 i 1 0,98947368 0,72307692
___________________ 27 i I 9 i 0 1 | 0,67857143 |
28 1098550725  0,72340426 |
29 o 1 057142857
3259 i35 4. 0,93650794 | _0,62765957
o 3320 4 0,89473684 | 0,62962963
35 R 0,99082569 | 0,6835443
_— 36 4 0,97826087_| 0,46035806
37 9 | 0,95774648 | 0,62769231
40 5 0,96688742 ' 0,74871795
s 41 f g1 i gp i 0 : 1 . 0,48837209
_____________ 43 0,93548387 0,78378378
a4 | 0,54411765 _
a5 0,59459459
....................... a6 |
AAAAAAAAAAAAAAAAAAAAAA Y
_____________________ 48

3
______________________ 39 O,_71428571
25 | . . o | 0,64285714
_______________________ 26 20 4 g 1 0,83333333 |

Tabla 6.4.4: Precision y Recall para Lemmatiser
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Precision - Valor Promedio 0,98104354

Recall - Valor Promedio 0,6399419

El 98% de los lemas obtenidos por el algoritmo de Lemmatiser son correctos, y sobre el
total de palabras analizadas el algoritmo obtuvo los lemas del 63%.

Precision & Recall para Lemmatiser

| 1,05 -

' 1,00 - = /
.é 0.95 \\ / ‘\\\// b \f/
9 0,90 f /
T 0,85 -

. 0,80 +—+—————— —r —

X O 0 (9D D X 0 D AN AV DD
Q{p Q?‘ Qﬁj Qi) Q*% Q*% Q%) Q%) Q,~\ Q/~\ Q/*\ Qﬁb

Recall

Figura 6.4.2: Precision y Recall para Lemmatiser

6.4.1.5 Categorias

La Tabla 6.4.5 muestra los tépicos identificados como las categorias del usuario del log.

6.4.1.6 SWMiner vs. Google

Para tener una medida de la performance del algoritmo de identificacion de topicos,
utilizamos la Definicién 3.21 [Hits, Misses y Mistakes para Identificacion de Tdépicos],
comparando las categorias asignadas al usuario por SWMiner (Tabla 6.4.5) contra la
categorizacion de la respectiva pagina en el directorio de categorias del motor de busqueda
Google.

En la Tabla 6.4.6 se muestra el subconjunto de categorias asignadas por Google a cada
uno de los requerimientos, que se consideran en las comparaciones con SWMiner. Cabe
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recordar, que decidimos tomar las Ultimas 4 categorias de cada jerarquia definida en el
Directorio Google para cada requerimiento.

. an
i Science > Living Things > Animals
i > Mammals > Giraffes

) - Science > Biology > Flora and |
: : Fauna > Animalia > Chordata >

i Mammalia > Carnivora > Felidae
© 3 http://www.geocities.com/RainForest/4076/index1.html | Society > Religion and S

Tabla 6.4.6: Categoria de cada requerimiento en el directorio de Google

La tabla 6.4.7 muestra el subconjunto las categorias finales asignadas por Google a los 3
requerimientos.

gLiving Things , Animals, Mammals, Giraffes, Chordata , Mammalia,
i Carnivora, Felidae, Society, Religion and Spirituality, Shamanism

Tabla 6.4.7: Categorias de Google

Para completar la Tabla 6.4.9 utilizamos la Definicion 3.21 [Hits, Misses y Mistakes para
Identificacién de Tdpicos]. La Tabla 6.4.8 describe las categorias que consideramos que
caen en Hits, Misses y Mistakes.

\Mistakes icopy, class, year, natural object, internet, cyberspace, country, rural area, sign, heart !

Tabla 6.4.8: Hits, Misses y Mistakes

Tabla 6.4.9: Precision y Recall para Identificacion de Tépicos

Precision - Valor Promedio 0,375

Recall - Valor Promedio 0,42857143

De estos valores podemos concluir que el 37% de los topicos obtenidos coinciden o estan

relacionados con las categorias asignadas por Google y que de todas las categorias de
Google el algoritmo detectd el 42%.

6.4.2 SWMiner con Normalizacion Morfologica y sin Clustering

En esta seccion presentamos el resultado obtenido al ejecutar SWMiner sin aplicar la etapa
de Clustering. Es decir, a partir de los itemsets frecuentes obtenidos del conjunto de

Universidad de Buenos Aires
Facultad de Ciencias Exactas y Naturales

123/181



SWMiner - Capitulo 6: Experimentacion

requerimientos y sus vecindades accedemos a WordNet para obtener los tdpicos que
generalizan los items que los componen y luego asignamos dichos topicos a los usuarios.

El sistema asigna como categorias al usuario los topicos que se muestran en la Tabla
6.4.10.

|nstrumentallty, instrumentation

icountry, ruralarea

Tabla 6.4.10: Categorlas asugnadas al usuario

Podemos observar que en este caso, se obtienen todas las categorias que se obtienen
con la ejecucion de SWMiner Completo junto con algunas categorias mas.

6.4.2.1 SWMiner vs. Google

Supongamos que cada uno de los itemsets obtenidos es un cluster y comparemos las
categorias asignadas al usuario por SWMiner (Tabla 6.4.10) con las categorias asignadas
por Google (Tabla 6.4.7). La Tabla 6.4.11 describe qué categorias consideramos Hits,
Misses y Mistakes.

d,

i P ¢ P

7

%Hits

‘E_!\_'Iisses Elemg Things , Animals, Mammals, Chordata , Mammalia, Society, Shamanism

icopy, person, individual, someone, somebody, mortal, human, representation, internet,

icyberspace, natural object, instrumentality, instrumentation, country, rural area, sign, heart, class,
Mlstakes iyear

Tabla 6.4.11: Hits, Misses y Mistakes

0.73076923

Tabla 6.4.12: Precision y Recall para Identlﬁcacmn de Tépicos sin Clustering

Precision - VValor Promedio 0.50

Recall - Valor Promedio 0,73076923
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El 50% de los tépicos obtenidos estan relacionados con las categorias asignadas por Google
y de todas las categorias de Google el algoritmo detectd el 73%.

6.4.3 SWMiner sin Normalizacién Morfolégica y con Clustering
A continuacion detallamos los resultados obtenidos al ejecutar SWMiner sin Normalizacion

Morfolégica de las palabras que representan a cada requerimiento y su vecindad, vy
comparamos los resultados obtenidos con la ejecucion completa de SWMiner.

‘animal, animate being, beast, brute, creature, fauna

Tabla 6.4.13: Categorias asignadas al usuario

6.4.3.1 SWMiner vs. Google

Aplicamos la Definicion 3.21 [Hits, Misses y Mistakes para Identificacion de Tdpicos] para
analizar los resultados obtenidos con SWMiner, comparando las categorias identificadas por
el sistema sin aplicar Normalizacion Morfoldgica (Tabla 6.4.13) contra la categorizacién que
Google asigna a cada requerimiento (Tabla 6.4.7). La Tabla 6.4.14 detalla qué categorias
consideramos Hits, Misses y Mistakes.

Hits _ animal, animate being, beast, creature,fauna
i iLiving Things, Mammals, Giraffes, Chordata , Mammalia, Carnivora, Felidae, Society, Religion and
Misses iSpirituality, Shamanism :

EMistakes

Tabla 6.4.15: Preci tering

Precision - Valor Promedio 0,83333333

Recall - Valor Promedio 0,333333333

Podemos concluir que el 83% de los tdpicos obtenidos coinciden o estan relacionados
con las categorias asignadas por Google y que de todas las categorias de Google el
algoritmo detectdé el 33%. Estos valores son mucho menores que los obtenidos
anteriormente.

6.4.4 SWMiner sin Normalizaciéon Morfolégica y sin Clustering
A continuacién detallamos los resultados obtenidos al ejecutar SWMiner sin Normalizacion

Morfoldgica de las palabras ni Clustering, y comparamos los resultados obtenidos con la
ejecucion completa de SWMiner.

/copy, representation, mammal, populace, public, world, animal, animate being, beast, brute, creature, !
;fauna, internet, cyberspace, coinage, mintage, specie, metal money, feline, felid, wildcat :

Tabla 6.4.16: Categorias asignadas al usuario
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6.4.4.1 SWMiner vs. Google

Aplicamos la Definicion 3.21 [Hits, Misses y Mistakes para Identificacion de Topicos] para
analizar los resultados obtenidos con SWMiner, comparando las categorias identificadas por
el sistema sin aplicar las etapas de Normalizacion Morfoldégica y Clustering (ver Tabla
6.4.16) contra la categorizacion que Google asigna a cada requerimiento (ver Tabla 6.4.7).
La Tabla 6.4.17 detalla qué categorias consideramos Hits, Misses y Mistakes.

‘Hits ammal, animal, animate being, beast, creature, fauna, specie, feline, felid, wildcat

§Misses iLiving Things, Giraffes, Chordata, Society, Religion and Spirituality, Shamanism

0.47619047

Tabla 6.4.18: Precision y Recall
Precision - Valor Promedio 0.47619047

Recall - Valor Promedio 0.625

De los resultados obtenidos podemos concluir que el 47% de los tdpicos estdn
relacionados con las categorias asignadas por Google y de todas las categorias de Google el
SWMiner detectd el 62%.

6.4.5 SWMiner vs. TOPIC

En la Tabla 6.4.19 se listan los topicos detectados por TOPIC utilizando el motor de
busqueda Lycos, para cada uno de los requerimientos del log en analisis.

p
"""""""""""" 2 T o se encontraron tépicos. T
"""""""""""" 3 7770454996 | index1.html Shamanism FAQs A collection of FAQs |
10.0834098 . FAQs A coIIeéi:'i'é'r»\mt-ﬁ'f"if;&"Q"é-'Fééérding shamanism
0.0770749 animal helpers with graphics and text

1 0.0748728 | healed by their spirits

1 0.0734711 Learn about 200 animal helpers

1 0.000529901  www.fags.org

'3.58407e-05  odp

9.22356e-06 . www.geocities.com

4.08556-07 Search

Tabla 6.4.19: TOPIC(Lycos)
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TOPIC no encontrd ningln tépico asociado a los requerimientos 1 y 2. Con respecto al
requerimiento 3, se puede observar que entre los topicos obtenidos con la ejecucion de
SWMiner Completo (ver Tabla 6.4.5) el topico heart, spirit esta relacionado con alguno de
los tépicos devueltos por TOPIC como por ejemplo healed by their spirits. El caso del tépico
correspondiente a la url no fue obtenido por SWMiner por que el sistema sdlo obtiene
sustantivos como topicos.

6.4.6 SWMiner vs. Categorias asignadas manualmente

En esta seccidon detallamos los resultados obtenidos al comparar las categorias asignadas al
usuario con la ejecucion de SWMiner Completo (ver Tabla 6.4.5) contra las categorias
asignadas en forma manual al observar el contenido de los documentos Html/
correspondientes a los requerimientos accedidos por el usuario (Tabla 6.4.21).

La Tabla 6.4.20 describe las categorias asignadas manualmente por requerimiento y la
Tabla 6.4.21 contiene la unién de las categorias de todos los requerimientos accedidos por
el usuario.

3 :Working with animal spirits, Jaguars, Orcas, Black Jaguars, Crow Rooks, Cougars, Montain
iLions, Pumas, Animals, Dinosaurs, Mythical animals, Helping injured orphaned and sick
iwildlife, Books about animals

Tabla 6.4.20: Categorias asignadas a man

| Giraffes, Giraffe Behavior, Giraffe subspecies, Giraffe features, Feline species, Wild cat species, Working with
ranimal spirits, Jaguars, Orcas, Black Jaguars, Crow Rooks, Cougars, Montain Lions, Pumas, Animals, /

?,H,i,,t,s,,,,.....,...._.:_Ee.l_i_ns,...f.e!.iq,_.g_i_r__a__f_f.e.,___c_ame_l_o_par__d.,.._9_ir_af,f_a,,cam.elpp_a_rd@ ..................................................................
; Working with animals spirits, orcas, crown rooks, dinosaurs, mythical animals,
iMisses  ihelping injured orpahned and sick wildlife, books abour animals

Tabla 6.4.22: Hits, Misses y Mistakes

: 7 10 i 0.33333333 | 0.41666666

Tabla 6.4.23: Precision y Recall

Precision - Valor Promedio: 0.33333333

Recall - Valor Promedio: 0.41666666
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De estos valores podemos concluir que el 33% de los tdpicos obtenidos coinciden o estan
relacionados con las categorias identificadas a mano y que de todas las categorias definidas
manualmente el algoritmo obtuvo el 41%.

6.5 Experimentos con Log General

En los siguientes experimentos evaluamos los resultados obtenidos al analizar un log cuyos
requerimientos no estan relacionados ni fueron acotados a un tema especifico como en los
experimentos anteriores. Las urls contenidas en el log fueron extraidas de la pagina
Reputation of Know Authorities de TOPIC [W36] con el fin de comparar nuestros resultados
con los de la herramienta TOPIC.

6.5.1 SWMiner con Normalizacion Morfolégica y con Clustering

6.5.1.1 Requerimientos del Log

En este experimento se analizd un log con los 3 requerimientos que se describen en la Tabla
6.5:1.

1 http://java.sun.com

2 htkp://www.eff.org

6.5.1.2 Categorias

La Tabla 6.5.2 muestra los toépicos identificados como las categorias del usuario del log.

Tabla 6.5.2: Categorias asignadas al usuario

6.5.1.3 SWMiner vs. Google

La Tabla 6.5.3 describe las categorias asignadas en el directorio de Google a cada
requerimiento, la Tabla 6.5.4 detalla las categorias finales de Google y la Tabla 6.5.6
muestra los valores de Precision y Recall obtenidos que permiten evaluar la performance del

algoritmo de Identificacion de Topicos al comparar las categorias de las Tablas 6.5.2 y
6.5.4.

Tabla 6.5.3: Categorias de los requerimientos en el directorio de Google
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:Computers, Programming, Language, Java, Internet , History, People, :

: iprivacy, privateness, secrecy, concealment , exemption, freedom, electronic mail, e-mail, email, ,
Mistakes  idiligence

0.23076923

Tabla 6.5.6: Precision y Recall para SWMiner Completo

Precision - Valor Promedio: 0.23076923

Recall - Valor Promedio: 0.25

El 23% de los tépicos obtenidos estan relacionados con las categorias asignadas por
Google y de todas las categorias de Google el algoritmo detectd el 25%.

6.5.2 SWMiner con Normalizacion Morfologica y sin Clustering

En esta seccién describimos los resultados obtenidos al ejecutar SWMiner con normalizacién
morfoldgica, es decir con Lemmatiser y Part Of Speach y sin aplicar el algoritmo de
Clustering.

La Tabla 6.5.7 describe las categorias asignadas al usuario del log.

d cumentation, support

iprivacy, privateness, secrecy, concealment

internet, cyberspace

Tabla 6.5.7: Categorias asignadas al usuario

6.5.2.1 SWMiner vs. Google

La Tabla 6.5.8 describe qué categorias son Hits, Misses y Mistakes al comparar las Tablas
6.5.7 y 6.5.2.
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ithulium, Tm, atomic number 69, documentation, support, privacy, privateness, secrecy,
iconcealment, public, exemption, freedom, Indus, Indus River, residential district, residential area,

Tabla 6.5.8: Hits,. Misses y Mistakes

4 08 io2er i 016 ¢ 0.33333333

Tabla 6.5.9 Precision y Recall para SWMiner sin Clustering
Precision - Valor Promedio: 0.16

Recall - Valor Promedio: 0.33333333

De estos valores podemos concluir que el 16% de los topicos obtenidos estan
relacionados con las categorias asignadas por Google y que de todas las categorias de
Google el algoritmo detecté el 33%.

6.5.3 SWMiner sin Normalizacion Morfologica y con Clustering
A continuacion detallamos los resultados obtenidos al ejecutar SWMiner sin Normalizacion

Morfolégica de las palabras que representan a cada requerimiento y su vecindad, y
comparamos los resultados obtenidos con la ejecucion completa de SWMiner.

Software software system mternet cyberspace, public, Indus

Tabla 6.5.10: Categorias asignadas al usuario
6.5.3.1 SWMiner vs. Google

La Tabla 6.5.11 describe qué categorias consideramos Hits, Misses y Mistakes al comparar
las Tablas 6.5.4 y 6.5.10.

Tabla 6.5.12: PreC|5|on y Recall para SWMiner sin NM y con Clustering

Precision - Valor Promedio: 0.36363636

Recall - Valor Promedio: 0.30769231
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De estos valores podemos concluir que el 36% de los tdpicos obtenidos estan
relacionados con las categorias asignadas por Google y que de todas las categorias de
Google el algoritmo detectd el 30%.

6.5.4 SWMiner sin Normalizacion Morfolégica y sin Clustering
A continuacion detallamos los resultados obtenidos al ejecutar SWMiner sin Normalizacién

Morfoldgica de las palabras ni Clustering, y comparamos los resultados obtenidos con la
ejecucion completa de SWMiner.

Eship’s company, company, communication, software, software system, internet,:

Tabla 6.5.13: Categorias asignadas al usuario
6.5.4.1 SWMiner vs. Google

La Tabla 6.5.14 describe qué categorias consideramos Hits, Misses y Mistakes al comparar
las Tablas 6.5.4y 6.5.13.

Hits isoftware, software system, internet, cyberspace

‘Misses ‘Warehousing

....................................................................................................................................

Tabla 6.4.14: Hits, Misses y Mistakes

4 : 9 i 11 ;. 0.26666667 0.30769231

Tabla 6.5.15: Precision y Recall para SWMiner sin NM y sin Clustering

Precision - Valor Promedio: 0.26666667

Recall - Valor Promedio: 0.30769231

Podemos observar que solamente el 26% de los topicos obtenidos estan relacionados
con las categorias asignadas por Google y que de todas las categorias de Google el
algoritmo detecto el 30%.

6.5.5 SWMiner vs. TOPIC

La Tabla 6.5.16 describe los topicos hallados por TOPIC [W36] para los requerimientos del
log en analisis y los topicos sobre los cuales estos requerimientos son una autoridad.

:// java.sun.com - The Source for Java Java :Developers, JavaSoft, Applets, JDK,

‘Java applets, Sun Microsystems, API,

.Tech'noiog\,(
: rogramming, Solaris, tutorial

:Anti-Censorship, Join the Blue Ribbon,

Censorship, Net
i :Blue Ribbon Campaign, Electronic
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inttp Sveww dwe institute.comy/ }fData Warehousing (TDWI, Data Warehousing Information
i i iCenter, www.dw-institute.com, Data
iWarehousing Institute, data
_warehouse

Tabla 6.5.16: TOPIC(Lycos)

Si comparamos los resultados obtenidos con la ejecucién completa de SWMiner, es decir
con la aplicacién de Normalizacién Morfolégica de palabras y con Clustering (Tabla 6.5.2),
con los topicos obtenidos por TOPIC (Tabla 6.5.16) vemos que solamente hay unos pocos
tépicos que coinciden o estdn relacionados, como ser cyberspace, internet y application.
Muchos de los topicos hallados por TOPIC son palabras que no existen en WordNet (JDK,

API) o son nombres propios(Sun Microsystems, Solaris), por lo tanto fueron descartadas por
SWMiner.

6.5.5.1 SWMiner vs. Categorias asignadas manualmente

En esta seccion detallamos los resultados obtenidos al comparar las categorias asignadas al
usuario con la ejecucion completa de SWMiner (Tabla 6.5.2) contra las categorias asignadas
en forma manual al observar el contenido de los documentos Htm/ correspondientes a los
requerimientos accedidos por el usuario (Tabla 6.5.18).

La Tabla 6.5.17 describe las categorias asignadas manualmente por requerimiento y la
Tabla 6.5.18 contiene la unién de las categorias de todos los requerimientos accedidos por
el usuario.

Tabla 6.5.17: Categorias a5|gnadas a mano

Java, Java Technologies, Java Developers, Java Documentation, Programming, Technologies, Software,
Internet, Data Warehouse, Data Warehouse Research, Data warehos aplications and programs

Tabla 6.5.18: Unién de Categorias asignadas a mano

: gJava Java Technologies, Java Developers, Java Documentation, Programming, Technologies,
iMisses :Data Warehouse, Data Warehouse Research, Data warehos aplications and programs

iHits Internet, cyberspace, application

..........................................................................................................................................

_Privacy, pirvateness, secrecy, concealment, exemption, freedom, electronic mail, e-mail, mail |

Tabla 6.5.19: Hits, Misses y Mistakes

Tabla 6.5.20: Precision y Recall

Precision - V/alor Promedio: 0.25
Recall - Valor Promedio: 0.25

El 25% de los tépcios obtenidos estan relacionados con las categorias definidas
manualmente y de todas las categorias especificadas a mano SWMiner identifico el 25%.
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6.6 Evaluacion de Resultados

Todos los experimentos fueron realizados en maquina COMPAQ AMD Duron 946 MHz con
256 Mb de memoria RAM. La Tabla 6.6.1 muestra los tiempos promedios de ejecucidn
alcanzados por SWMiner con la aplicacion de Normalizacion Morfoldgica y Clustering, para
procesar un log con las caracteristicas definidas en los experimentos anteriores.

Tabla 6.6.1: Tiempos promedios de ejecucion de SWMiner

El valor de Ratio utilizado (R=0.68) se definié a partir de los resultados alcanzados por
Chin-Yew Lin en su trabajo de tesis Robust Automated Topic Identification [LIN97], en el
cual concluye que con dicho valor se obtienen mejores topicos de WordNet.

El valor de Cantidad de Niveles utilizado para acotar la vecindad de un requerimiento
(N=2) se establecié experimentalmente luego de realizar varios ensayos con distintos
valores y observar que al incrementar este valor se obtienen tdpicos que se alejan de los
topicos reales del requerimiento en analisis. Por ejemplo, si tenemos un requerimiento que
trata sobre ballenas, podemos obtener paginas relacionadas con la matanza ilegal de
ballenas y de estas paginas acceder a otras relacionadas con la comercializacion de
productos provenientes de la carne de ballenas, como ser aceites. Con lo cual terminamos
analizando paginas relacionadas a aceites y no a ballenas.

En la Tabla 6.6.2 se pueden observar los valores de Precision y Recall obtenidos para
cada una de las etapas analizadas de SWMiner, en cada uno de los experimentos realizados
y los valores promedios alcanzados. E1, E2 y E3 hacen referencia al experimento con el log
de Mamiferos Marinos, al experimento con el log de Animales Salvajes y al experimento con
el log General respectivamente.

§Part of Speech

8080 i 079 :063:057: . 06
%Lemmatiser 0.655
WMiner con Normalizacion Morfoldgica y con 0.36
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10.1210.33:0.30

Tabla 6.6.2: Valores promedios de Precision y Recall para cada una de las etapas

Las investigaciones referentes a las medidas de Precision y Recall [EIK99, BG94] revelan
gue cuanto mds cercanas a la unidad se encuentran ambas medidas, mejor es la
performance del algoritmo que se esta midiendo.

En la tabla 6.6.2 se puede observar que la eficacia de los algoritmos de Identificacion de
Idiomas, Part of Speech y Lemmatiser es muy buena. Por otro lado, tanto en las
comparaciones de SWMiner vs. Google como asi también en las comparaciones de SWMiner
con la categorizacion manual de requerimientos, los valores promedio obtenidos de
Precision y Recall en la medicion de la eficacia del algoritmo de Identificacion de Tépicos no
son resultados fantasticos, pero combinandolos con los tépicos y resultados parciales
obtenidos en cada experimento en particular, se puede concluir que con la aplicacion de
técnicas de Normalizacion Morfolégica de palabras tales como Part of Speech y Lemmatiser,
y con la aplicacién del algoritmo de Clustering se obtienen los mejores resultados.

Analizando en detalle los topicos y valores de Precision y Recall obtenidos en cada
experimento particular, puede observarse que los tépicos identificados por SWMiner son
siempre mas especificos en comparacion con las categorias definidas en el Directorio
Google. Esto puede verse en el experimento con el log de animales mamiferos en donde los
topicos identificados por SWMiner son killer whale, killer, orca, grampus, sea wolfy Orcinus
orca (ver Tabla 6.3.22), y las categorias definidas en el Directorio Google son Animalia,
Chordata, Mammalia, Cetacea, Issues, Animal Welfare, Specific Animals, Whales (ver Tabla
6.3.24). Debido a esta diferencia de granularidad de categorizacion se producen algunos
desvios en el cdlculo de los valores de Precision y Recall, principalmente en el calculo de la
cantidad de Misses, ya que los resultados obtenidos dependen mucho de la subjetividad de
la persona que los analiza, siendo que en muchos casos sucede que los topicos identificados
por SWMiner son una especificacidon o especializacion de las categorias de Google. En la
Tabla 6.3.25, por ejemplo, se consideraron como Misses las palabras Animalia, Chordata y
Mammalia siendo que SWMiner obtuvo como categorias a killer whale, orca y sea wolf entre
otras (ver Tabla 6.3.22), que son una especializacion de Animalia, Chordata y Mammalia.

Con el calculo de la cantidad de Mistakes sucede algo similar; existen categorias que
claramente pueden considerarse erroneas pero también existen otras, como por ejemplo
Privacy (ver Tabla 6.5.36) que por su generalidad pueden ser consideradas un Hit o un
Mistake, ya que la misma puede referirse a la privacidad de los datos en Internet o a la
privacidad en otro contexto no relacionado con Internet.

6.7 Resumen

En el presente capitulo presentamos los resultados obtenidos al ejecutar SWMiner en todas
sus variantes sobre 3 diferentes logs y comparamos dichos resultados con el Directorio
Google, TOPIC y con las categorias asignadas manualmente al observar el contenido de los
documentos Htm/ correspondientes a los requerimientos accedidos por el usuario en
analisis.

De todos los experimentos y comparaciones concluimos que los mejores resultados se
obtienen al ejecutar SWMiner con Normalizacion Morfoldgica y Clustering.
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CAPITULO 7: Conclusiones

7.1 Introduccién

En este trabajo hemos presentado una arquitectura e implementacion de un sistema para
categorizar semdanticamente los usuarios de una organizacion a partir de las paginas web a
las que acceden, al que hemos dado por nombre SWMiner proveniente de Semantic Web
Miner.

En las siguientes secciones, exponemos las conclusiones finales obtenidas, los aportes
que consideramos realizados con SWMiner, y por Ultimo hacemos referencia a los posibles
futuros trabajos que pueden realizarse a partir de la implementacion de SWMiner.

7.2 Conclusiones

Con el trabajo de experimentacion realizado en el Capitulo 6, hemos llegado a la conclusion
que con la ejecucion de SWMiner aplicando técnicas de Normalizacion Morfoldgica de
palabras y aplicando el algoritmo de Clustering se obtienen los mejores resultados en la
identificacion de tdpicos.

Es importante destacar que La aplicacion de las técnicas Part of Speech y Lemmatiser
juegan un papel importante en los resultados obtenidos por SWMiner, pues sin la correcta
identificacion de la categoria sintactica de cada palabra pueden obtenerse significados
semanticos errdoneos de la jerarquia semantica de WordNet. Por ejemplo, si se tiene una
oracion en la cual aparece la palabra figure como verbo y se la reconoce como un
sustantivo, se obtendra un significado erréneo: ilustration, body, important person en lugar
de understand.

A esta altura de la investigacion y experimentacion podemos sugerir que cuando los logs
gue se analizan contienen requerimientos a paginas web que tratan de un mismo tema y
con un vocabulario especifico, como vimos en el caso de mamiferos marinos o animales
salvajes, SWMiner reconoce tépicos, mas bien especificos, con un alto grado de similitud
con los topicos de interés del usuario en cuestion. Esto no siempre sucede cuando los logs
que se analizan contienen requerimientos a paginas web de contenido semdntico mas
amplio o genérico. Si bien todas las palabras que representan a los paginas web estdn
relacionadas y/o hacen referencia a los topicos de las paginas, las mismas pueden ser
aplicadas en diversos contextos teniendo poco peso semantico para discriminar los tépicos
de las paginas. Al acceder a WordNet con palabras muy genéricas, SWMiner obtiene tdpicos
mas genéricos aun, con un significado semantico muy amplio aplicable a cualquier contexto,
de lo que se desprende que el peso semantico de las palabras originales es muy pobre para
distinguir un tépico de otro. Otra punto a tener en cuenta, es que en la gran mayoria de
los casos los creadores de los documentos Html tienden a colocar palabras bien genéricas
en los Meta tags con el fin de que sus documentos sean obtenidos en gran cantidad de las
blsquedas que se realizan en los motores de blUsqueda. También puede suceder que al
aplicar el algoritmo de Association Rules [AS94] para obtener los itemsets frecuentes, las
palabras mas genéricas sean las que tienen mayor frecuencia de aparicion en los
documentos Html, con lo cual serdn seleccionadas por el algoritmo y quizas se descarten
palabras con mayor peso semantico pero que tienen menor frecuencia de aparicion.

Comparando las categorias identificadas por SWMiner contra los topicos obtenidos por
TOPIC podemos asegurar que si bien existen coincidencias entre los resultados obtenidos
con ambos sistemas, la calidad semantica de los topicos identificados por SWMiner es
superior. TOPIC obtiene en muchos casos urls como topicos de una pagina; por ejemplo,
para el requerimiento hAttp.//www.geocities.com/RainfForest/4076/index1.htmi del log de
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animales salvajes identificd www.geocities.com (ver Tabla 6.4.40) como tépico de la pdgina,
el cual tiene pobre contenido semantico para conceptualizar el requerimiento. Cabe

remarcar también, que en muchos casos TOPIC no detecta tdpico alguno para determinadas
paginas.

7.3 Aportes

En este trabajo hemos presentado una arquitectura e implementacion de un sistema para
categorizar semanticamente los usuarios de una organizacién a partir de las paginas web a
las que acceden.

Si bien, aln es necesario evaluar y revisar aspectos relacionados con la efectividad,
performance, optimizacion y escalabilidad de nuestra implementaciéon en términos de un
sistema comercial que traspase los limites de la investigacion y experimentacion, sentimos
gue nuestra implementacién contribuye significativamente a los sistemas de Information
Extraction(IR) utilizando en combinacion algoritmos tales como Association Rules,
Clustering y la generalizacidon de conceptos a partir de la jerarquia semantica de WordNet
para alcanzar una categorizacion de usuarios a partir de una categorizacion semantica de
los documentos web a los que acceden.

Modificamos el algoritmo de identificacion de topicos de Chin-Yew Lin[LIN97] para
obtener como conceptualizacién de las palabras involucradas los padres en comun mas
bajos o especificos en la jerarquia de WordNet. Mejoramos la eficacia de dicho algoritmo,
para un caso no contemplado por Chin-Yew Lin; modificamos el algoritmo para contemplar
aquellos casos de generalizacion de palabras en los cuales las palabras involucradas en la
generalizacion pertenecen a una misma rama dentro de la jerarquia de WordNet; es decir
una de las palabras es padre de la otra o viceversa, ya sea de forma inmediata o en una
determinada cantidad de niveles.

Definimos medidas propias de similaridad de palabras y similaridad semantica entre
itemsets frecuentes y clusters utilizadas por el algoritmo de clustering para agrupar aquellos
clusters de itemsets frecuentes mas similares, introduciendo una cota de minima similaridad
para producir clusters mas cohesivos semanticamente.

7.4 Trabajos Futuros

Actualmente, el sistema trabaja solamente con sustantivos extraidos de todos los tags
considerados relevantes de los documentos Html. La razén que motiva esta decisién es que
consideramos que los sustantivos son la categoria sintdctica mas expresiva semanticamente
y son mas factibles de ser tépicos candidatos. La implementacién de TOPIC [W36] se baso
en una suposicion similar, trabajando solo con los abstracts devueltos por los motores de
busqueda. Aungue en un principio la utilizacién solo de sustantivos sea una decisién buena
y econdmica para la identificacion de tdpicos, es interesante considerar en el futuro el poder
de la informacién extra provista por verbos, adjetivos y adverbios.

Otras posibles extensiones son trabajar con otras jerarquias de WordNet [W30] ademas
de hypernym; no descartar las palabras que son nombres propios; acceder a una jerarquia
semantica mas rica como puede ser SENSUS; analizar paginas web escritas en distintos
idiomas, para lo cual es necesario acceder a alguna jerarquia multilenguaje como
EuroWordNet; utilizar un algoritmo diferente de Clustering, que no utilice una cota de
similaridad minima para agrupar los clusters, si no que automaticamente determine la
cantidad de clusters existentes como por ejemplo el algoritmo EM.

La performance del sistema es un punto clave a mejorar en el futuro, tanto en cuestiones
de tiempos de ejecucién como en términos de resultados obtenidos. Algunos puntos
relacionados son: limitar la extraccién de palabras a unos pocos tags nada mas, aquellos
que resulten ser los mas significativos para el analisis; extraer de los documentos Html
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palabras que existan a partir de un determinado nivel en la jerarquia de WordNet para
evitar extraer palabras muy genéricas que no sirven para distinguir tépicos entre si.
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Anexo A

WordNet

Por cada una de las 4 categorias sintacticas que maneja WordNet (NOUN, ADVERB,
ADJECTIVE, VERB) se necesitan 2 archivos para representar el contenido de la base de
datos WordNet, index.pos y data.pos donde pos es noun, adv, adj, verb.

Cada uno de los archivos index es una lista alfabética de todas las palabras que se
encuentran en WordNet en su correspondiente part of speech. En cada linea, a continuacion
de la palabra, hay una lista de desplazamientos en bytes (synset offset s) sobre el
respectivo archivo data, un desplazamiento por cada synset que contiene la palabra.

El archivo data para cada categoria sintactica contiene informacion correspondiente a los
synsets. Cada linea corresponde a un synset con punteros relacionales a otros synsets a
través del campo synset offset s. Siguiendo estos punteros se navega la jerarquia
conceptual pasando de un synset a otro.

Todos los archivos de la base de datos estédn en formato ASCII, lo cual permite que sean
facilmente legibles tanto por humanos como por maquinas. Todos los campos estan
separados por un espacio en blanco, y todas las lineas terminan con un caracter de nueva
linea. Los campos encerrados entre corchetes([]) pueden no estar presentes.

Formato de los aréhivos index de WordNet[W32]

Cada archivo index comienza con varias lineas conteniendo copyright, nimero de version y
acuerdo de licencia. Todas estas lineas comienzan con 2 espacios en blanco y el nimero de
linea, asi no interfieren con el algoritmo de busqueda binaria que es usado para buscar
entradas en los archivos index. Todas las demas lineas tienen el siguiente formato.

lemma pos sense_cn‘t p_cnt [ptr_symbol...] sense_cnt tagsense_cnt synset_offset [synset_offset...]

lemma Texto ASCII de la palabra o colocacién. Una colocacion estd formada por la unién de las
palabras mdmduales con un caracter de gumn bajo )

pos Categor|a sintactica: n para archlvos de sustant[vos(noun), v para archivos de verbos(verb),
i a para archivos de adjetivos(adjective), r para archivos de adverbios(adverb).

poly_cnt Cantidad de significados que tiene el lemma en WordNet.

sense_cnt Cantidad de synsets a los cuales pertence lemma. Esta es la cantidad de significados de la
palabra en WordNet. {

ptr_symbol Una lista de los distintos tipos de punteros que tiene el lemma en todos los synsets a los que
pertence. H
i sense_cnt Idem sense_cnt. Es redundante, pero el campo se conserva por razones de compatibilidad.

tagsense_cnt Cantidad de significados del lemma que son rankeados de acuerdo a su frecuencia de
aparicion en la semantica de textos.

synset_offset §Desplazamientc: en bytes del synset que contiene al lemma dentro del archivo data.pos.
Cada synset_offset en la lista corresponde a un significade diferente del lemma en WordNet.
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Formato de los archivos data de WordNet [W32]

Cada linea de los archivos data tiene el siguiente formato:

synset_offset lex_filenum ss_type w_cnt word lex_id [word lex_id...] p_cnt [ptr...] [frames...] | gloss

synset_offset

8 digitos enteros que representan el desplazamiento actual en bytes dentro del archivo.

lex_filenum

2 digitos enteros que corresponden al nombre del archivo lexicogrdfico que contiene el
synset.

ss_type

1 caracter que indica el tipo del synset: n NOUN, v VERB , a ADIJECTIVE, s
ADJECTIVE SATELLITE y r ADVERB

w_cnt

2 digitos hexadecimales que indican la cantidad de palabras del synset.

Word

i guién bajo (_ ). El texto de la palabra es sensitivo al contexto(case sensitive).

Formato ASCII de la palabra en el synset con los espacios reemplazados por caracteres de

lex_id

1 digito hexadecimal que anexado a una palabra identifica univocamente un sentido de dicha
palabra. lex_id generalmente comienza con O, y se va incrementando a medida que se

i agregan sentidos adicionales de la misma palabra al archivo, aunque no es un requisito que !
i los nUmeros sean consecutivos o comiencen con 0. :

p_cnt

3 digitos enteros que indican la cantidad de punteros existentes desde el synset hacia otrosé
synsets. Si p_cnt es 000 el synset no posee punteros.

frames

Solamente aplica al archivo de verbos, es una lista de nimeros que corresponden a los
distintos frames de tipos de sentencias simples génericas en los cuales los verbos del synset
pueden ser usados. frames es de la forma:

fecnt + f.num w_num [+ f_num w_num...]

donde f_cnt es un nimero de 2 digitos enteros que indica la cantidad de frames genéricos
listados, f_num es un numero de 2 digitos enteros que especifica el nimero de frame, y |
w_num es un entero de 2 digitos hexadecimales que indica la palabra en el synset sobre la
cual el frame aplica. Como con los punteros, si este nimero es 00 , £_num aplica sobre todas
las palabras s en el synset. Si es no nulo, es aplicable solamente a la palabra indicada. Cada
par f_num w_num es precedido por el signo +.

gloss

Un gloss se representa por una barra vertical (] ), seguida por un texto que continda hasta
el final de la linea. Puede contener una definicién, uno o mas ejemplos, o ambos.

Ptr

Un puntero desde el synset hacia otro es de la forma:

pointer_symbol synset offset pos source/target

Edonde synset_offset es el desplazamiento en bytes del synset en el archivo de datos
i correspondiente a pos .

LEl campo source/target distingue punteros Iéxicos y semanticos. Es un campo de 4 bytes,

conteniendo 2 numeros de 2 digitos hexadecimales. Los primeros 2 digitos indican el nimero
de la palabra en el synset actual, los 2 ultimos digitos indican el nimero de la palabra en el
synset destino. Un valor de 0000 significa que pointer_symbol representa una relacién
semantica entre el synset actual y el synset destino indicado por synset_offset .

Una relacién léxica entre 2 palabras de diferentes synsets se representa por valores no nulos
en los numeros de palabra fuente y destino.

Lista de pointer_symbol s para sustantivos:

Universidad de Buenos Aires
Facultad de Ciencias Exactas y Naturales

142/181



SWMiner — Anexos

! Antonym

@ Hypernym

~ Hyponym

#m Member holonym
#s Substance holonym
#p Part holonym

%m Member meronym
%s Substance meronym
%p Part meronym

Attribute

i Lista de pointer_symbol s para verbos:

Antonym
Hypernym
Hyponym
Entailment
Cause

Also see
Verb Group

w o>V X2 @ T

Lista de pointer_symbol s para adjetivos:

Antonym

Similar to

Participle of verb

Pertainym (pertains to noun)
Attribute

Also see

>l = N R

Lista de pointer_symbol s para adverbios:

! Antonym
\ Derived from adjective

Ejemplos de Synsets

Synsets de sust

antivos(noun):

Si buscamos en WordNet los synsets correspondientes a Apple en el archivo noun.dat

encontramos:

Synset 1

05775435 13 n 01 apple 0 006 @ 05745250 n 0000 @ 09426892 n 0000 #p 08933828 n 0000 ~
05775654 n 0000 ~ 05775771 n 0000 ~ 05778237 n 0000 | fruit with red or yellow or green skin and
sweet to tart crisp whitish flesh

Synset 2

08933828 20 n 03 apple 0 orchard_apple_tree 0 Malus_pumila 0 003 @ 08933472 n 0000 #m
08933220 n 0000 %p 05775435 n 0000 | native Eurasian tree widely cultivated in many varieties for
its firm rounded edible fruits
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Veamos en detalle el parseo del synset 1:

synset_offset | 05775435

{13

lex_filenum

ss_type n (noun) , es decir sustantivo

w_cnt 01, es decir el synset contiene 1 palabra

word . Apple

lex_id 0, index demla palabra en el synsets

- p_cnt -006,;;decir este synset apur{;;a 6 synsets

ptr @ 05745250 n 0000 significa que mediante la relacidon Hypernym (Es un) el synset

i apunta al synset cuya offset es 05745250, de tipo n (noun) y 0000 indica que la
i palabra con index O del synset actual se relaciona con la palabra de index O del synset
i con offset 05745250.
Los otros 5 punteros de este synsets son:

@ 09426892 n 0000

#p 08933828 n 0000

~ 05775654 n 0000

~ 05775771 n 0000

~ 05778237 n 0000

frames i No se aplica al archivo noun.dat

Gloss fruit with red or yellow or green skin and sweet to tart crisp whitish flesh
i Definicién del synset
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Anexo B

Codigos de Estado del Protocolo HTTP

A continuacion se detallan los codigos de estado (status) mas comunes correspondientes al
Protocolo HTTP.

200 - Requerimiento devuelto con éxito.

201 - Requerimiento creado.

202 - Requerimiento aceptado.

206 - Requerimiento incompleto.

301 - La URL ha sido reemplazada.

302 - La URL ha sido redireccionada a otro documento.
400 - El requerimiento realizado por el cliente estd mal.
401 - -Se requiere autorizacion para acceder al documento.
403 - El acceso a este documento esta prohibido.

404 - No se encontré el documento.

408 - Requerimiento perdido por timeout.

500 - Error interno del servidor.

501 - El método GET o POST esta incompleto

503 - El Servidor no esta activo.
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Anexo C

Ejemplo de Archivo de Perfiles de Idioma

En el ejemplo podemos observar los primeros ngrams correspondiente al archivo asociado al
idioma inglés. Como puede observarse, los ngrams estan ordenados de mayor a menor
segln su puntaje. En este ejemplo mostramos los ngrams en 4 columnas pero recordemos
que cada linea del archivo contiene sélo un ngram y su puntaje.

_ 20326 Y 595 . 329 ts 196
e 6617 of 594 _to_ 320 di 196
& 4843 _of 592 co 317 es 195
o 3834 es 589 i 316 si 194
n 3653 ok 587 ns 308 re_ 193
i 3602 v 580 al 307 at 192
a 3433 _of 575 le 304 nc 192
S 2945 of 575 ou 304 ie 190
r 2921 nd 568 ce 293 _a_ 188
h 2507 at 549 ent 279 _in_ 185
e 2000 r 540 1 278 ing 184
d 1816 W 534 _co 277 us 182
e 1785 1k 522 tio 275 _re 182
e 1639 ed 496 on_ 274 g _ 179
1 1635 P 494 ~d 274 ng 178
th 1535 nt 485 tion 268 op 178
he 1351 B 462 ri 266 con 177
_th 1333 o_ 457 e 264 tha 175
u 1309 io 450 ng 253 1 174
i 1253 _an 439 hi 251 _tha 174
m 1175 te 432 er_ 249 ver 173
P 1151 or 425 ea 246 ma 173
_a 1145 b 418 as 245 ion 171
the 1142 nd 407 _be 242 _.esn 171
_the 1060 to 406 pe 242 (e 170
S_ 978 st 402 h 234 ons 170
er 968 is 401 _E 232 v 170
e 967 s 396 ec 227 po 169
he 928 _in 389 ch 223 ere 168
da_ 888 ion 385 ro 222 is. 167
£ 885 and 385 et 220
the 844 de 384 _h 219
_the 843 ve 382 pr 217
on 842 ha 375 in 217
in 817 ar 366 ne 214
Yy 783 _m 361 AL 214
n_ 73 and_ 360 o 213
b 761 _and 360 S, 210
re 754 _and_ 358 S5 2110
, 734 se 353 1li 209
. 732 _to 347 ra 208
an 732 me 346 T 207
g 728 to 344 wh 204
w 718 ed 339 a_ 203
A 707 : 330 ac 201
en 676 be 329 _wh 199
i 599 £ 829 n 196

Universidad de Buenos Aires
Facultad de Ciencias Exactas y Naturales

146/181



SWMiner — Anexos

Anexo D

Ejemplo de Tags Html

Texto contenido en el tag en H1

Texto contenido en el tag H2

Texto contenido en el tag H3

Texto contenido en el tag Big
Texto contenido en el tag Strong
Texto contenido en el tag B
Texto contenido en el tag 7
Texto contenido en el tag Em
Texto contenido en el tag Cite

Texto contenido en el tag Blockquote
Texto contenido en el tag H4
Texto contenido en el tag Ebd
Texto contenido en el tag HS

Texto contenido en el tag H6
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Stop Words
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Los archivos StopWord [41], StopsUrls y StopWordsUrls contienen aquellas palabras o url’s
gue no se deseamos analizar porque contienen informacién poco relevante y dependen del
idioma del texto que se estd siendo analizado. En el caso particular del Preprocesador se
restringe el idioma al Ingl/és.
contenidas en dichos archivos.

A continuacion se detallan algunas de plabras y url’s

StopWords
a cause formerly get some
a's causes forth gets somehow
able certain forty getting someone
about certainly found give something
above changes four given sometime
according clearly from gives sometimes
accordingly cc front go somewhat
StopUrls

windowsupdate.microsoft.com
www.uol.com.ar
www.yahoo.com
ar.yahoo.com
www.altavista.com
www.lycos.com
www.google.com
ads7.speedbit.com

StopWordsUrls

Este archivo contiene palabras involucradas con informacion confidencial de las usuarios
gue realizaron los requerimientos. Estas palabras fue deducidas del analisis detallado de los
logs del proxy. Por ejemplo, si el usuario accede a una pdagina web para pagar algun
servicio, se agregd a este archivo el nombre de la pagina para evitar categorizarla
semanticamente.
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Anexo F

Experimentacion

F.1 Experimentos con Log de Animales Salvajes

F.1.1 Parametros de SWMiner

En la tabla F.1.1 se detalla el valor de los pardmetros y/o variables del sistema utilizados en
este experimento.

_MotordeBusqueda L Altavista |
_Cantidad de In Links por Requerimiento . . S o]
Cantidad de Out Links por Requerimiento 5

Tabla F.1.1: Pardmetros de SWMiner

F.1.2 Requerimientos y su Vecindad

Requerimientos del Log

Tabla F.1.2: Requerimientos del Log

Vecindad de los requerimientos

Las Tablas F.1.3, F.1.4y F.1.5 y las Figuras F.1.1, F.1.2 y F.1.3 muestran los in y out links
obtenidos para cada uno de los requerimientos.

tp://www.nature-wildlife.com/girtxt.htm
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tip: //evml\a Das:aqen qe/q/ ibrarv/s c&enfes/Amma!s and V\/l!dhfe/Mammals/Ma
mmals A-Z/Mammals G/Gira

http://www.looksmart.co.nz/eusi/eus302562/eus317834/eus163430/eus163792/e
5217721/eus226678/eus21772 ;

ttp://sceq.sol.dk/g/Personal/Home/Pets and Animals/Wildlife/Mammals/Mammal
A Z/Mammdls q/Giraffeq .

0i0:0:0:0

Tabla F.1.3: In y Out Links del Requerimiento 1

InLinks v Outlinks del
Reguerimiento 1
Nivel 2 Nivel 1 Nivel O Nivel 1 Nivel 2

Figura F.1.1: In y Out Links del Requerimiento 1

ttp://www,cathouse-fcc.org/ca
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a1 ‘http://weather.gnetcom/
43 : | (http://www.cathouse-fcc.org/bobcat.html
44 .0 http://www.cathouse-fcc.o.rq/births.html

Tabla F.1.4: Iny Out Links del Requerlmiento 2

InLlinks ¥ Cutlinks del
Reguerim iento 2

Nivel 2 Nivel 1 Nivel 0 Nivel 3 Wivel 2

: VN, wuqhtandmemory com/lmks htm
hftp /fwww.thoughtandmemory. com/mdexl htm

i WWW.amazon.
67 : (6] i http://si.amazon. com/exec/«arzea/ts/annuuncnment list-zshops/sip/

; 0 http://www.amazon.com/exec/obidos/subst/home/all-
stores.ntml/ref%3Dtab_gw_storesdirectory/

J :..0 http://www.animalveices.net/default.asp

70 69 (0] http://www.gotoit.com/titles/anivoi.html ] )

: : (0] http://www.amazon.com/exec/obhidos/ASIN/1879181916/qid=1019597272/sr=1-
3/animalvoices-20

72 NULL ] httD://Www.webrinaxorq/cqi—bin/webrir.l.q_._m__ hamanring; Iist

73 72 O i http://dir.webring.com/rw

74 72 O i http://L.webring.com/wrman?ring=shamanrina&addsite

75 NULL O | http://proforma.real.com/real/player/player.htmi?src =001222reathome 1,010110r
i pchoice hig&de=119i18137

76 75 O i http://forms.raal.com/rnforms/promos/200208/realone sn/index.html

Tabla F.1.5: In y Out Links del Requerimiento 3
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InlLinks v OCutLinks del
Reguerimiento 3

N ivel 2 Nivel 1 Nivel Niveti 1

Figura F.1.3: In y Out Links del Requerimiento 3

En algunos casos puede suceder que no se alcance el total de in y out links deseados
para un determinado requerimiento. Analicemos, por ejemplo, el requerimiento 2.

En la Figura F.1.2 puede observarse que tanto para el link 27
http://www.nemeton.demon.co.uk/Links.htmi como para el link 31
http://www.datastatisticsonline.com/lynx.htm, el sistema no obtuvo ninguin IN link. Esto se
debe a que Altavista no encontrdé ninguna pagina que apunte a dichos links. En el caso del
link 32, solamente se encontrd un IN link.

En el caso del link 38 el sistema no obtuvo ningin OUT link. Como puede observarse en
el codigo html correspondiente al link (Figura F.1.4), no existen links en dicha pagina.
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<HTML>
<HEAD>
<META http-equiv="'Content-Type' content="text/html; charset=iso-8859-1">
<META name="Author' content='Andrew Garman' >
<META name='Date' content='09/03/01' >
<TITLE>New HTML Document</TITLE>
<SCRIPT LANGUAGE='Javascript'>
<!--hide from non-script browsers
// convert all characters to lowercase to simplify testing
var agt=navigator.userAgent.toLowerCase();
// **¥* BROWSER VERSION *#*
/I Note: On IES5, these return 4, so use is_ieSup to detect I[E5.
var is_major = parselnt(navigator.app Version);
var is_minor = parseFloat(navigator.appVersion);
// Note: Opera and WebTV spoof Navigator. We do strict client detection.
// It you want to allow spoofing, take out the tests for opera and webtv.
varis nav = ((agt.indexOf{'mozilla’)!=-1) && (agt.indexOf('spooter’)==-1) && (agt.indexOf{'compatible') == -1) &&
(agt.indexOf{'opera’)==-1) && (agt.indexOf{'webtv')==-1)),
varis nav2 = (is nav && (is major == 2));
varis nav3 = (is_nav && (is_major == 3));
varis_nav4 = (is_nav && (is_major == 4));
var is_nav3up = (is_nav && (is_major >= 3));
var is_nav4up = (is_nav && (is_major >= 4)),
varis navonly = (is nav && ((agt.indexOf{";nav") |=-1) || (agt.indexOf{"; nav") != -1)) );
varis nav5 = (is_nav && (is major == 5));
varis_navSup = (is_nav && (is_major >= 5));
varis ie = (agtindexOf{"msie") !=-1);
varis ie3 = (is ie && (is_major < 4));
varis_ied =(is_ie && (is_major == 4) && (agt.indexOf("msie 5.0")==-1) );
varis iedup = (is ie && (is major >= 4));
varis ie5 = (is_ie && (is_major == 4) && (agt.indexOf{"msie 5.0")!=-1) );
varis ieSup = (is ie && lis ie3 && lis ied);
// end hiding -->
</SCRIPT>
<SCRIPT LANGUAGE="Javascript'>
<I--hide from non-script browsers
var ref= new String(document.location)
ref'= ref substring(0,20)
ref=ref.toLowerCase()
if (ref == "http://www.gratxreso') {
if(is_nav4up){ document.location="

grafx/index.htm"; }
else if{is_iedup){ window.location.hret="grafx/index.htm";} }
else { if(is_nav4up){ document.location="bcoind.htm";}
else if{is_iedup){ window.location.href="bcoind.htm";} }
// end hiding -->
</SCRIPT>
</HEAD>
<BODY BGCOLOR=#FFFFFF ></BODY>
</HTML>

Figura F.1.4: Cddigo Html del link 38

F.1.3 SWMiner con Normalizacion Morfolégica y con Clustering

F.1.3.1 Itemsets Frecuentes

Las Tablas F.1.6, F.1.7 y F.1.8 muestran los itemsets frecuentes obtenidos de cada uno de
los requerimientos y su vecindad.

0.30769231915473938 | COPY
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460 0.30769231915473938

 AFRICAN

461 ; 0.30769231915473938 | pOTOGRAPHY

| GIRAFFE

| ANIMAL
{ MAMMAL

462 0.30761915473938 | pyOTOGRAPHY

| MAMMAL
| AFRICAN

Tabla F.1.6: : Itemsets Frecuentes del requerimiento 1

466 1 0.2916666567325592 | COUGAR
474 10.3333333432674408  YEAR

475 10375 BOBCAT

476 10.2916666567325592

477 10.3333333432674408 | worwo
ag1 T 10.3333333432674408 AT

| LEOPARD

10.2916666567325592

' LEOPARD
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0 2916666567325592

Tabla F 1.7: Itemsets Frecuentes del requenmlento 2

1 0.30434781312942505 INT!
491 1'0.26086956262588501 ' COUNTRY
qgn {'0.26086956262588501 R
T 0.34782609343528748 e
404 T 10.26086956262588501 '""{;NIMAL

Tabla F. 1 8 Itemsets Frecuentes del requerimiento 3

F.1.3.2 Clustering e Identificaciéon de Topicos

Las Figuras F.1.5, F.1.6 y F.1.7 muestran el arbol de como el algoritmo de clustering fue
generando los clusters para cada requerimiento con las respectivas medidas de similaridad
calculadas en cada agrupacion. En color se muestran los clusters finales obtenidos para
cada requerimiento.

Para el requerimiento 1 el algoritmo agrupd todos los itemsets en un unico cluster y los
~ respectivos tépicos se muestran en la Tabla F.1.9.

7

c12 ]
0.782946 j
( c1 \
‘ Ko.793271
]
c10
0.799283 |

c9
0.736402 L} |
(Lome ] |
[
s c8 [
0.955056 ‘ ‘
|
|
(—j ) ) () )
1 i | \ |
c1 c2 } &3 c4 [ c5 | ‘ c6 c7
11 399 | ; 460 461 | 462 | 463 464
| i ] | | | i ‘ |
N N S . J _ J Vel g L )

Figura F.1.5: Arbol de clusters del requerimiento 1
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i person, individual, someone, somebody, mortal,
‘ human, soul

Tabla F.1.9: Topicos de los clusters obtenidos del requerimiento 1

Para el requerimiento 2 el algoritmo agrupd también todos los itemsets frecuentes en un
Unico cluster y los respectivos tépicos se muestran en la Tabla F.1.10.

1

r c29 b

L 0.78022 J i

c28
[
I 0.779874 J

c27
0.825919

—
chﬁ_f

0.856322 J_

c25
D 868852

c24

0.863636 J

c23
0.924528

[

| | ‘

c14 c15 } cl6 c17 c18 c19 c20 c21 c22

466 474 475 | 476 477 481 484 486 487
J . i

Figura F.1.6: Arbol de clusters del requerimiento 2

466, 474, 475, 476, 477, 481, 484,
486, 487

ear, twelvemonth, yr

mstrumentahty, mstrumentatlon

i big cat, cat

i cougar, puma, catamount, mountain hon palnter panther,
{ Felis concolor

Tabla F.1.10: Tépicos de Ios clusters obtenidos del requerimiento 2
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Para el requerimiento 3 el algoritmo generd los clusters que se muestran en la Figura
F.1.7 y los topicos de cada cluster se muestran en la Tabla F.1.11.

c32 €33
491 | 492

L

Figura F.1.7: Arbol de clusters del requerimiento 3

G iA90 e
c34 493
c35 404 T
c36 491,492 T

Tabla F.1.11: Topicos de los clusters obtenidos del requerimiento 3

En la Ultima iteracion, el algoritmo de clustering agrupé los clusters obtenidos para cada
requerimiento como se muestra en la Figura F.1.8. En la Tabla F.1.12 se muestran los
tépicos de cada uno de los clusters finales obtenidos.
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|

| c40

= —
w\\O.75873G/‘
c39
L 0.771084J '
|
38 ;

- C
'k 0.891566 | |

ZRE s
0.964989 J

30

11, 399, 460, 461, 462,
463, 464, 466, 474, 475,
476, 477, 481, 484, 486,
487, 490, 491, 492, 493,
494
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spirit, tone, feel, feeling, flavor, look, smell

i Year

Tabla F.1.12: Tépicos de los clusters finales

Analizando paso a paso los arboles de clusters generados por el algoritmo de clustering a
partir de los itemsets frecuentes, podemos aseverar que el mismo se comporta de la
manera esperada, agrupando en primer lugar aquellos clusters mas similares segun la
funcién de similaridad definida. Sin embargo, podemos observar que se obtuvieron clusters
poco cohesivos semanticamente hablando; es decir, se agruparon en un mismo cluster
itemsets de contenido semantico diferente. Esto se puede mejorar aumentando la cota de
Minima Similaridad entre Clusters. A continuacién mostramos los resultados obtenidos al
trabajar con la medida de similaridad minima entre clusters en 0.8.

En la tabla F.1.13, F.1.14 y F.1.15 se muestran los clusters obtenidos para cada uno de
los requerimientos y los respectivos topicos.

: copy
: copy, written matter

| transcript, copy

person, individual, someone, somebody, mortal,
: human, soul

N
N
(o))
o

ol oh W

Tabla F.1.13: Clusters del requerimiento 1

class, year
i year

477

10 : 486, 487, 476, 466, 475, 484 cougar, puma, catamount, mountain lion, painter,
: { panther, Felis concolor
i bobcat, bay lynx, Lynx rufus
i big cat, cat

12 491 ‘ nation, nationality, land, country, a people :
: state, nation, country, land, commonwealth, res publica, i
body politic ;

Universidad de Buenos Aires
Facultad de Ciencias Exactas y Naturales

159/181



SWMiner - Anexos

i area, country
i country, state, land, nation

13 : 492 i signboard, sign
: i sign, mark
i siganl, signaling, sign
i sign
i augury, sign
i sign of the zodiac, sign, mansion, house, planetary
i house
; . polarity, sign
14 493 spirit
? heart, spirit
liveliness, life, spirit, sprightliness
intent, purport, spirit
emotional state, spirit

S| M v e ————

En la Tabla F.1.16 se muestran los clusters finales obtenidos y sus respectivos topicos luego
de la iteracion final del algoritmo de Clustering sobre los clusters de todos los
requerimientos.

16 (11 : copy
] i copy, written matter

17 1474 i class, year
: i year
ear, twelvemonth, yr

__________________ M. . naturalobject
................. i3 s eline, felid
: 20 490

21 :491 ' nation, nationality, land, country, a people
; state, nation, country, land, commonwealth, res publica,
i body politic
i area, country
i country, state, land, nation
ountry, rural area

i sign, mark
i siganl, signaling, sign
. sign
iaugury, sign
i sign of the zodiac, sign, mansion, house, planetary house
: o i polarity, sign
23 1493 | spirit
:  heart, spirit
i liveliness, life, spirit, sprightliness
‘intent, purport, spirit
 emotional state, spirit
| spirit, tone, feel, feeling, flavor, look, smell

24 494 .
""""""""" 25 77399, 460, 461, 462, 463, 464, . person, individual, someone, somebody, mortal, human,
1466, 475, 476, 484, 486, 487 i soul
: i cougar, puma, catamount, mountain lion, painter,

i panther, Felis concolor

i bobcat, bay lynx, Lynx rufus

i big cat, cat

| giraffe, camelopard, Giraffa camelopardalis
instrumentality, instrumentation

Tabla F.1.16: Clusters Finales
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Podemos confirmar entonces que los clusters obtenidos recientemente son mucho mas
cohesivos semanticamente que los obtenidos con la medida de Minima Similaridad entre
clusters definida en 0.70.

F.1.4 SWMiner con Normalizacion Morfolégica y sin Clustering

Las Tablas F.1.17, F.1.18 y F.1.19 describen los tdpicos asignados a cada itemset de cada
uno de los requerimientos del log.

Py
icopy, written matter
AAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAAA transcript, copy

399 BEHAVIOR Egiraffe, camelopard, Giraffa camelopardalis
:GIRAFFE :

{ANIMAL

{MAMMAL

AFRICA

460 PHOTOGRAPHY iperson, individual, someone, somebody, mortal, human, soul
iBEHAVIOR :

{GIRAFFE

ANIMAL

MAMMAL

BIRD

AFRICAN

461 PHOTOGRAPHY ‘giraffe, camelopard, Giraffa camelopardalis

GIRAFFE E

ANIMAL

MAMMAL
GIRAFFA
CAMELOPARDALIS
{AFRICAN

presentation
GIRAFFE
ANIMAL
MAMMAL
{AFRICAN
WILDLIFE
IMAGE

463 iPHOTOGRAPHY
GIRAFFE
ANIMAL
MAMMAL
AFRICAN
PHOTO

IMAGE

epresentation

464 :PHOTOGRAPHY ‘representation
{GIRAFFE |
ANIMAL
MAMMAL
AFRICAN
IMAGE

Tabla F.1.17: Topicos de los itemsets frecuentes del requerimiento 1

year
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475 i BOBCAT i bobcat, bay lynx, Lynx rufus
{ LYNX

476 { JAGUAR i big cat, cat
: LEOPARD :

484 LEOPARD -
LYNX :

486 SPECIES ' i instrumentality, instrumentation
CAT
LYNX

CONSERVATION
LYNX

Tabla F.1.18: Topicos de los itemsets frecuentes del requerimiento 2

INTERNET

91  COUNTRY i nation, nationality, land, country, a people
:: i state, nation, country, land, commonwealth, res publica, body politic
" area, country
i country, state, land, nation
- country, rural area

: sign, mark
i signal, signaling, sign
i sign
i augury, sign
i sign of the zodiac, sign, mansion, house, planetary house
| polarity, sign

493 | SPIRIT | spirit

: : heart, spirit

iliveliness, life, spirit, sprightliness
i intent, purport, spirit
i emotional state, spirit

F.1.5 SWMiner sin Normalizacion Morfoloégica y con Clustering

La Tabla F.1.20 describe los itemsets frecuentes y clusters obtenidos para cada
requerimiento del log junto con los toépicos asignados a cada cluster. La Tabla F.1.21
muestra los clusters finales obtenidos resaltando en negrita los tépicos de mayor bondad de
cada cluster.

‘transcript, copy
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307 PHOTOGRAPHY copy

E:AFRICAN écopy, written matter
%PHOTO ?representation
IMAGES ‘mammal

IMAGE |

:SPOOK

305  PHOTOGRAPHY
'BEHAVIOR
AFRICA
 AFRICAN
iIMAGES

314 BEHAVIOR
AFRICA
éﬁAFRICAN
IMAGES
MAGE

306 PHOTOGRAPHY
GIRAFFE
 AFRICAN
\WILDLIFE

\IMAGES
316 (GIRAFFE
EAFRICAN
\WILDLIFE
IMAGES
IMAGE

317 BEHAVIOR
GIRAFFE
AFRICA
 AFRICAN
\WILDLIFE
IMAGES
SPOOK

119 GIRAFFE
AFRICA
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'BEHAVIOR
AFRICA
. GIRAFFES

PHOTOGRAPHY
EGIRAFFE
EGIRAFFA
CAMELOPARDALIS
EAFRICAN

‘conservation, preservetion

‘conservation, conservancy,
iconserving

‘conservation, conservation
law

feline, felid

icoinage, mintage, specie,

:metal money

“‘world, human race,

éhumanity, humankind,
:human beings, humans,
imankind, man

‘universe, existence, nature,

336 ... CONSERVATION
,,,,,,,,,,,,,, 325 FELINE
324 SPECIES
553 ICAT
(CLOUDED
ELEOPARD
321
471 COUGAR
caT
gLINX

icreation, world, cosmos,
imacrocosm

iworld, reality
ﬁworld, domain
gEarth, world, globe

iWorldly concern, earthly
iconcern, world, earth

‘world

%populace, public, world

%wildcat
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4939

4941

'WORLD

""" ‘humanity, humankind, |
‘human beings, humans,
imankind, man

‘universe, existence, nature, |
‘creation, world, cosmos,
‘macrocosm

gworld, reality
3wor|d, domain
ﬁEarth, world, globe

iwordly concern, earthly
iconcern, world, earth

‘world

iHistory

%SIGN éhistory, account, chronide,

story

?sign, mark

3;sign

gsignal, signaling, sign
i‘signboard, sign

isign of the zodiac, sign,
mansion, house, planetary
:house

ipopularity, sign

éaugury, sign

{ CREATE

2 L 8 MAMMAL
AAAAAAAAAAA 10 copy
104  BEHAVIOR
| AFRICA
 GIRAFFES
119 | GIRAFFE
| AFRICA
| GIRAFFES
261 | PHOTOGRAPHY

. GIRAFFE
iGIRAFFA
| CAMELOPARDALIS
 AFRICAN

animal, animate being, beast, brute, creature, fauna
conservation, conservancy, conserving
mammal

feline, felid

wildcat

| copy

representation

signboard, sign

: worldly concern, earthly concern, world, earth
world, reality

conservation, conservation law

history

i copy, written matter
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305 PHOTOGRAPHY history, account, chronide, story
BEHAVIOR ' sign, mark
,}EAFRICA signal, signaling, sign
gAFRICAN sign
IMAGES augury, sign
ESPOOK conservation, preservation

j world, human race, humanity, humankind, human beings,
306 | PHOTOGRAPHY ;

 GIRAFFE
| AFRICAN
. WILDLIFE

: humans, mankind, man
| world, domain

populace, public, world

: sign of the zodiac, sign, mansion, house, planetary house
: IMAGES :
: : world
: SPOOK i .
s e s s : universe, existence, nature, creation, world, cosmos,
| 307 | PHOTOGRAPHY | macrocosm
| AFRICAN | earth, world, globe
PHOTO internet, cyberspace
EIMAGES coinage, mintage, specie, metal money
iIMAGE polarity, sign

| SPOOK

314  BEHAVIOR
AFRICA
 AFRICAN
IMAGES

| MAGE

316  GIRAFFE
AFRICAN
WILDLIFE
IMAGES
IMAGE

317  BEHAVIOR
| GIRAFFE

| AFRICA
| AFRICAN
WILDLIFE
IMAGES
 SPOOK
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336 : CONSERVATION

| CLOUDED
 LEOPARD

e 3937 CANIMAL

............. 4938 L LINTERNET

............. 1932 _WORLD_
4940  HISTORY

Tabla F.1.21: Clusters finales de SWMiner sin Normalizacién y con Clustering

F.1.6 SWMiner sin Normalizacion Morfolégica y sin Clustering

La Tabla F.1.22 describe los tépicos obtenidos para cada uno de los requerimientcs con sus
respectivos itemsets e items al ejecutar SWMiner sin Normalizacion Morfclégica ni
Clustering y resaltamos en negrita los topicos de mayor bondad (categorias).

1 : 10 {COPY itranscript, copy

copy

307 PHOTOGRAPHY irepresentation

AFRICAN |

PHOTO

IMAGES

{IMAGE

....................... SPOOK
305 PHOTOGRAPHY érepresentation

BEHAVIOR E

AFRICA

AFRICAN

{IMAGES

AAAAAAAAAAAAAAAAAAAAAA ESPOOK ;
314 BEHAVIOR %representation
AFRICA :
 AFRICAN

.IMAGES

‘MAGE
:SPOOK
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306 PHOTOGRAPHY
GIRAFFE
AFRICAN
WILDLIFE
IMAGES

‘representation

‘representation

‘representation

317

1.9 GIRAFFE
AFRICA
GIRAFFE
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321

iworld, reality

‘world, human race,
‘humanity, humankind,
thuman beings, humans,
imankind, man

Eworld, domain
%populace, public, world
jworld

‘universe, existence, nature,
.creation, world, cosmos,
‘macrocosm

Earth, world, globe

icoinage, mintage, specie,

SWMiner

‘worldly concern, earthly
iconcern, world, earth

321

COUGAR

CLOUDED

{LEOPARD

CONSERVATION

:metal money

iconservation, preservetion

iconservation, conservancy,
iconserving

‘conservation, conservation
law

‘wildcat

feline, felid

‘worldly concern, earthly
:concern, world, earth
jtworld, reality

‘world, human race,
‘humanity, humankind,
‘human beings, humans,
‘mankind, man

%world, domain
Epopulace, public, world
Eworld

‘universe, existence, nature,
icreation, world, cosmos,
macrocosm

‘animal, animate being,
‘beast, brute, creature,
fauna

- Anexos
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4939 EWORLD jvvorld, human race,
§ ‘humanity, humankind,
‘human beings, humans,
mankind, man
guniverse, existence, nature,
icreation, world, cosmos,
‘macrocosm
Eworld, reality
%vvorld, domain
3gEarth, world, globe
éwordly concern, earthly
iconcern, world, earth
ﬁworld
AAAAAAAAAAAAAAA épopulace, public, world  :
4940  HISTORY history
éhistory, account, chronide,
e SYONY
4941 SIGN ‘sign, mark
Esign

%signal, signaling, sign
isignboard, sign

isign of the zodiac, sign,
:mansion, house, planetary
‘house

Eypopularity, sign

iaugury, sign

Tabla F.1.22: Tépicos de SWMiner sin Normalizacién y con Clustering

F.2 Experimentos con Log General
Parametros de SWMiner
En la Tabla F.2.1 se detalla el valor de los parametros y/o variables del sistema utilizados

F.2.1

en este experimento.

i Cantidad de In Links por Requerimiento
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Tabla F.2.1: Parametros del SWMiner

F.2.2
Requerimientos y su Vecindad

Requerimientos del Log

Tabla F.2.2: Requerimientos del Log

Vecindad de los requerimientos

Las Tablas F.2.3, F.2.4 y F.2.5 muestran los links y out links obtenidos para cada uno de
los requerimientos anteriores.

S - . . IN §ht’cp://wv\i\:v,sun.com/ _______________________________________________________________________________________________________
6 5 IN ihttp://www sati-inst.edu/
.......... 8 2 IN it foundation gnome.ora/
_________ 0. i IN ihtto://www.helixdemes.coni/
11 10 IN http://iava.sun.com/javaone/

N o ,,,,,,,i,,,,,l!,\!,,,,,;http //serviet.java.sun.com/iavaone/home/0-sf2002.9sp

IN ?h’cto://chat-fcrum.com/

; thp://www thestudentzene.com/articles/chat.htimi

28 26 - N _ihttp://www . law.corneli.edu/li. htmi

30 26IN ,jhttp J/www.informatik.uni-trier.de/%7Eley/db/journals/index.htm!

o3 ouT. 'hti:p //search.java.sun.com/search/iava/advanced.jsp

5h'ct;>://deveioper‘.]’ava.sun.com/developer/earlvAccess/

http://www.jicp.org/

T '
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_________ 37 e OUT ishi/index.cgi?shop=233293&date=2002%3A04% 3A26%3A10% 3A28%3A26 ,
38 37 OUT :http;//www.iava.sun.com e
,,,,,,,,, 39 i....37  OUT httpi/javasun.com/docs/books/
,,,,,,,,, 40 o OUT NHpi/AavassumiCOm
http://serviet.java.sun.com/logRedirect/frontpage-
_________ 41 ¢ 40  OUT nav/http://iava.sun.com/progucts/

Tabla F.2.3: In y Out Links del Requerimientol

Los links 4, 7, 9, 13, 18, 20, 23, 25, 27 y 29 no aparecen en la Tabla F.2.3 porque
SWMiner obtuvo documentos html de 0 Kb al realizar el ftp de cada uno de ellos y los links
15 y 19 no aparecen porque no se encontraron las urls (error http 404).

T http://www.archive.org/bookmobile
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http://www.gilc.nl/

....................................................................................................................................................................................

http://www.dfc.org/

Ehttp ://www.dfc.org/

Tabla F.2.4: In y Out Links del Requerimiento 2

En la Tabla F.2.4 estan ausentes los links 48, 50, 52, 54, 55, 58, 59, 61, 63, 65, 67, 70,
71,73,75y 77 porque SWMiner obtuvo documentos html de 0 kb para cada uno de ellos y
los links 49 y 51 estan ausentes porque al realizar el ftp para cada uno de ellos se obtuvo
un documento html indicando un error http (error http 500- Server Error).

________ 1 26124 ouT ;http ://lists.101com.com/NLS/pages/unsub_login.asp?NL=tdwi_whatworks
,,,,,,,, 127 ... OUT http://www.inquisiteasp.com/surveys/WSG7BR |
........ 129 QUL

130 129 P OUT |
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148

150 148 ouT http ///education/conferences/neworleans2003/sessions2.asp?session_code=25

148 ,E,,,,Q,U,,T,,,,EDEFB?,/,Z/?QHQ@E!QDZEQD@I@D9,9,5,,/!1@‘!,\!9El,,eg,D,S,,Z,QQE/,,SES,%‘,QDQ;,@,5,9,35(?55!,9L‘EQQ%?},Q_.M
Tabla F.2.5: In y Out Links del Requerimiento 3

Por ultimo en la Tabla F.2.5 no aparecen los links 95, 98, 99, 102, 104, 106, 108 a 111,
116, y 119 porque SWMiner obtuvo documentos html de 0 Kb, el link 121 porque contiene
frames (fue reemplazado por otro link), el 122, 128, 131 a 147 y 149 por error http 204
(No Content).

F.2.3 SWMiner con Normalizacion Morfologica y con Clustering

F.2.3.1 Itemsets Frecuentes

A continuacién presentamos los itemsets frecuentes obtenidos al aplicar el algoritmo de
Association Rules [GON96, ASI93, AS94] sobre todas los sustantivos que representan a
cada uno de las paginas involucradas en este analisis.

Las Tablas F.2.6, F.2.7 y F.2.8 describen los itemsets frecuentes obtenidos para cada uno
de los requerimientos.

................... L oin0:39483869910240173 TM ]
S S 035483859910240173DOCUMENTATION
5 50.35483869910240173 ETECHNOLOGY
: \DEVELOPER

0.35483869910240173

0.38709676265716553

0.35483869910240173

Tabla F.2.7 : Itemsets Frecuentes del

0.3333333432674408

18 0.3333333432674408 TECHNOLOGY
: | CONFERENCE

Tabla F.2. 8 Itemsets Frecuentes del Requerimiento 3
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F.2.3.2 Clustering e Identificacion de Topicos

En la Tabla F.2.9 detallamos los clusters obtenidos al aplicar el algoritmo de Clustering
sobre los itemsets correspondientes a todos los requerimientos y los tdpicos
correspondientes a cada uno de los clusters.

1 : 1 i) ‘thulium, Tm, atomic number 69

: fdocumentation, support , software documentation,
2 ; 3 icertification, corroboration

10 17 ielectronic mail, e-mail, email

11 © 12,13, 14,18 application, diligence, oating, covering, practical application, :
: ‘lotion, application program, applications programme, i
‘profession, community, residential district, residential area,
:Indus, Indus River, community of interests, diligence,

Tabla F.2.9: Clusters y Tépicos

Una vez obtenidos todos los clusters correspondientes a cada requerimiento del usuario,
el sistema aplica una vez mas el algoritmo de Clustering sobre todos estos con el fin de
agrupar los clusters con topicos similares y reducir asi la cantidad de topicos que le asigna
al usuario. En este caso particular se obtuvieron los mismos clusters (ver Tabla F.2.9).

La Tabla F.2.10 describe los topicos de mayor bondad para cada uno de los clusters.

[ary

Tabla F.2.10: Tépicos de Mayor Bondad

Observando los clusters obtenidos en la Tabla F.2.9 notamos que los itemsets 12,13, 14
y 18 del requerimiento 3 deberian haberse agrupado con el itemset 5 del requerimiento 1.
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La razén por la cual no se agruparon se debe a los valores de similaridad obtenidos al
aplicar el algoritmo de Clustering, los cuales no superan la cota (Similaridad Minima entre

Clusters), por lo tanto decidimos disminuir esta cota para lograr obtener mejores
resultados.

También notamos que SWMiner no obtuvo tdpicos para algunos de los clusters, esto se
debe a que no se obtuvieron tépicos en comun para los items de los itemsets del clusters en
la jerarquia semantica de WordNet.

La Tabla F.2.11 describe los clusters obtenidos al ejecutar SWMiner con Similaridad
Minima entre Clusters del 50%.

7 1,3:7;12,13, gdocumentation, support, application, diligence, coating,

14, 16 y 18 icovering, practical application, lotion,, application program,
iapplications programme, software documentation,
idocumentation, database, certification, corroboration,

iprofession, community, populace, public, world, community,

%residential district, residential area, Indus, Indus River,

Tabla F.2.11: Clustesr y Topicos con Similaridad Minima entre Cluster del 50%

La Tabla F.2.12 detalla los tépicos de mayor bondad correspondientes a cada cluster.

Tabla F.2.12: Tépicos de Mayor Bondad con Similaridad Minima entre Cluster del 50%

Si comparamos los tépicos de mayor bondad de la Tabla F.2.10 con los de la Tabla F.2.12
notamos que son practicamente los mismos, por lo tanto disminuir la cota de Similaridad
Minima entre Clusters no mejoro los resultados finales.

F.2.4 SWMiner con Normalizacion Morfologica y sin Clustering

Los itemsets frecuentes obtenidos para cada requerimiento son los mismos que se detallan
en las Tablas F.2.6, F.2.7 y F.2.8.

La Tabla F.2.13 describe los topicos obtenidos para cada uno de los itemsets frecuentes.
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ulium, Tm, atomic number 69

ocumentation, support, software documentation

3 ocumentation, certification, corroboration

rivacy, privateness, seclusion, secrecy, concealment

13 ‘profession, community, residential district, residential area,

iommunity of interests

Tabla F.2.13: Topicos de los Itemsets Frecuentes

La Tabla F.2.14 describe los topicos de mayor bondad correspondientes a cada uno de los
itemsets frecuentes.

1 1 thulium, Tm, atomic number 69

3 12 EIndus, Indus River

13 iresidential district, residential area, community

Tabla F.2.14: Topicos de Mayor Bondad de los Itemsets Frecuentes

F.2.5 SWMiner sin Normalizacion Morfoldégica y con Clustering

F.2.5.1 Itemsets Frecuentes
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Las Tablas F.2.15, F.2.16 y F.2.17 describen los itemsets frecuentes obtenidos para cada
uno de los requerimientos.

10,322580635547638

R 0,322580635547638 TECHNOLOGY
.......................................................................................................... ADVANCED
11 0,322580635547638 'TERMS
EPRIVACY
;POLICY

_IdItemset Soporte  Item
,,,,,,,,,,,,,,,,,, 14  .:0,322580635547638 ' SOFTWARE
AAAAAAAAAAAAAAA 15 0,419354826211929  INTERNET
17 0,354838699102402 __PUBLIC
18 20,322580635547638 EPRIVACY

: EELECTRONIC
Tabla F.2.16: Itemsets frecuentes del Requerimiento 2

INDUSTRY

20 0,333333343267441
' {CONTACT

'NEWSLETTERS
EMAIL

Tabla F.2.17: Itemsets frecuentes del Requerimiento 3

F.2.5.2 Clustering e Identificacion de Tépicos

En la Tabla F.2.18 y F.2.19 detallamos los clusters obtenidos al aplicar el algoritmo de
Clustering sobre los itemsets correspondientes a todos los requerimientos y los tdpicos
correspondientes a cada uno de los clusters.

- 3,11 icommunication

gcompany

Ecompany, troupe

éship‘s company, company
%party, company

%caller, company

: Ecompany, comradeship, companionship, good
2 : ifellowship, fellowship, society
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122 icontact

icontact, contacting.

gcontact, tangency

éliaison, link, contact, inter-group communication
%contact, touch

Scontact, impinging, striking

8 ﬁcontact, middleman

223, 25 %subject, content, depicted object

E Econtent, cognitive content, mental object
gmessage, content, subject matter, substance
%content
%capacity, content

9 ‘contentedness, content

14 software, software system

15 internet, cyberspace

20 ndus, Indus River

22 icontact

.contact, contacting

contact, tangency

liaison, link, contact, inter-group communication
contact, touch

contact, impinging, striking

contact, middleman

3,11, 23,25 écommunication
ésubject, content, depicted object
icontent, cognitive content, mental object
imessage, content, subject matter, substance

Econtent
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gcompany

%company, troupe

Eship's company, company
%party, company

i;caller, company
%capacity, content

gcompany, comradeship, companionship, good fellowship,
ifellowship, society

Tabla F.2.19: Clusters y Toépicos finales

F.2.6 SWMiner sin Normalizacion Morfolégica y sin Clustering

La Tabla F.2.20 describe los topicos que caracterizan a cada uno de los itemsets frecuentes.

3 iCompany

écompany, troupe

écompany, comradeship, companionship, good fellowship, fellowship,
isociety

%party, company

icaller, company

:Communication
ftware, software system

:internet, cyberspace

22 :gcontact

gcontact, contacting

%contact, impinging, striking

écontact, middleman

gliaison, link, contact, inter-group communication
écontact, tangency

Econtact, touch

23 écontent
émessage, content, subject matter, substance
écapacity, content
gcontent, cognitive content, mental object

icontentedness, content
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Tabla F.2.20: Topicos de los Itemsets Frecuentes
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